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1. Einleitung

1. Einleitung
In der vorliegenden Arbeit wird ein Thema aus der stochastischen Kontrolltheorie bear-
beitet. Die stochastische Kontrolltheorie kann unter vereinfachten Annahmen ein theore-
tisches Modell liefern, wie ein Staat seine Steuerpolitik gestalten könnte. Im Allgemeinen
hat die stochastische Kontrolltheorie zum Ziel, eine Variable einer bestimmten Einheit
über ein Steuerungselement zu optimieren. Als Einheit ist vorstellbar ein Staat oder aber
auch ein Unternehmen, dabei ist die Überlebenswahrscheinlichkeit oder das Vermögen
als Variable anzusehen. Veränderbar ist das betrachtete Modell durch das Steuerungsele-
ment, wie zum Beispiel die Zusammensetzung von Aktien oder die Förderungen durch
den Staat. So stellen McKean und Shepp in ihrem Artikel [22] ein vereinfachtes Modell
vor: Eine Wirtschaft wird über zwei Unternehmen definiert, wobei die Vermögen beider
Unternehmen jeweils mit Brown’schen Bewegungen bei gleicher Volatilität modelliert
werden. Die staatliche Förderung in diesem Modell entspricht dem Steuerungselement
und wird über die Drift der Brown’schen Bewegung beschrieben. Eine positive Drift
bedeutet eine Förderung, die nur einem Unternehmen zugutekommt. Als Variable zur
Optimierung wird die gemeinsame Überlebenswahrscheinlichkeit beider Unternehmen
herangezogen. Es wird somit ein zweidimensionales Ruinproblem betrachtet. Vereinfa-
chend wird zudem unterstellt, dass es nur zwei Optionen für die Steuerung gibt: Ein
sozialistisches Steuersystem, wobei nur das zum jeweiligen Zeitpunkt schwächere Un-
ternehmen vom Staat unterstützt wird, oder ein kapitalistisches Steuersystem, welches
nur das stärkere Unternehmen fördert. Was heuristisch schon zu vermuten ist, wird
von McKean und Shepp mit Techniken aus der stochastischen Kontrolltheorie bewiesen:
Um die gemeinsame Überlebenswahrscheinlichkeit beider Unternehmen zu maximieren,
muss das sozialistische Steuersystem angewandt werden. Dabei wurde auch eine ex-
plizite Formel der gemeinsamen Überlebenswahrscheinlichkeit gefunden. Allgemeinere
Formen dieses Modells mit mehr als durch zwei Brown’sche Bewegungen modellierten
Untereinheiten wurden unter anderem von Autoren wie Aldous [2] Tang und Tsai [33]
behandelt. In einem Artikel von Professor Grandits [9], der sich noch in Vorbereitung
befindet, wird das Setting von McKean und Shepp verändert. Die Volatilität eines der
beiden Unternehmen wird geringfügig erhöht und das sozialistische sowie das kapita-
listische Steuersystem werden wie folgt angepasst. Im sozialistischen System wird das
Unternehmen mit erhöhter Volatilität nun solange gefördert, bis sein Vermögen dasje-
nige des anderen Unternehmens zuzüglich eines vermögensabhängigen Schwellenwertes
übersteigt. Mit dem zweidimensionalen Ruinproblem, formuliert durch partielle Diffe-
rentialgleichungen, kann diese Funktion des Schwellenwertes implizit durch eine Inte-
gralgleichung dargestellt werden. Der Schwellenwert ist dabei ein freier Randwert der
partiellen Differentialgleichungen. Ziel der hier vorliegenden Arbeit ist es, diese Funk-
tion explizit durch ein numerisches Verfahren zu ermitteln. Solch ein Verfahren wurde
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1. Einleitung

mit der Legendre Wavelet Collocation Methode gefunden. Hierfür zugrunde liegend ist
der Artikel von Kumar, Manchanda und Pooja [17]. Aufgrund der Komplexität der In-
tegralgleichung werden in der vorliegenden Arbeit zwei alternative Ausführungen dieser
Methode hergeleitet und verglichen. Die Frage stellt sich, ob annähernd gleiche Lösun-
gen gefunden werden können und die Resultate plausibel sind.
Die Arbeit ist folgendermaßen gegliedert: In Kapital 2 werden Resultate aus der sto-
chastischen Analysis, insbesondere stochastische Prozesse wie zum Beispiel Poissonpro-
zesse und die Stochastische Integration mit Definitionen und dazu relevanten Sätzen
vorgestellt. Dies stellt die Basis für die im folgenden verwendete Ruintheorie (Kapitel
3) und stochastischen Kontrolltheorie (Kapitel 4) dar. Die Ruintheorie liefert Resultate
für die Überlebenswahrscheinlichkeit, insbesondere von Versicherungsunternehmen. Die
stochastische Kontrolltheorie ermöglicht es, ein Modell zur Maximierung der Überlebens-
wahrschinlichkeit einer Einheit zu entwickeln. Als weitere Voraussetzung für Kapitel 7
wird in Kapitel 5 die numerische Theorie zur expliziten Lösung der Integralgleichung be-
handelt. Hier werden auch die beiden oben genannten alternativen Lösungsansätze neu
hergeleitet. Kapitel 6 beschäftigt sich mit dem Artikel von McKean und Shepp [22] und
seinen Resultaten. Die Veränderungen des Modells mit unterschiedlichen Volatilitäten
nach Grandits [9] werden in Kapitel 7 beschrieben und eine implizite Darstellung des
Schwellenwertes hergeleitet. Ein Hauptanliegen der vorliegenden Arbeit ist die Präsen-
tation der numerischen Ergebnisse, die den Schwellenwert als Lösung haben. Im Anhang
werden verwendete Sätze aus der Maß- und Wahrscheinlichkeitstheorie, aus der Theorie
der partiellen Differentialgleichungen und verwendete Matlabprogramme aufgeführt. Alle
Grafiken und Matlabprogramme wurden von mir erstellt und das Abbildungsverzeich-
nisse wie auch das Listing für die Matlabprogramme sind nach der Zusammenfassung
(Kapitel 8) zu finden.
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2. Stochastische Grundlagen

2. Stochastische Grundlagen
In den folgenden Abschnitten werden die Grundlagen vorgestellt, die in der Risiko- und
Ruintheorie sowie in der Stochastische Kontrolltheorie verwendet werden.

2.1. Stochastische Prozesse
Stochastische Prozesse sind zeitlich abhängige generierte Zufallsvariablen. Sie können
unter anderem den Vermögensprozess oder einen Risikoprozess von Unternehmen, ins-
besondere von Versicherungen, darstellen. Referenzen in diesem Abschnitt sind [10],
[7],[18] und desweiteren werden in Abschnitt 2.1.1 die Referenzen [24] [31][23] und [11]
verwendet.

Definition 2.1.1 (Stochastischer Prozess). Ein stochastischer Prozess X ist eine Fa-
milie von Zufallsvariablen (Xt)t∈T auf (Ω, F,P).

In der Theorie der Stochastischen Prozesse gibt es wichtige Voraussetzungen, die einige
stochastische Prozesse erfüllen sollen:

Definition 2.1.2 (Pfad). Sei ω ∈ Ω fixiert: Dann ist Xt(ω) ein Pfade von Xt.

Definition 2.1.3 (Cadlag). Angenommen fast alle Pfade von Xt sind rechtsstetig und
der Limes von links existiert, dann heißt der Prozess cadlag. Falls alle Pfade stetig sind,
heißt der Prozess stetig.

Definition 2.1.4 (Filtration). Eine Familie (Ft)t=0...T von Sigmaalgebren, die F0 ⊂
F1 ⊂ ... ⊂ FT erfüllt, nennt man eine Filtration. In diesem Fall nennt man (Ω,F ,Ft)t=0...T
auch einen filtrierten Wahrscheinlichkeitsraum. Wir nehmen an, dass F0 = {∅,Ω}und
F = FT gilt.

Eine Filtration kann auch als Informationsgewinn interpretiert werden. Dabei stellt jede
Sigmaalgebra die Information zum Zeitpunkt t dar.

Definition 2.1.5 (adaptiert). Ein Stochastischer Prozess X = (Xt)t∈T ist adaptiert
bezüglich einer Filtration (Ft)t=0...T , wenn jedes Xt Ft-messbar ist.

Adaptiertheit bedeutet also, dass durch Beobachtung des Prozesses nicht mehr Informa-
tion gewonnen werden kann, als in der Filtration steckt.

Definition 2.1.6 (vorhersehbar). Ein Stochastischer Prozess X = (Xt)t∈T heißt vor-
hersehbar bezüglich einer Filtration (Ft)t=0...T , wenn jedes Xt Ft−1-messbar ist.
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2.1. Stochastische Prozesse

Somit ist ein vorhersehbarer Stochastischer Prozess zum Zeitpunkt t− 1 deterministisch
bestimmbar.

Definition 2.1.7 (progressiv messbar). H ist progressiv messbar, falls gilt:

H : Ω× [0, T ]→ R mit H(ω, t) := Xt(ω)

wobei H(ω, t) messbar bzgl Ft ⊗ B([0, t]) ist.

Definition 2.1.8 (übliche Bedingungen). Eine Filtration (Ft)t=0...T genügt den üblichen
Bedingungen falls folgendes gilt:

1. F0 enthält alle P-Nullmengen

2. F ist rechtsstetig, also Ft = ⋂
s>tFs

Nun definieren wir eine Zufallsvariable, die einen Prozess stoppt.

Definition 2.1.9 (Stoppzeit). Eine Stopppzeit ist eine Zufallszeit, daher τ : Ω →
I
⋃{+∞}, wobei {τ ≤ t} ∈ Ft gilt. Die Indexmenge I = {0, 1, 2, ..n} n ∈ N ist als

Zeit zu verstehen.

Die Bedingung {τ ≤ t} ∈ Ft gibt uns an, ob der Prozess bis zum Zeitpunkt t gestoppt
wird. Ein Beispiel für eine Stoppzeit ist die erste Trefferzeit für den Zustand a: τ =
inf{t|Xt = a > 0} mit X0 = 0.
Einer der bekanntesten stochastischen Prozesse ist die Brown’sche Bewegung. Diese
wird unter anderem für die Risikomodellierung von Aktien oder die Approximation von
Schäden in einer Versicherung verwendet.

Definition 2.1.10 (Brown’sche Bewegung). Ein Stochastischer Prozess B(t, ω) heißt
Brown’sche Bewegung, wenn er folgende Bedingungen erfüllt:

1. P{ω,B(0, ω) = 0} = 1

2. Für alle 0 ≤ s < t ist die Zufallsvariable B(t) − B(s) normalverteilt mit Erwar-
tungswert 0 und Varianz t− s, d.h B(t)−B(s) ∼ N (0, t− s)

3. B(t, ω) hat unabhängige Inkremente, d.h. für alle 0 ≤ t1 ≤ t2 < ... < tn sind die
Zufallsvariablen

B(t1), B(t2)−B(t1), .., B(tn)−B(tn−1)

unabhängig

4. Fast alle Pfade von B(t, ω) sind stetig, d.h.

P[ω;B(•, ω) ist stetig ] = 1
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2.1. Stochastische Prozesse

Definition 2.1.11 (Brown’sche Bewegung mit Drift). Ein Prozess Xt = µt+σBt heißt
Brown’sche Bewegung mit Drift mit µ und σ als Konstanten, wobei Bt eine Brown’sche
Bewegung nach 2.1.10 ist.

Definition 2.1.12 (geometrische Brown’sche Bewegung). Der ProzessMt = exp(−2µ
σ2 Xt)

heißt geometrische Brown’sche Bewegung, wobei Xt einer Brown’schen Bewegung mit
Drift gemäß Definition 2.1.11 folgt.

Diese Art von Stochastischen Prozessen werden wir später weiter verwenden. Zunächst
kommen wir zu einem weiteren Stochastischen Prozess, der eine wichtige Rolle bei Risi-
koprozessen eines Versicherungsunternehmens spielt.

2.1.1. Poissonprozess
In Versicherungsunternehmen wird die Anzahl der Schäden durch einen Zählprozess
modelliert.

Definition 2.1.13 (Zählprozess). Seien Si Schäden eines Versicherungsunternehmens,
dann beschreibt N(t) = #{i : Si ∈ [0, t]} die Anzahl der Schäden im Zeitraum [0, t].

Der Schaden Si trifft zu einem Schadenszeitpunkt σi mit Zwischenankunftszeiten
Ti = σi − σi−1 ein.

Definition 2.1.14 (Erneuerungsprozess). Seien {Ti : i ∈ N} nichtnegative unabhängig
indentisch verteilte (uiv) Zufallsvariablen. σn = ∑n

u=1 Ti n ≥ 1 ist die Erneuerungsse-
quenz und der Zählprozess N(t) = #{i ≥ 1 : Ti ≤ t} heißt sein korrespondierender
Erneuerungsprozess.

Nehmen wir nun an, dass die Zwischenankunftszeiten einer Exponentialverteilung mit
Intensitätsparameter λ > 0 folgen. Eine besondere Eigenschaft der Exponentialvertei-
lung ist die Gedächtnislosigkeit:

Ti ∼ Exp(λ)
⇒

∀t, s > 0 : P[T > t+ s|T > t] = P[T > s]

Die Anzahl der Schäden bildet einen Erneuerungsprozess. Mit Annahme der Exponen-
tialverteilung der Zwischenankunftszeiten nennt er sich Poissonprozess.

Definition 2.1.15 (Poissonprozess). Sei {N(t) : t ≥ 0} ein Zählprozess dessen Scha-
denankunktszeiten {σn : n ≥ 1}, n ∈ N einen Erneuerungsprozess bilden. Falls die Zwi-
schenankunftszeiten Ti ∼ Exp(λ) sind mit λ > 0, dann heißt {N(t) : t ≥ 0} (homogener)
Poissonpozess mit Intensität λ.

Nachfolgend ein Theorem mit wichtigen Erkenntnissen für den Poissonprozess.

Theorem 2.1.16. Sei {N(t) : t ≥ 0} ein beliebiger Zählprozess. Dann sind die folgenden
Aussagen äquivalent:
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2.2. Martingale

1. {N(t)} ist ein Poissonprozess mit Intensität λ.

2. Für alle t ≥ 0 gilt: Nt ∼ Poi(λt)

3. Der Zufallsvektor (σ1, ..., σn) hat unter der Bedingung {Nt = n} dieselbe Vertei-
lung wie ein Ordnungsvektor der Ordnungsstatisik von n unabhängigen über [0, t]
gleichverteilten Zufallsvariablen.

4. {N(t)} hat stationäre und unabhängige Zuwächse und für h ↓ 0 gilt
P[Nh = 0] = 1− λh+ o(h) und P[Nh = 1] = λh+ o(h).

5. {N(t)} hat stationäre und unabhängige Zuwächse und für jedes t ≥ 0 ist Nt eine
Poi(λt) verteilte Zufallsvariable.

Ein wichtiges Resultat dieses Theorems besagt, dass der Poissonprozess Nt ∼ Poi(λt)
verteilt ist. Somit ergibt sich für den Erwartungswert und die Varianz

E[Nt] = V ar[Nt] = λ ∗ t

Die einzelnen Schäden Si sind uvi verteilt, und die gesamte Schadenlast, die ein Versi-
cherungsunternehmen tragen muss, wird durch einen Zusammengesetzten Poissonprozess
beschrieben.

Definition 2.1.17 (Zusammengesetzter Poissonprozess). Nt ist ein Poissonprozess mit
Intensität λ und S1, S2, .. uiv Zufallsvariablen, die unabhängig von Nt sind. Den stochas-
tischen Prozesss

Xt :=
Nt∑
i=1

Si

nennt man Zusammengesetzten Poissonprozess. Dieses Modell wird auch als kollektives
Modell bezeichnet, da man nicht zwischen den einzelnen Versicherungspolizzen unter-
scheidet, sondern nur den Gesamtschaden über das Kollektiv betrachtet.

Mit der Turmeigenschaft des bedingten Erwartungswertes E[Xt] = E[E[X|Nt]] und der
Unabhängigkeit von Nt und Si gilt für den Zusammengesetzten Poissonprozess folgender
Erwartungswert und folgende Varianz

E[Xt] = E[E[X|Nt]] = E[NtE[S]] = E[Nt]E[S] = λtE[S]
V ar[Xt] = E[V ar[X|Nt]] + V ar[E[X|Nt]]

= E[NtV ar[S]] + V ar[NtE[S]] = E[Nt]V ar[S] + E[S]2V ar[Nt] = λtE[S2]

2.2. Martingale
Eine spezielle Klasse von Stochastischen Prozessen sind Martingale. Die zugrundeliegen-
den Referenzen sind [18], [10], [32].
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2.2. Martingale

Definition 2.2.1 (Martingal). Sei (Xt) ein Stochastischer Prozess, der Ft -adaptiert
ist und für den gilt E[|Xt|] <∞ für alle t ∈ T . Xt heißt Martingal bezüglich Ft für alle
s ≤ t ∈ T , wenn

E[Xt|Fs] = Xsf.s.

Die Brown’sche Bewegung und die geometrische Brown’sche Bewegung sind Martingale
[18, S.18] [10].

Definition 2.2.2 (Super(Sub)-Martingal). Sei (Xt) ein Stochastischer Prozess, der Ft
-adaptiert ist und für den gilt E[|Xt|] <∞ für alle t ∈ T . Xt heißt Super(Sub)-Martingal
bezüglich Ft für alle s ≤ t ∈ T , wenn

E[Xt|Fs] ≤ (≥)Xsf.s.

Definition 2.2.3 (Lp-beschränkt). Xt heißt Lp-beschränkt, wenn supt∈R+ E[|Xt|p] <∞.

Definition 2.2.4 (lokales Martingal). Ein Prozess Xt ist ein lokales Martingal, wenn
eine Folge von Stoppzeiten τn mit limn→∞ τn → ∞ fast sicher existiert und Xt∧τn ein
Martingal für feste n ist.

Theorem 2.2.5 (Martingalkonvergenzsatz). Sei Xt ein L1− beschränktes Supermartin-
gal, d.h es gilt supt∈R+ E[|Xt|] < ∞. Dann gilt: limt→∞Xt existiert fast sicher und ist
fast sicher endlich mit limt→∞Xt = X∞

Lemma 2.2.6. Sei Xt ein nicht-negatives Supermartingal, so existiert limt→∞Xt fast
sicher.

Beweis.

E[|Xt|] = E[Xt] ≤ E[X0]
sup
t∈R+

E[|Xt|] ≤ E[X0] <∞

Die Voraussetzung der L1-Beschränkung ist erfüllt und man wendet nun den Martingal-
konvergenzsatz 2.2.5 an.

Im allgemeinen gilt keine L1 - Konvergenz. Jedoch gilt folgender Satz:

Theorem 2.2.7 (Lp-Martingal Konvergenzsatz). Sei Xt ein Martingal mit
supt∈R+ E[|Xt|p] < ∞ mit p > 1. Dann gilt: limt→∞Xt existiert fast sicher und ist fast
sicher endlich mit limt→∞Xt = X∞ und in Lp. Zudem gilt: Xs = E[X∞|Fs] fast sicher.

Theorem 2.2.8 (Optimal Stopping Theorem). Sei Mt ein Martingal, τ1 < ∞ und
τ2 <∞ seien Stoppzeiten, dann gilt

E[Mτ1|Fτ2 ] = Mτ1∧τ2

Gilt τ1 > τ2

E[Mτ1|Fτ2 ] = Mτ2

8



2.3. Stochastische Integration

2.3. Stochastische Integration
Um eine Integration bezüglich eines Stochastischen Prozesses durchzuführen, muss der
Integrationsbegriff erweitert werden. Der Grund liegt in der unendlichen Variation von
vielen Stochastischen Prozessen auf einem Intervall [a, b]:
Sei T = {a = t0 < ... < tn = b} eine Partition und B eine Brown’sche Bewegung, so hat
B unendliche Variation nach [18]:

sup
T
V a(T,B) := sup

T

n∑
i=1
|Bti −Bti−1| =∞

Somit ist es nicht möglich, das Stochastische Integral pfadweise zu definieren. Wir defi-
nieren das Stochastische Integral für die Brownsche Bewegung nach Ito. Referenzen in
Abschnitt 2.3, 2.4 und 2.5 sind [18] und [10] :

Schritt 1: Einfache Integranden
Der Raum der einfachen Integranden mit der Partition T = {0 = t0 < ... < tn = t} sei

S0 := {H|Ht = φ1I{0}(t) +
n∑
i=1

φiI(ti−1,ti](t)}

mit φi ∈ L∞(Ω,Fti−1 , P )

Das Ito-Integral bezüglich der Einfachen Integranden definiert sich wie folgt:

Definition 2.3.1 (Ito-Integral mit Einfachen Integranden).∫ t

0
HsdBs :=

n∑
i=1

φi(Bti∧t −Bti−1∧t) (2.1)

Es gilt für 2.3.1

•
∫ t

0 HsdBs ist ein L2-beschränktes Martingal

• Ito− Isometrie von L2(ds⊗ P)→ L2(P) :E[(
∫ t

0 HsdBs)2] = E[(
∫ t

0 H
2
sds)]

Schritt 2: Adaptierte Integranden aus H
Der Raum der adaptierten Integranden aus H sei

H := {H|H adaptiert mit E[
∫ t

0
H2
sds] <∞}

Definition 2.3.2 (Ito-Integral mit adaptierten Integranden aus H).∫ t

0
HsdBs := lim

n→∞

∫ t

0
H(n)
s dBs (2.2)

wobei H(n) eine Folge aus S0 ist.

9



2.3. Stochastische Integration

Idee zur Konstruktion von 2.2. Angenommen: H ∈ H und ∃H(n) ∈ S0, sodass
E[
∫ t

0(H(n) − H)2ds] → 0. Zudem nehmen wir an, dass X(n)
T eine stetige Cauchy-Folge

in L2(P) sei. Somit existiert genau ein stetiger Prozess Xt mit X(n)
t

L2(P)→ Xt∀t ∈ [0, T ].∫ T
0 H(n)

s dBs ist eine Cauchy-Folge in L2(P) und somit limn→∞
∫ T
0 H(n)

s dBs =
∫ T
0 HsdBs

Es gilt für 2.3.2

•
∫ t

0 HsdBs ist ein L2-beschränktes Martingal

• Linearität: ∀α1, α2 ∈ R, H(1) und
H(2) ∈ H :

∫ T
0 (α1H

(1)
s + α2H

(2)
s )dBs =

∫ T
0 α1H

(1)
s dBs+

∫ T
0 α2H

(2)
s dBs

• Ito-Isometrie: E[(
∫ t

0 HsdBs)2] = E[(
∫ t
0 H

2
sds)]

• Falls τ eine Stoppzeit:
∫ t∧τ

0 HsdBs =
∫ t

0 HsI[o,τ ](s)dBs

Schritt 3: Lokalisation
Der Raum der fast sicheren L2-adaptierte Integranden sei

L := {H|H adaptiert mit P[
∫ t

0
H2
sds <∞] = 1}

und eine Stoppzeit

τn = inf{t > 0|
∫ t

0
H2
sds = n} mit inf ∅ = T

Definition 2.3.3 (Ito-Integral mit fast sicher L2-adaptierten Integranden). Es sei H(n)
t =

HtI[o,τn](t), sodass H(n)
t ∈ H und Ht ∈ L. Das Ito-Integral definiert sich dann als∫ t

0
HsdBs := lim

n→∞

∫ t

0
H(n)
s dBs (2.3)

für t ≤ τn im Intervall [0, T ]

2.3 ist nicht notwendigerweise ein Martingal. Jedoch gilt für 2.3:

•
∫ t

0 HsdBs ist ein lokales Martingal

Das stochastische Integral bzgl einer Brown’schen Bewegung mit Integranden aus L ist
nun definiert. Wir können den Begriff des stochastischen Integrals erweitern, indem wir
die Brown’sche Bewegung durch ein stetig L2-beschränktes Martingal Mt ersetzen. Hs

schränken wir auf progressiv messbare Funktionen (siehe Definition 2.1.7) ein. Dazu
definieren wir den Bracketprozess:

Definition 2.3.4 (Bracketprozess).

[M ]t = lim
n→∞

n∑
i=1

(Mti −Mti−1)2

mit lim sup
n→∞ i

|ti+1 − ti| = 0

10



2.4. Ito-Prozesse und Ito-Formel

Die Ito-Isometrie schreibt sich nun wie folgt:

E[(
∫ t

0
HsdMs)2] = E[(

∫ t

0
H2
sd[M ]s)]

Für den Bracketprozess der Brown’schen Bewegung gilt [B]t = t [18, S.38] .

2.4. Ito-Prozesse und Ito-Formel
Wir stellen für den im Folgenden definierten Prozess eine verallgemeinerte Version der
Kettenregel vor.

Definition 2.4.1 (Ito-Prozess). Ein Prozess Xt der Form

Xt = X0 +
∫ t

0
Ksds+

∫ t

0
HsdBs (2.4)

heißt Ito-Prozess, falls gilt:

1. X0 ist F0-messbar

2. Ks ist adaptiert mit P[
∫ t

0 |Ks|ds <∞] = 1

3. Hs ist adaptiert mit P[
∫ t

0 H
2
sds <∞] = 1

Lemma 2.4.2. Die Darstellung in 2.4 ist eindeutig mit

Xt = X0 +
∫ t

0
Ksds+

∫ t

0
HsdBs = X ′t = X0 +

∫ t

0
K ′sds+

∫ t

0
H ′sdBs∀t

und es gilt

• X0 = X ′0 fast sicher

• Ks = K ′s (ds⊗ P ) fast sicher

• Hs = H ′s (ds⊗ dP ) fast sicher

So ist eine Brown’sche Bewgung mit X0 = 0, Ks = 0 und Hs = 1 ein Ito-Prozess. Für
Ito-Prozesse ergibt sich nun die verallgemeinerte Form für die Kettenregel:

Theorem 2.4.3 (Ito-Formel). Sei Xt ein Ito-Prozess und f ∈ C2(R). Dann ist f(Xt)
wieder ein Ito-Prozess und es gilt:

f(Xt) = f(X0) +
∫ t

0
f ′(Xs)Ksds+

∫ t

0
f ′(Xs)HsdBs + 1

2

∫ t

0
f ′′(Xs)H2

sds (2.5)

Eine einfachere Darstellung von 2.4 ergibt sich mit

• dXs = Ksds+HsdBs
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2.5. Stochastische Differential- und Integralgleichungen

• [X]s =
∫ t

0 H
2
sds

• d[X]s = H2
sds

f(Xt) = f(X0) +
∫ t

0
f ′(Xs)dXs + 1

2

∫ t

0
f ′′(Xs)d[X]s (2.6)

Beweis. siehe [18, S.96-102]

Bemerkung 2.4.4 (Verallgemeinerung der Ito-Formel). Sei f : R+xR→ R mit f ∈ C1,2

und seine partiellen Ableitungen ∂f
∂t

, ∂f
∂x

und ∂2f
∂x2 seien stetig:

f(t,Xt) = f(0, X0) +
∫ t

0

∂f

∂s
(s,Xs)ds+

∫ t

0

∂f

∂x
(s,Xs)dXs + 1

2

∫ t

0

∂2f

∂x2 (s,Xs)d[X]s
(2.7)

2.5. Stochastische Differential- und Integralgleichungen
Wir können einen Ito-Prozess auch als Differential- bzw. Integralgleichung verstehen mit
folgender Notation:

dXt = b(t,Xt)dt+ σ(t,Xt)dBt oder (2.8)

Xt = ζ +
∫ t

0
b(s,Xs)ds+

∫ t

0
σ(s,Xs)dBs (2.9)

wobei gilt

b : R+xRn → Rn

σ : R+xRn → Rnxm

X0 = ζ F0 −messbar

Wir definieren eine Lösung für 2.8:

Definition 2.5.1 (Lösung der Stochastischen Differential- und Integralgleichung). Ein
Prozess Xt heißt Lösung von 2.8 falls gilt:

1. Xt erfüllt 2.8

2. Xt ist adaptiert

3.
∫ t

0 |bi(s,Xs)|ds <∞ fast sicher

4.
∫ t

0 σ
i,j(s,Xs)2ds <∞ fast sicher

Bei dieser Lösung unterscheiden wir zwei verschiedene Lösungsarten. Eine starke Lösung
Xt ist adaptiert bezüglich der natürlichen Filtration der Brown’schen Bewegung. Ist die
Filtration Teil der Lösung mit Xt, so spricht man von einer schwachen Lösung.
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2.5. Stochastische Differential- und Integralgleichungen

Lemma 2.5.2 (Existenz und Eindeutigkeit). In der Gleichung 2.8 gilt

||b(t, x)− b(t, y)||+ ||σ(t, x)− σ(t, y)|| ≤ K||x− y|| gleichmäßig in t ∈ [0, T ]

und seien Xt, X
′
t zwei Lösungen von 2.8, dann sind sind Xt und X ′t ununterscheidbar,

also P[Xt = X ′t ∀t] = 1

Ununterscheidbarkeit bedeutet, dass die Pfade fast sicher gleich sind.

Definition 2.5.3 (Modifikation). X ′t heißt Modifikation von Xt, falls gilt:
P[Xt = X ′t] = 1 ∀t

Falls Xt und seine Modifikation X ′t rechts-oder linksstetig sind, dann sind X ′t und Xt

ununterscheidbar.

Definition 2.5.4 (Eindeutige starke Lösung). Es gelte

||b(t, x)− b(t, y)||+ ||σ(t, x)− σ(t, y)|| ≤ K||x− y|| und (2.10)
||b(t, x)||+ ||σ(t, x)|| ≤ K(1 + ||x||) (2.11)

mit einer Konstanten K. Wenn E[ζ2] < ∞, dann hat 2.8 eine stetige eindeutige starke
Lösung. Für Xt gilt E[

∫ t
0 ||Xs||2ds] <∞.

Die Gleichung 2.10 nennt man Lipschitzbedingung und Gleichung 2.11 nennt manWachs-
tumsbedingung.
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3. Risiko- und Ruintheorie

3. Risiko- und Ruintheorie
Die Überlebenswahrscheinlichkeit stellt in dieser Arbeit eine wichtige Größe dar. Sie ist
ein Begriff der Risiko- und Ruintheorie. Dabei werden Unternehmen mittels Risikopro-
zessen modelliert und eine Darstellung der Ruin-und der Überlebenswahrscheinlichkeit
mittels Integrodifferentialgleichungen gewonnen. Zudem werden wir eine obere Schranke
der Ruinwahrscheinlichkeit herleiten. Zunächst gehen wir von Versicherungsunterneh-
men aus, welche einem Poissonprozess folgen. Am Ende des Kapitels werden wir jedoch
sehen, dass der Risikoprozess eines solchen Versicherungsunternehmens approximativ
mit einer Brown’schen Bewegung mit Drift modelliert werden kann. Solch einen Prozess
bezeichnet man auch als Diffusionsprozess. Die Ruin- und die Überlebenswahrscheinlich-
keiten können hierfür explizit angegeben werden.
In Abschnitt 3.1 und 3.2 werden die Referenzen [3],[8],[27], [20] [35], in Abschnitt 3.2.1
[24] [8] Abschnitt 3.2.2[8], [23] und Abschnitt 3.3 [28] [13] [10] verwendet.

3.1. Risikoprozess
In der Risiko- und Ruintheorie liegt der Modellierung ein Versicherungsunternehmen
zugrunde. Dabei werden eine Anfangsreserve, Prämienzahlungen und die Schäden be-
rücksichtigt. Anfangsreserven und Prämienzahlungen sind im Vorhinein bestimmt und
somit deterministische Werte. Die Gesamtschadenlast besteht aus der Summe aller Schä-
den mit seinen jeweiligen Schadenhöhen. Die Schadenhöhen sind nicht deterministisch
und werden als Zufallsvariable modelliert. Auch die Schadenanzahl ist zufällig, zudem
abhängig von der Zeit und wird somit durch einen stochastischen Prozess beschrieben.

Definition 3.1.1 (klassischer Risikoprozess). Der klassische Risikoprozess eines Versi-
cherungsunternehmens definiert sich durch

R(t, x) = x+ ct+
Nt∑
i=1

Si = x+ ct+ Zt (3.1)

wobei x ≥ 0 die Anfangsreserve und c ∈ R die konstante Zeitsteigerung der Versiche-
rungsprämie beschreibt. Die einzelnen Schadenhöhen Si sind uvi und unabhängig von
der Zufallsvariable der Schadensanzahl Nt. Nt folgt einem Poissonprozess. Zt beschreibt
den Gesamtschaden.

Der Risikoprozess kann auch als die Entwicklung der Kapitalreserve über die Zeit ei-
nes Unternehmens angesehen werden. Es gibt einige Verallgemeinerungen dieses klas-
sischen Modells, die versuchen die reale Welt genauer abzubilden. Es ist zum Bespiel
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3.2. Ruinwahrscheinlichkeit

möglich, Störungen in der Prämienzahlung oder der Auszahlung der Schäden durch die
Brown’sche Bewegung darzustellen. Diesen Prozess nennt man gestörten Risikoprozess.
[8, Vgl.Abschnitt 4.1]

Definition 3.1.2 (gestörter Risikoprozess). Der gestörte Risikoprozess ist als

R(t, x) = x+ ct+
Nt∑
i=1

Si + σWt (3.2)

definiert, wobei σ > 0 und Wt eine Brown’sche Bewegung ist.

3.2. Ruinwahrscheinlichkeit
Ein Unternehmen erleidet Ruin, wenn seine Kapitalreserve negativ wird, also R(t, x) < 0
für ein t ≥ 0. Im Zusammenhang damit ist es von Interesse des Unternehmens, die
Ruinwahrscheinlichkeit zu ermitteln.

Definition 3.2.1 (Ruinwahrscheinlichkeit in endlicher Zeit). Die Ruinwahrscheinlich-
keit mit endlichem Zeithorizont t des Risikoprozesses Rt ist gegeben durch

ψ(x, t) = P[ inf
0≤s<t

R(x, s) < 0|R0 = x] (3.3)

Eine äquivalente Definition kann über dem Ruinzeitpunkt τ = inf{t ≥ 0 : R(x, t) < 0}
erfolgen:

ψ(x, t) = P[τ < t|R0 = x] (3.4)

Betrachten wir nun den unendlichen Zeithorizont:

Definition 3.2.2 (Ruinwahrscheinlichkeit in unendlicher Zeit). Die Ruinwahrschein-
lichkeit mit unendlichem Zeithorizont des Risikoprozesses Rt, dass heißt ob überhaupt
einmal ein Ruin stattfindet, ist gegeben durch

ψ(x) = lim
t→∞

ψ(x, t) = lim
t→∞

P[inf
0≤t

R(x, t) < 0|R0 = x] = P[τ <∞|R0 = x] (3.5)

In einem klassischen Risikoprozess nach 3.1.1 ist ein Ruin nur möglich, wenn ein Schaden
und somit ein Sprung im Graphen des Risikoprozesses eintritt. In einem gestörten Risi-
koprozess 3.1.2 kann Ruin zusätzlich durch die Oszillation in der Brownschen Bewegung
eintreten.
Eine weitere Eigenschaft im Zusammenhang mit Ruinwahrscheinlichkeiten ist die Si-
cherheitszuschlagsbedingung. Hierfür wird ein Theorem für den Erneuerungsprozess ge-
braucht.

Theorem 3.2.3 (Starkes Gesetz der Erneuerungstheorie). Sei X ein Erneuerungspro-
zess mit erwarteter Zwischenankunftszeit λ ∈ (0,∞), dann gilt

Xt

t
→ λ fast sicher für t→∞
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3.2. Ruinwahrscheinlichkeit

Beweis. siehe Beweis von Theorem 78 in [35]

Wenden wir dieses Theorem auf den Risikoprozess Rt an. Zudem wenden wir das Gesetz
der Großen Zahlen A.1.1 auf die Schäden Si mit Erwartungswert E[Si] = µ an.

lim
t→∞

Rt

t
= lim

t→∞
(x
t

+ c− Nt

t

∑Nt
i=1 Si
Nt

) = c− λµ > 0

Damit Rt > 0 für t→∞ gilt, muss die Bedingung

c > λµ (3.6)

gelten und somit

P[ lim
t→∞

Rt =∞] = 1 (3.7)

Mit äquvaltenter Vorgehensweise für Rt < 0 und t→∞ folgt

P[ lim
t→∞

inf Rt = −∞] = 1

und somit

ψ(x) = 1 f.s. ∀x ≥ 0 wenn c ≤ λµ (3.8)

Die Bedingung 3.6 wird auch Sicherheitszuschlagsbedingung genannt, da sonst fast si-
cherer Ruin eintritt.

3.2.1. Integrodifferentialgleichung zur Ruinwahrscheinlichkeit
Die Ruinwahrscheinlichkeiten mit unendlichem Zeitraum im klassischen Risikomodell
erfüllen eine Integrodifferentialgleichung. Aus Theorem 2.1.16 wissen wir wenn Nt ∼
Poi(λ):

P[Nt = k] =


1− λh+ o(h) k = 0
λh+ o(h) k = 1 für h→ 0
o(h) k ≥ 2

welches als infinitesimale Poisson- Wahrscheinlichkeit bezeichnet wird [8].
Wenn ein Schaden in [0, h] eintritt, gibt es folgende Fälle, wobei r0 das Anfangskapital
beschreibt:

• X1 ≤ r0 → kein Ruin

• r0 < X1 ≤ r0 + ch → ∃s ∈ (0, h], sodass Ruin sicher in [0, s) mit ψ = 1 eintritt,
aber unmöglicher Ruin in [s, h].
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3.2. Ruinwahrscheinlichkeit

• X1 > r0 + ch→ sicher Ruin in [0, h] mit ψ = 1

Die Wahrscheinlichkeit für Fälle mit k = 1, also genau ein Schaden, beträgt λh für
sehr kleine h. Zudem gilt für den Zeitpunkt h, wenn bis dahin kein Schaden auftritt
R(h) = r0 + ch. Mit diesen Fällen kann die Integrodifferentialgleichung leicht hergeleitet
werden. Man setze r0 + cs = x und somit s(x) = (x−r0)

c
. F (x) ist die Verteilungsfunktion

der Schäden und fT = λ exp−λt ist die Dichte der Verteilungsfunktion der Zwischenan-
kunftszeiten T die nach Definition 2.1.15 exponentialverteilt sind.

ψ(r0) = (1− λh)ψ(r0 + ch) + λh{
∫ r0

0
ψ(r0 + ch− x)dF (x) (3.9)

+
∫ r0+ch

r0
[
∫ s(x)

0
λ exp−λt dt+

∫ h

s(x)
λ exp−λt ψ(r0 + ct− x)dt]dF (x)

+
∫ ∞
r0+ch

dF (x)}+ o(h)

Formen wir dies um und nehmen an, dass ψ differenzierbar ist.

ψ(r0)− ψ(r0 + ch) = (−λh){ψ(r0 + ch)−
∫ r0

0
ψ(r0 + ch− x)dF (x)

−
∫ r0+ch

r0
[
∫ s(x)

0
λ exp−λt dt+

∫ h

s(x)
λ exp−λt ψ(r0 + ct− x)dt]dF (x)

− [1− F (r0 + ch)]}+ o(h)

ψ′(r0) = λ

c
{ψ(r0)−

∫ r0

0
ψ(r0 − x)dF (x)− [1− F (r0)]} für h→∞ (3.10)

Diese Gleichung ist für gewisse Schadensverteilungen eindeutig lösbar. Dies ist der Fall,
wenn die Schadensverteilung einer Linearkombination von Exponentialverteilungen oder
einer Gammaverteilung folgt [8]. Im Falle einer Exponentialverteilungen mit Verteilungs-
funktion [24]

f(x) = 1
µ

exp−
x
µ ∀x > 0

gilt für die Ruinwahrscheinlichkeit

ψ(u) = λµ

c
exp−u

c−λµ
cµ

Es folgt für die Überlebenswahrscheinlichkeit in unendlicher Zeit

δ(r0) = P[τ =∞|X0 = x] = 1− P[τ <∞|X0 = x] = 1− ψ(r0)

Wir können Gleichung 3.10 für die Überlebenswahrscheinlichkeit äquivalent umformu-
lieren (siehe Beispiel 4.19 in [8]) in

δ′(r0) = λ

c
(δ(r0)−

∫ r0

0
δ(r0 − x)dF (x)) (3.11)
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3.2. Ruinwahrscheinlichkeit

Mit Hilfe der Gleichung 3.10 ermitteln wir eine Darstellung für die Überlebenswahr-
scheinlichkeit für das Anfangskapital r0 = 0: δ(0). Mit der Konvergenz durch Montonie
aus A.2.4 und 3.7 können wir nun

lim
r0→∞

δ(r0) = δ(∞) = 1 (3.12)

folgern. Zudem formen wir Gleichung 3.11 weiter um. Im dritten Schritt wenden wir
Partielle Integration an.

δ′(r0) = λ

c
(δ(r0)−

∫ r0

0
δ(r0 − x)dF (x))

= λ

c
(δ(r0) +

∫ r0

0
δ(r0 − x)d(1− F (x)))

= λ

c
([δ(r0) + δ(0)(1− F (r0))− δ(r0)] +

∫ r0

0
δ′(r0 − x)(1− F (x))dx)

= λ

c
([δ(0)(1− F (r0))] +

∫ r0

0
δ′(r0 − x)(1− F (x))dx)∫ t

0
δ′(r0)dr0 = λ

c
([δ(0)

∫ t

0
(1− F (r0))] +

∫ r0

0
δ′(r0 − x)(1− F (x))dxdr0)

δ(t)− δ(0) = λ

c
([δ(0)

∫ t

0
(1− F (r0))]dr0 +

∫ t

x=0
(1− F (x))

∫ t

r0=x
δ′(r0 − x)dr0dx)

= λ

c
([δ(0)

∫ t

0
(1− F (r0))]dr0 +

∫ t

x=0
(1− F (x))[δ(t− x)− δ(0)]dx)

= λ

c

∫ t

x=0
(1− F (x))δ(t− x)dx

→δ(r0) = δ(0) + λ

c

∫ r0

0
(1− F (x))δ(r0 − x)dx (3.13)

Wir lassen r0 →∞ gehen. Benutzen wir 3.12 und setzen wir in 3.13 ein:

δ(∞) = δ(0) + λ

c
δ(∞)

∫ ∞
0

(1− F (x))dx = δ(0) + λ

c
δ(∞)µ

1 = δ(0) + λ

c
µ

Somit erhalten wir eine Darstellung der Überlebenswahrscheinlichkeit, wenn es kein
Startkapital gibt:

δ(0) = 1− λ

c
µ

3.2.2. Lundberg Anpassungskoeffizient
Definition 3.2.4 (Anpassungskoeffizient). Der Anpassungskoeffizient r ist die positive
Lösung in v von

E[expvL1 ] = 1 (3.14)
wobei Lt = Zt − ct der Verlustprozess mit dem Gesamtschaden Zt ist.

18



3.2. Ruinwahrscheinlichkeit

Wir benutzten die Definition der Momentenerzeugenden Funktion einer Zufallsvariablen
X

MX(v) = E[expvX ]

Setzen wir nun den Verlustprozess Lt in die Momentenerzeugende Funktion ein und
setzen MLt(v) = 1 für ein t > 0

MLt(v) = MZt−ct(v) = e−vctMZt(v) = e−vctE[E[evZt |Nt]]
= e−vctE[E[evZt ]Nt ]
= e−vctE[elog(E[evZt ]Nt ]
= e−vctMNt(log(MS(v))

Die Momentenerzeugende Funktion des Poissonprozesses ist MNt(v) = eλt(e
v−1)

MLt(v) = e−vcteλt(MS(v)−1) = 1 (3.15)

⇔MS(v) = 1 + vc

λ
(3.16)

Der Anpassungskoeffizient r kann somit durch die Lösung der Gleichung 3.16 in v er-
mittelt werden.
Gehen wir davon aus, dass die Schäden Exponentialverteilt sind. In diesem Fall ergibt
sich für den Anpassungskoeffizienten

r = 1
µ
− λ

c

Eine Abschätzung der Ruinwahrscheinlichkeit kann durch den Anpassungskoeffizienten
r angegeben werden.

Theorem 3.2.5 (Lundberg Ungleichung). Für den Risikoprozess aus 3.1.1, für den der
Anpassungskoeffizient r existiert, gilt folgende Abschätzung für die Ruinwahrscheinlich-
keit

ψ(r0) ≤ e−rr0∀r0 ≥ 0 (3.17)

Beweis. Der Beweis wird als Induktionsbeweis geführt. Definiere

ψn(u) = P[ max
1≤k≤n

Zk > u] = P[Zk > u für ein k ∈ {1, .., n}]

Für n→∞ und u > 0 gilt ψn(u)→ ψ(u). Es reicht zu zeigen, dass

ψn(u) ≤ e−ru für alle n ≥ 1 und u > 0 (3.18)

19



3.2. Ruinwahrscheinlichkeit

Induktionsanfang:
Für den Induktionanfang benutzt man die Markov’sche Ungleichung aus A.3.1 und er-
innere sich an die Gleichung des Anpassungskoeffizienten 3.15.

ψ1(u) ≤ e−ruML1(r) = e−ru

Der Induktionsanfang wurde somit mit n = 1 gezeigt.
Für den Induktionschritt gehen wir davon aus, dass 3.18 für n erfüllt ist. Nun ist 3.18
für n+ 1 zu zeigen.

ψn+1(u) = P[ max
1≤k≤n+1

Zk > u]

= P[L1 > u] + P[ max
2≤k≤n+1

(L1 + (Zk − L1)) > u,L1 ≤ u]

=
∫

(u,∞)
dFL1(x) +

∫
(−∞,u]

P[ max
1≤k≤n

[x+ Zk] > u]dFL1(x)

Betrachten wir die beiden Summanden des Terms getrennt. Für den ersten Teil wenden
wir wieder die Markov’sche Ungleichung aus A.3.1 und 3.15 an.∫

(u,∞)
dFL1(x) ≤

∫
(u,∞)

expr(x−u) dFL1(x)

Für den zweite Teil der Summe gilt∫
(−∞,u]

P[ max
1≤k≤n

[x+ Zk] > u]dFL1(x)

=
∫

(−∞,u]
P[ max

1≤k≤n
Zk > u− x]dFL1(x)

=
∫

(−∞,u]
ψk(u− x)dFL1(x)

≤
∫

(−∞,u]
expr(u−x) dFL1(x)

Zusammen ergeben sich für beide Summen und mit 3.15

ψn+1(u) =
∫

(−∞,∞]
expr(u−x) dFL1(x)

≤ expruML1(r) = exp−ru

Die Induktion wurde bewiesen und damit auch das Theorem

Mit einem großem Startkapital r0 versichert uns die Lundberg Ungleichung, dass die
Ruinwahrscheinlichkeit sehr klein ist. Zudem gilt auch für große Anpassungskoeffizienten
r eine niedrigere Ruinwahrscheinlichkeit.
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3.3. Approximation des klassischen Modells

3.3. Approximation des klassischen Modells
Wie in den vorherigen Abschnitten zu sehen war, gibt es im Allgemeinen keine ge-
schlossene Formel zur Ermittlung der Ruinwahrscheinlichkeit. Meist ist sie nur explizit
darstellbar, wenn die Verteilung der Schäden bekannt ist. Eine andere Art, um zu einer
expliziten Darstellung zu kommen, ist eine Approximation des klassischen Modells aus
Definition 3.1.1 durch die Brown’schen Bewegung mit Drift:

R(t, x) = x+ ct+ σWt (3.19)

Die Idee erscheint sinnvoll, da der zusammengesetzte Poissonprozess und die Brown’sche
Bewegung eine gemeinsame Eigenschaft besitzen: Der Zusammengesetzte Poissonprozess
[26, S.61] wie auch die Brown’sche Bewegung gemäß Definition 2.1.10 besitzen unabhän-
gige und stationäre Inkremente. Zudem gibt es eine explizte Darstellung der Ruinwahr-
scheinlichkeit für den Prozess R(t) = ct+ σWt mit

ψ(x) = e−
2µx
σ2 in unendlicher Zeit (3.20)

ψ(x, t) = Φ(µt+ x

σ
√
t

) + exp−
2µx
σ2 ∗Φ(µt− x

σ
√
t

) in endlicher Zeit (3.21)

[28, S.206] wobei Φ die Verteilungsfunktion der Standardnormalverteilung bezeichnet.

Beweis der Gleichung 3.20. Setze die Stoppzeit τ = inf{t > 0|Xt = −x}, wobei x > 0
das Anfangsvermögen darstellt. Zudem seiMt = exp(−2µ

σ2 Xt) eine geometrische Brown’sche
Bewegung nach 2.1.12. 0 ≤Mt∧τ < exp(2µx

σ2 ) ist ein beschränktes Martingal. Aus Lemma
2.2.6 folgt nun Mt∧τ →Mt fast sicher. Zwei Fälle treffen für τ zu:

1. τ <∞ : Xτ = −x

2. τ =∞ : Xτ = +∞

1 = M0 = E[exp (−2µ
σ2 Xt∧τ )|F0] Optimal Stopping Theorem 2.2.8

= E[exp (−2µ
σ2 Xt∧τ )I{τ≤t}] + E[exp (−2µ

σ2 Xt∧τ )I{τ>t}]

t→∞= exp (2µ
σ2 x)E[I{τ≤t}] + E[exp (−2µ

σ2 Xt∧τ )I{τ>t}]︸ ︷︷ ︸
→0

majorisierte Konvergenz A.2.5

= exp (2µ
σ2 x)P[τ <∞]

⇒ P[τ <∞] = exp (−2µ
σ2 x)
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3.3. Approximation des klassischen Modells

Für den Prozess 3.19 erhalten wir nach [28, S.206] folgende Ruinwahrscheinlichkeit:

ψ(x) = e−
2µx
σ2 in unendlicher Zeit (3.22)

Unser Ziel ist, die schwache Konvergenz des klassischen Modells gegen die Brown’sche
Bewegung mit Drift und die Konvergenz der Ruinwahrscheinlichkeiten zu zeigen und da-
mit die Ruinwahrscheinlichkeiten 3.22 als explizite Darstellung zu verwenden. Folgende
Proposition aus [28, S.226] zeigt uns erste Resultate für die Konvergenz der Ruinwahr-
scheinlichkeiten zwischen dem klassischen Modell 3.1.1 und der Brown’sche Bewegung
mit Drift 3.19.

Proposition 3.3.1. Sei R(n) eine Folge von klassischen Risiko Modellen mit R(n)
0 = x,

und sei W eine Brown’sche Bewegung. Angenommen R(n) konvergiert schwach gegen R
mit R(t) = ct + σWt. Dabei ist τ (n) die Ruinzeit von R(n) und τ die Ruinzeit von R.
Dann konvergiert τ (n) schwach (siehe Definition A.2.2) gegen τ . Wenn zusätzlich gilt
lim supn→∞ V ar[R

(n)
1 ] <∞, dann gilt zudem limn→∞ P[τ (n) <∞] = P[τ <∞].

Um Proposition 3.3.1 auf das klassische Risiko Modell anzuwenden, müssen wir noch
die schwache Konvergenz von diesem gegen den Prozess R(t) = ct + σWt zeigen. Dazu
folgen wir der Vorgehensweise in [13]. Wir definieren eine Folge von Risikoprozessen

R(n)(t) = x(n) + c(n)nt−
N(nt)∑
i=1

S
(n)
i auf 0 ≤ t ≤ 1 (3.23)

mit x(n) > 0 , c(n) > 0 und E[S(n)
i ] = µ(n), V ar[S(n)

i ] = ς(n) > 0. Zudem nehmen wir an,
dass die Schäden an den Schadenzeitpunkten σ(n)

i mit unabhängig Exponentialverteilten
Zwischenankunftszeiten T (n)

i auftreten. Dabei gilt nach Theorem 3.2.3 E[T (n)
i ] = 1

λ

Theorem 3.3.2. Sei x(n) = x
√
n+ o(

√
n), c(n) = c

√
n+ o(

√
n),

µ(n) = µ
√
n+ o(

√
n) ς(n)2 → ς2 > 0 und E[(R(n)

i )2+ε] ist in n für ein ε > 0 beschränkt.
Dann konvergiert

√
nR(n)(t)→ x+ Γ +√ς

√
λW mit Γ = (c− µλ)t schwach.

Beweis. Der Beweis kann in [13] nachgelesen werden.

22
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4. Stochastische Kontrolltheorie
Dieses Kapitel ist eine Einführung in die stochastische Kontrolltheorie. Anfangs wird die
Risikotheorie mit endlichem Zeithorizont behandelt und das Bellman Prinzip vorgestellt.
In den darauf folgenden Abschnitten gehen wir von einem Diffusionsprozess als Grund-
lage aus und mit ihm wird auch die Hamilton- Jacobi- Bellman Gleichung hergeleitet.
Danach folgen zwei Verifikationstheoreme. Das erste bezieht sich auf endlichen Zeitho-
rizont, das zweite auf unendlichen Zeithorizont. Als Referenzen verweise ich in Kapitel
4 auf [10] im Speziellen in Abschnitt 4.1 auf [30],[25], in Abschnitt 4.1.2 auf [10] und in
Abschnitt 4.1.3 auf [12].

Im folgenden Kapitel nehmen wir an, dass die Filtration (Ft)t=0...T im Wahrscheinlich-
keitsraum (Ω, (Ft)t=0...T , P ) die üblichen Bedingungen 2.1.8 erfüllt. In der Kontrolltheorie
versuchen wir ein Problem oder einen Zustand, beschrieben durch den Zustandsprozess
Xt, mit Hilfe eines Kontrollprozesses zu kontrollieren.

Definition 4.0.1 (Kontrollprozess). Der Kontrollprozess ut ist (Ft)t=0...T -progressiv mess-
bar mit Werten U ⊂ Rp

Den Kontrollprozess nennt man auch Strategie. Die Strategie ut wird mit dem Informa-
tionsgewinn Ft zum Zeitpunkt t entschieden. Sei der Zustandsprozess Xt n-dimensional
und die Brown’sche Bewegung Bt m-dimensional. Der Kontrollprozess ist Teil der sto-
chastischen Differentialgleichung der Dynamik für den Zustandsprozess, die in 2.8 vor-
gestellt wurde:

d(Xt) = b(t,Xt, ut)dt+ σ(t,Xt, ut)dWt (4.1)
b : R+xRnxU → Rn t ∈ [0, T ] (4.2)
σ : R+xRnxU → Rnxm t ∈ [0, T ] (4.3)

Mit diesem kontrollierbaren Prozess kann ein Zielfunktional mit endlichem Zeithorizont
optimiert werden.

Definition 4.0.2 (Zielfunktional mit endlichem Zeithorizont). Das Zielfunktional ist
als J(t, x, ut) = E[

∫ T
t ϕ(s,Xs, us)ds+ φ(T,XT )|Xt = x] definiert, wobei ϕ die laufenden

Kosten und φ die Endkosten bestimmen.

Definition 4.0.3 (Zulässige Kontrollprozesse und Strategien). Die Menge der zulässi-
gen Kontrollprozesse und Strategien A(t, x) sind (Ft)t=0...T -progressiv messbare Prozesse,
sodass 4.1 eine eindeutige Lösung hat und das Zielfunktional J wohldefiniert ist.

Über die Zulässigen Kontrollprozesse optimieren wir das Zielfunktional und erhalten die
Wertfunktion:
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4.1. Dynamische Programmierung

Definition 4.0.4 (Wertfunktion). Zum Zeitpunt t > 0 und mit Anfangskapital x ist die
Wertfunktion definiert als

V (t, x) = sup
u∈A(t,x)

J(t, x, ut)

Ziel ist es, eine optimale Strategie u∗ zu finden, so dass gilt

J(0, x, u∗) = V (0, x)

Bei manchen Problemen wird optimiert, indem das Zielfunktional minimiert wird. Solche
ein Problem wäre zum Beispiel die Minimierung der Ruinwahrscheinlichkeit.
Um die optimale Strategie und das Zielfunktional zu bestimmen, müssen wir das Problem
umformulieren. Die nächsten Kapitel werden dies behandeln.

4.1. Dynamische Programmierung
Bellmans Prinzip
Wir stellen nun die stochastische Version des Bellman Prinzips, auch bekannt als Dyna-
mic Programming Principle, vor.
Theorem 4.1.1 (Dynamic Programming Principle). Für alle Stoppzeiten τ ≥ t gilt:

V (t, x) = sup
u∈A(t,x)

E[
∫ τ

t
ϕ(s,Xs, us)ds+ V (τ,Xτ )|Ft] (4.4)

Diese Version des Theorems ist für einen finiten Zeitraum verfasst. Im Grunde besagt
dieses Theorem, dass die optimale Lösung in Teilintervalle unterteilt werden kann und die
jeweiligen Entscheidungen für die Strategien in den späteren Teilintervallen unabhängig
sind von den anfänglichen Entscheidungen. Somit ist eine Optimierung über die gesamte
Zeit eine Optimierung über die jeweiligen Teilintervalle.

Beweis. Wir folgen dem Beweis wie in [30]. Folgende Aussagen gelten, werden aber nicht
bewiesen:

1. Für jede Strategie u und Anfangsdaten (t, x) erholt sich der Zustandsprozess in
jeder Stoppzeit τ > t: Xu

t,x(s) = Xu
τ,Xu

t,x(τ)(s) ∀s ≤ τ

2. Falls u1(s) = u2(s)∀s ≤ τ dann gilt: Xu1
t,x(s) = Xu2

t,x(s)∀s ≤ τ

3. Falls u in A(t, x) zulässig ist, dann ist u beschränkt auf das stochastischen Intervall
[τ, T ] auch zulässig in A(τ,Xu

t,x(τ))

4. Angenommen u ∈ A(t, x) und û ∈ A(τ,Xu
t,x(τ)) Definiere :

ūs =
us, s ≤ τ

ûs, s ≥ τ

So ist ū ∈ A(t, x)
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4.1. Dynamische Programmierung

5. Das Zielfunktional besitzt eine additive Struktur:
J(t, x, ut) = E[

∫ τ
t ϕ(s,Xu

t,x(s), us)ds+G(Xu
t,x(τ))|Xt = x] mit einer Kostenfunktion

G

Mit der Aussage 5 git:

V (t, x) = sup
u∈A(t,x)

E[
∫ T

t
ϕ(s,Xs, us)ds+G(Xu

t,x(T ))|Ft]

= sup
u∈A(t,x)

E[
∫ τ

t
ϕ(s,Xs, us)ds+ E[

∫ T

τ
ϕ(s,Xs, us)ds+G(Xu

t,x(T ))|Fτ ]|Ft] (4.5)

Wir führen den Beweis von 4.4, indem wir zeigen, dass die Wertfunktion V (t, x) sowohl
kleiner gleich als auch größer gleich der rechten Seite ist. Zuerst beweisen wir

V (t, x) ≤ sup
u∈A(t,x)

E[
∫ τ

t
ϕ(s,Xs, us)ds+ V (τ,Xu

t,x(τ))|Fτ ]

u beschränkt auf das stochastischen Intervall [τ, T ] ist auch zulässig in A(τ,Xu
t,x(τ)).

Somit gilt:

E[
∫ T

τ
ϕ(s,Xs, us)ds+G|Fτ ] ≤ V (τ,Xu

t,x(τ)) (4.6)

Setzen wir 4.6 in 4.5 ein:
V (t, x) ≤ sup

u∈A(t,x)
E[
∫ τ

t
ϕ(s,Xs, us)ds+ V (τ,Xu

t,x(τ))|Ft] (4.7)

Nun müssen wir noch die umgekehrte Ungleichung beweisen: Dazu wählen wir ein ε > 0,
ein ω ∈ Ω und ein uω,ε ∈ A(τ,Xu

t,x(τ)) sodass

E[
∫ T

τ
ϕ(s,Xω,ε

τ,Xu
t,x(τ)(s), uω,εs )ds+G(Xω,ε

τ,Xu
t,x(τ)(T ))|Fτ ] ≥ V (τ,Xu

t,x(τ)) + ε (4.8)

Wir setzten

u∗s =
us, s ∈ [t, τ ]
uω,εs , s ∈ [τ, T ]

Man kann zeigen, dass u∗s ∈ A(t, x). Und setzten wir in 4.8 in 4.5:

V (t, x) ≥ E[
∫ T

t
ϕ(s,Xu∗

t,x, u∗s)ds+G(Xu∗
t,x(T ))|Ft]

≥ E[
∫ τ

t
ϕ(s,Xu

t,x, us)ds+ V (τ,Xu
t,x(τ)) + ε|Ft]

Da die Gleichung für alle u ∈ A(t, x) und ε > 0 gilt, folgt:

V (t, x) ≥ sup
u∈A(t,x)

E[
∫ τ

t
ϕ(s,Xu

t,x, us)ds+ V (τ,Xu
t,x(τ))|Ft]

Im nächsten Abschnitt leiten wir eine infinitesimale Version des Bellmans Prinzips, die
Hamilton-Jacobi-Bellman Gleichung (HJB-Gleichung) her. Die Gleichung beschreibt das
Verhalten der Wertfunktion V (t, x), wenn die Stoppzeit τ gegen t läuft. [25, S.42]
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4.1. Dynamische Programmierung

4.1.1. Hamilton- Jacobi - Bellman Gleichung
Wir gehen wieder von einem finiten Zeithorizont aus und setzen unsere Stoppzeit τ =
t+ h. Mit dem Bellman Prinzip 4.4 folgt:

V (t, x) = sup
u∈A(t,x)

E[
∫ t+h

t
ϕ(s,Xs, us)ds+ V (t+ h,Xt+h)|Ft] (4.9)

Unser Ziel ist es, die Ito Formel 2.4.4 auf V (t + h,Xt+h) anzuwenden. Wir können
die Ito-Formel für V (t + h,Xt+h) speziell formulieren, wenn wir den Zustandsprozess
exemplarisch darstellen. Wir gehen von einer ItoDiffusion aus: Sind die Lipschitz- und
Wachstumsbedingung nach 2.10 und 2.11 erfüllt, so ist dieser Prozess nach Definition
2.5.4 die eindeutig starke Lösung der stochastischen Differentialgleichung aus 2.8:

d(Xt) = b(t,Xt)dt+ σ(t,Xt)dWt (4.10)

Für die Ito-Diffusion definieren wir die Diffusionsmatrix a(t, x) = σ(t, x)σᵀ(t, x). Es
gilt, dass der Prozess nicht von der gesamten Vergangenheit abhängt, sondern nur von
dem Zustand in t. Diese Eigenschaften nennt man Markoveigenschaften:

Theorem 4.1.2 (Markoveigenschaften der Ito-Diffusion). Sei Xt eine Ito-Diffusion und
f eine beschränkte, messbare Funktion von Rn → R. Dann gilt:

1. Markoveigenschaft: E[f(Xt+s)|Ft] = E[f(Xs)|X0 = Xt]

2. starke Markoveigenschaft: E[f(Xτ+s)|Fτ ] = E[f(Xs|X0 = Xτ ] wobei τ eine Stopp-
zeit ist.

Wir definieren nun zwei Operatoren und werden zeigen, dass diese beiden Operatoren
übereinstimmen, wenn gewisse Voraussetzungen erfüllt sind.

Definition 4.1.3 (L-Operator). Sei f ∈ DL, wobei DL = {f messbar | dass Lf ∀t, x
definiert ist }. Der L-Operator ist definiert als:

Lf := lim
s↘t

E[f(s,Xs)− f(t, x)|Xt = x]
s− t

(4.11)

Definition 4.1.4 (L- Operator). Sei f ∈ C1,2 = {f |∂f
∂t
, ∂2f
∂xi∂xj

,∀i, jstetig}

Lf := ∂f

∂t
+

n∑
i=1

bi(t, x) ∂f
∂xi

+ 1
2

n∑
i=1,j=1

aij(t, x) ∂2f

∂xi∂xj
(4.12)

oder die Kurzschreibweise

Lf := f|0 + bDf + 1
2tr(a(t, x)D2f) (4.13)

wobei Df der Gradient von f , tr() die Spur einer Matrix und D2f die Hessematrix von
f ist.
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4.1. Dynamische Programmierung

Theorem 4.1.5. Sei f ∈ C1,2 und sei u ≥ s ≥ t und es gelte
E[
∫ u
s |Lf(r,Xr)|dr|Xt = x] < ∞, E[

∫ u
s ||Df(r,Xr)σ(r,Xr)||2dr|Xt = x] < ∞. Dann gilt

f ∈ DL und Lf = Lf .

Bemerkung 4.1.6. Falls f ∈ C1,2 und einen kompakten Träger hat, so gilt auch
Lf = Lf .

Bemerkung 4.1.7. Die Ito-Formel für die Ito-Diffusion kann als

df(t,Xt) = Lf(t,Xt)dt+Df(t,Xt)σ(t,Xt)dWt (4.14)

geschrieben werden.

Wenden wir nun Bemerkung 4.1.7 in Integralschreibweise auf V (t+ h, u,Xt+h) an :

V (t+ h,Xt+h) = V (t, x) +
∫ t+h

t
V|0(s,Xs) + b(s,Xs)DV (s,Xs)

+ 1
2tr(a(s,Xs)D2V (s,Xs))ds+

∫ t+h

t
DV (s,Xs)σ(s,Xs)dWs

Wir setzten nun die letzte Gleichung in 4.9 ein.

V (t, x) = sup
u∈A(t,x)

E[
∫ t+h

t
ϕ(s,Xs, us)ds+ V (t, x)

+
∫ t+h

t
V|0(s,Xs) + b(s,Xs, us)DV (s,Xs) + 1

2tr(a(s,Xs, us)D2V (s,Xs))ds

+
∫ t+h

t
DV (s,Xs)σ(s,Xs, us)dWs|Ft]

Der letzte Teil des Terms ist ein Stochastisches Integral. Nach Abschnitt 2.3 ist dieser
Term ein Martingal. Somit verschwindet das Integral im bedingten Erwartungswert mit
der Filtration Ft. Zudem können wir die Bedingung der Filtration mit dem Zustand
Xt = x zum Zeitpunkt t ersetzen.

V (t, x) = sup
u∈A(t,x)

E[
∫ t+h

t
ϕ(s,Xs, us)ds+ V (t, x)

+
∫ t+h

t
V|0(s,Xs) + b(s,Xs, us)DV (s,Xs)

+ 1
2tr(a(s,Xs, us)D2V (s,Xs))ds|Xt = x]

Subtrahieren wir nun V (t, x) , dividieren mit (t + h − t) und bilden den Limes h → 0.
Das Ergebnis ist die Hamilton− Jacobi−Bellman Gleichung:

0 = sup
u∈A(t,x)

{ϕ(s,Xs, us) + V|0(t,Xt) + b(t,Xt, ut)DV (t,Xt) + 1
2tr(a(t,Xt, ut)D2V (t,Xt))}

= sup
u∈A(t,x)

{ϕ(s,Xs, us) + LuV } (4.15)
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Wir haben damit die Hamilton-Jacobi-Bellman Gleichung für den Diffusionsprozess her-
geleitet. Dass die Wertfunktion V die HJB Gleichung erfüllt, ist ein notwendiges Krite-
rium, um das Supremum des Zielfunktionals J zu erreichen. Ist die Wertfunktion noch
nicht bekannt, kann meist aus der HJB-Gleichung ein Kandidat für die Wertfunktion
V und die optimale Strategie u mit Methoden der partiellen Differentialgleichung er-
mittelt werden. Dieser Kandidat muss als Wertfunktion mit einem Verifikationstheorem
bestätigt werden.

4.1.2. Verifikationstheorem
Zunächst präsentieren wir ein Verifikationstheorem mit endlichem Horizont. Darauf folgt
das Verifikationstheorem mit unendlichem Horizont. Diese beiden Verifikationstheoreme
basieren auf starken Annahmen. Bei vielen konkreten Problemen sind eigene Verifi-
kationssätze nötig. Die Beweisideen sind den hier aufgeführten Verifikationstheoremen
ähnlich und können von ihnen abgeleitet werden.

Verifikationstheorem mit endlichem Horizont

Zum Zweck der Übersichtlichkeit fassen wir zusammen:

d(Xt) = b(t,Xt, ut)dt+ σ(t,Xt, ut)dWt (4.16)
b : R+xRnxU → Rn t ∈ [0, T ]
σ : R+xRnxU → Rnxm t ∈ [0, T ]

J(t, x, ut) = E[
∫ T

t
ϕ(s,Xs, us)ds+ φ(T,XT )|Xt = x]

V (t, x) = sup
u∈A(t,x)

J(t, x, ut)

Für Strategien u aus A(t, x) nehmen wir an:

1. u ist ein progressiv messbarer Prozess mit E[
∫ T
t ||us||2ds] <∞

2. ∀u ∈ A(t, x) besitzt die Diffusionsdifferentialgleichung 4.16 eine eindeutige starke
Lösung Xt, die E[supt≤u≤T ||Xu||2] <∞ erfüllt

3. J ist wohldefiniert

Theorem 4.1.8 (Verifikationstheorem mit endlichem Zeithorizont). Sei ϕ stetig, so dass
|ϕ(t, x, u)| ≤ Cϕ(1 + ||x||2 + ||y||2) und ||σ(t, x, u)||2 ≤ Cσ(1 + ||x||2 + ||u||2). Desweiteren
sei Φ ∈ C1,2([0, T ]xRn) eine Funktion, so dass |Φ(t, x)| ≤ CΦ(1 + ||x||2). Zudem gilt
für Φ folgende Form der HJB-Gleichung 0 = supu∈A(t,x){ϕ(s,Xs, us) + LuΦ(t, x)} mit
Φ(T, x) = φ(T, x). Dann gilt

Φ(t, x) ≥ V (t, x)
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Falls zudem ∃û und u∗t := û(t,X∗t ) ∈ A(t, x) mit X∗t als Lösung von 4.16. Dann gilt

Φ(t, x) = V (t, x)

und u∗t ist eine optimale Strategie.

Beweis. Sei ut eine beliebige zulässige Strategie und sei τn = T ∧ infs>t |{||Xs−x|| = n}
eine Stoppzeit , die beschränkt ist. Wir wenden nun die Ito-Formel aus Bemerkung 4.1.7
auf Φ(τn, Xτn) an mit Xt = x:

Φ(τn, Xτn) = Φ(t, x) +
∫ τn

t
LΦ(s,Xs)ds+

∫ τn

t
DΦ(s,Xs)σ(s,Xs, us)dWs (4.17)

Betrachten wir den letzten Term
∫ τn
t DΦ(s,Xs)σ(s,Xs, us)dWs und beweisen, dass dies

ein stochastisches Integral nach 2.3.2 ist und damit ein Martingal: Da Φ ∈ C1,2([0, T ]xRn)
ist DΦ stetig auf [t, τn]. Damit gilt DΦ ≤ K auf [t, τn]. Zudem haben wir aus den Vor-
aussetzungen eine Abschätzung für |σ(t, x, u)||2. Aus der Voraussetzung 1 für us und da
Xt eine starke Lösung ist, gelten E[

∫ T
t ||us||2ds] <∞ und E[

∫ T
t ||Xs||2ds] <∞

E[
∫ τn

t
||DΦ(s,Xs)σ(s,Xs, us)||2ds]

≤E[
∫ τn

t
||Kσ(s,Xs, us)||2ds]

≤E[
∫ τn

t
Cσ(1 + ||Xs||2 + ||u||2)ds] <∞

So gilt DΦ(s,Xs)σ(s,Xs, us) ∈ H und damit
∫ τn
t DΦ(s,Xs)σ(s,Xs, us)dWs ein stochas-

tische Martingal nach 2.3.2. Da dieses Integral ein Martingal ist, gilt

E[
∫ τn

t
DΦ(s,Xs)σ(s,Xs, us)dWs] = 0

Somit resultiert

Φ(τn, Xτn) = Φ(t, x) +
∫ τn

t
LusΦ(s,Xs)ds (4.18)

Betrachten wir

E[
∫ τ

t
ϕ(s,Xs, us)ds+ Φ(τn, Xτn)]

=E[
∫ τ

t
ϕ(s,Xs, us)ds+ Φ(t, x) +

∫ τn

t
LusΦ(s,Xs)ds]

=Φ(t, x) + E[
∫ τ

t
ϕ(s,Xs, us) + LusΦ(s,Xs)ds]︸ ︷︷ ︸

≤0

≤ Φ(t, x) (4.19)

Bilden wir den Limes für die Stoppzeit mit limn→∞ τn = T fast sicher. Um sicher zu
stellen, dass wir Erwartungswert und Limes vertauschen können, suchen wir eine Ma-
jorante, damit der Konvergenzsatz der Majorisierten Konvergenz nach Theorem A.2.5
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4.1. Dynamische Programmierung

angewandt werden kann.∫ τn

t
ϕ(s,Xs, us)ds+ Φ(τn, Xτn) ≤

∫ τ

t
Cϕ(1 + ||Xs||2 + ||us||2)ds+ CΦ(1 + ||Xτn||2)

≤
∫ τn

t
Cϕ(1 + ||Xs||2 + ||us||2)ds+ CΦ(1 + sup

t≤s≤τn
||Xs||2) ∈ L1

Eine integrierbare Majorante existiert und der Limes kann mit dem Erwartungswert
vertauscht werden.

E[
∫ T

t
ϕ(s,Xs, us)ds+ Φ(T,XT )] ≤ Φ(t, x)

E[
∫ T

t
ϕ(s,Xs, us)ds+ Φ(T,XT )] ≤ Φ(t, x)

J(t, x, u) ≤ Φ(t, x) ∀u ∈ A(t, x)
V (t, x) ≤ Φ(t, x)

Damit ist die erste Aussage bewiesen.
Für die zweite Aussage müssen wir nur in Gleichung 4.19 das Ungleichheitszeichen durch
einen Gleichheitszeichen ersetzen. Dies ist zulässig, da wir den optimierten Prozess be-
trachten. Es folgt:

V (t, x) = Φ(t, x)

Verifikationstheorem mit unendlichem Horizont

Wir werden nun den unendlichen Zeithorizont betrachten. Zusätzlich nehmen wir an,
dass b, σ, und ϕ nicht explizit von der Zeit abhängen:

d(Xt) = b(Xt, ut)dt+ σ(Xt, ut)dWt (4.20)

Der L-Opertator hat nun folgende Form:

Lf := b(x, u)Df + 1
2tr(a(t, x)D2f)

Für das Zielfunktional in unendlicher Zeit führen wir eine neue Definition ein:

Definition 4.1.9 (Zielfunktional mit unendlichem Zeithorizont). Das Zielfunktional ist
als

J(t, x, ut) = E[
∫ ∞
t

exp (−βs)ϕ(Xs, us)ds]

definiert, wobei ϕ die laufenden Kosten und exp (−βs) den Abzinsungsfaktor bestimmen.

Die Wertfunktion ergibt sich als V (x) := supu∈A(x) J(x, u).

Für Strategien u aus A(t, x) nehmen wir an:
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4.1. Dynamische Programmierung

1. u ist ein progressiv messbarer Prozess, mit E
∫ T
t e

(−βs)||us||2ds] <∞

2. ∀u ∈ A(t, x) soll 4.16 eine eindeutige starke LösungXt besitzten, die E[e(−βs)||Xs||2]
<∞ erfüllt

3. J ist wohldefiniert
Theorem 4.1.10 (Verifikationstheorem mit unendlichem Zeithorizont). Sei ϕ stetig,
so dass |ϕ(x, u)| ≤ Cϕ(1 + ||x||2 + ||y||2) und ||σ(x, u)||2 ≤ Cσ(1 + ||x||2 + ||u||2). Wei-
teres sei Φ ∈ C2(Rn) eine Funktion, so dass |Φ(x)| ≤ CΦ(1 + ||x||2). Zudem gilt für
Φ folgende Form der HJB-Gleichung 0 = supu∈A(x){ϕ(Xs, us) + LuΦ(x) − βΦ(x)} mit
limτn→∞ exp (−βτn)Φ(Xτn) = 0 ∀ Stoppzeiten τn. Dann gilt

Φ(x) ≥ V (x)
Falls zudem ∃û und u∗t := û(X∗t ) ∈ A(x) mit X∗t als Lösung von 4.16. Dann gilt

Φ(x) = V (x)
und u∗t ist eine optimale Strategie.
Beweis. Wir nehmen als Grundlage den Beweis für das Verifikationstheorem mit end-
lichem Zeithorizont. Wir nehmen Φ̃(t, x) = exp (−βt)Φ(x) als Kandidatenfunktion für
Theorem 4.1.8. Für ϕ̃ gilt ϕ̃ = exp (−βt)ϕ(x). Wir setzen Φ̃(t, x) und ϕ̃ in die HJB-
Gleichung aus 4.1.8 ein und erhalten mit Φ(x) Äquivalenz zur HJB-Gleichung in diesem
Theorem:

0 = sup
u∈A(x)

{exp (−βt)ϕ(Xs, us) + Lu exp (−βt)Φ(x)}

= sup
u∈A(x)

{exp (−βt)ϕ(Xs, us)− β exp (−βt)Φ(x) + exp (−βt)LuΦ(x)}

= sup
u∈A(x)

{ϕ(Xs, us)− βΦ(x) + LuΦ(x)}

Wenn Φ(t, x) die HJB-Gleichung aus diesem Theorem erfüllt, so erfüllt Φ̃(t, x) die HJB-
Gleichung aus 4.1.8 und es gilt

Φ̃(t, x)
(=)
≥ V (t, x) mit Φ(x) = Φ̃(0, x)

(=)
≥ V (0, x) = V (x)

Der Rest des Beweises folgt analog Beweis für Theorem 4.1.8.

4.1.3. Beispiel: Minimierung der Ruinwahrscheinlichkeit eines
Versicherungsunternehmens

Wir wenden die Theorie der stochastischen Kontrolltheorie auf ein Beispiel in der Praxis
an. Dieses Beispiel wurde von [12] motiviert. Betrachtet wird dabei ein Versicherungsun-
ternehmen. Der Risikoprozess R wird wie der gestörte Risikoprozess aus 3.1.2 modelliert:

R(t) = r + ct+ Zt︸ ︷︷ ︸
L(t)

+θ(t) (µt+ σW (t))︸ ︷︷ ︸
I(t)

dR(t) = dL(t) + d(θ(t)I(t))
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4.1. Dynamische Programmierung

wobei R(0) = r, L(t) der klassische Risikoprozess eines Versicherungsunternehmens und
I(t) ein Investmentindex, dessen Dynamik der Brown’schen Bewegung folgt. θ ist die
Anzahl der Investments. Sei A eine Investmentstrategie. Wir setzen

A = θ(t) ∗ I(t)

wobei A denWert der Investments beschreibt. Um die HJB Gleichung herzuleiten, benut-
zen wir die Integro-Differentialgleichung 3.9 für die Überlebenswahrscheinlichkeit δ und
können das Integral als Erwartungswert verstehen. Der erste Term auf der rechten Seite
beschreibt den Zustand, wenn kein Schaden auftritt. Dieser muss um den Gewinn oder
Verlust der Investmentkomponente ergänzt werden. Da die Investmentkomponente sto-
chastisch modelliert wird, ist ein Erwartungswert über die Überlebenswahrscheinlichkeit
zu nehmen. Wie bei der Ruinwahrscheinlichkeit gilt auch für die Überlebenswahrschein-
lichkeit: Mit Wahrscheinlichkeit λdt tritt ein Schaden X auf mit Überlebenswahrschein-
lichkeit δA(s + cdt + dI(t) − X) . Mit Wahrscheinlichkeit (1 − λdt) tritt kein Schaden
auf mit Überlebenswahrscheinlichkeit δA(r + cdt+ dI(t)):

δA(s) =(1− λdt)E[δA(s+ cdt+ d(θ(t)I(t)))] + λdtE[δA(s+ cdt+ d(θ(t)I(t))−X)]

Zudem gilt für die maximale Überlebenswahrscheinlichkeit folgender Zusammenhang zu
allen anderen Überlebenswahrscheinlichkeiten:

δ(s) = sup
A
δA(s)

sup
A
δA(s) = sup

A
{(1− λdt)E[δA(s+ cdt+ dI(t))] + λdtE[δA(s+ cdt+ dI(t)−X)]}

0 = sup
A
{(1− λdt)E[δA(s+ cdt+ dI(t))− δA(s)]

+ λdtE[δA(s+ cdt+ dI(t)−X)]}
= sup

A
{E[δA(s+ cdt+ dI(t))− δA(s)] + λdtE[δA(s+ cdt+ dI(t)−X)

− δA(s+ cdt+ dI(t))]}

= sup
A
{E[δA(s+ cdt+ dI(t))− δA(s)]

dt
+ λE[δA(s+ cdt+ dI(t)−X)

− δA(s+ cdt+ dI(t))]}

Wir lassen dt→ 0 und wenden die Ito-Formel für Diffusionsprozesse 4.14 auf den ersten
Term der letzten Gleichung, welcher als Differenzenquotient zu verstehen ist, an.

0 = sup
A
{[ct+ A(t) ∗ µ]δ′A(s) + 1

2[A(t)2 ∗ σ2]δ′′A(s) + λE[δA(s−X)− δA(s)]}
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4.1. Dynamische Programmierung

Um das Supremum über alle A zu erhalten, müssen wir die erste Ableitung der Gleichung
gleich Null setzten und prüfen, ob die zweite Ableitung kleiner Null ist. Wir erhalten die
Strategie nach [12]

A = A(s) = − µ

σ2 ∗
δ′(s)
δ′′(s)

Um eine explizite Lösung zu erhalten, ist es notwendig, die Verteilung der Schäden X
zu kennen. Man setzt Strategie A in Abhängikeit von δ in die Supremums Gleichung
ein. Die daraus resultierende Integro-Differentialgleichung gilt es, nach δ zu lösen. Für
den Beweis der Optimalität der Strategie, die Existenz von δ und Beispiele expliziter
Lösungen in Abhängigkeit von der Verteilung X verweise ich auf [12].
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5. Numerische Methode

5. Numerische Methode
In diesem Kapitel geht es um eine numerische Methode zur Diskretisierung von Integral-
gleichungen. Eine spezielle Integralgleichung wird in Kapitel 7 hergeleitet und soll nach
einer Funktion f gelöst werden. f kann durch eine Fredholm Integralgleichung erster
Art implizit beschrieben werden:

g(x) =
∫ ∞

0
K(x, s)f(s)ds, x ∈ [0, 1] (5.1)

wobei g eine gegebene Funktion ist. Mit der ermittelten Funktion f , wobei gilt f =
exp(x) ∗ ηε(x), kann wiederum eine Funktion ηε(x) bestimmt werden. Mit ηε(x) + x er-
gibt sich die obere Grenze eines optimalen Gebiets, innerhalb dessen ein Unternehmen
vom Staat gefördert wird. Dies beschreibt eine optimale Steuerpolitik, auf die in Kapi-
tel 7 noch näher eingegangen wird. Die Herleitung hierzu findet sich in Abschnitt 7.2.
Die numerische Lösung dieser Fredholm Integralgleichung erster Art wird in Abschnitt
7.3 mit Hilfe der Wavelet Collocation Methode gefunden, die eine Diskretisierung der
Gleichung 5.1 vorsieht. In den nächsten Abschnitten wird diese Methode eingeführt. Die
Methode basiert auf der Referenz [17]. Dabei werden in Abschnitt 5.4 eigene weiterfüh-
rende Überlegungen zur Anpassung an die besonderen Gegebenheiten von Gleichung 5.1
vorgestellt.

5.1. Legendre Wavelet Approximation
Wir suchen für die Lösung f in 5.1 eine Approximation. Als Approxiation verwenden
wir eine Legendre Wavelet Approximation. Die Legendre Wavelets ψj,k(t) sind stetige
Polynome und bilden eine Orthonormal Basis auf dem Hilbertraum L2[0, 1] [17]. Die
Legendre Wavelets definieren sich als

ψn,m(t) =

√

(m+ 1
2)2K

2 qm(2Kt− n̂), n̂−1
2K ≤ t ≤ n̂−1

2K

0 sonst
(5.2)

mit n̂ = 2n− 1 : n = 1, ..., 2K−1

und m = 0, ...,M − 1

und qm sind Legendre Polynome

qk+1(s) = 2k + 1
k + 1 sqk(s)−

k

k + 1qk−1(s)

mit q0(s) = 1, q1(s) = s (5.3)
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5.1. Legendre Wavelet Approximation

m ist ein positiver ganzzahliger Wert, der den Grad des Legendre Polynoms qm aus 5.3
repräsentiert undM−1 der Grad des höchsten Polynoms. Der Wert K wird festgehalten
und beschreibt die Einteilung des Intervalls [0, 1]. In Abbildung 5.1 sind für M = 3 und
K = 2 Legendre Wavelet Funktionen als Teil einer Orthonormal Basis visualisiert. In
diesem Fall ist der höchste Grad der Polynome also M − 1 = 2 und das Intervall [0, 1]
wird mit K = 2 in zwei Intervalle eingeteilt.
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Legendre Wavelet Basis fuer M=3und fuer K=2

Abbildung 5.1.: Legendre - Wavelet Basis

Eine Funktion f ∈ L2[0, 1] kann mit den Legendre Wavelets folgendermaßen geschrieben
werden:

f(t) =
∞∑
n=1

∞∑
m=0

cnmψn,m(t)

mit den Legendre Wavelet Koeffizienten als Skalarprodukt im Hilbertraum

cnm =
∫ 1

0
f(t)ψn,m(t)dt

Wähle ein K und ein M genügend groß, so kann f auch durch endliche Summen der
Legendre Wavelets approximiet werden:

f(t) ≈
2K−1∑
n=1

M−1∑
m=0

cnmψn,m(t)

Die Approximation kann auch als Vektor Multiplikation dargestellt werden. Hierfür
definieren wir die Vektoren

C = [c1,0, ..., c1,M−1, c2,0, ..., c2,M−1, ..., c2K−1,M−1]
ψ(t) = [ψ1,0(t), ..., ψ1,M−1(t), ψ2,0(t), ..., ψ2,M−1(t), ..., ψ2K−1,M−1(t)]

Beide sind Vektoren aus R2K−1M . Die Vektor Multikation von C und ψ ergibt die ap-
proximierte Lösung

f(t) ≈ Cψᵀ(t) (5.4)
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5.2. Fehlerabschätzung der approximierten Lösung
Das folgende Theorem beinhaltet die Fehlerabschätzung für eine Funktion f , die wie in
5.4 durch Legendre Wavelets approximiert wird.

Theorem 5.2.1. Sei f(x) ∈ Cm[0, 1] und Cψᵀ eine approximierte Lösung von f(x)
wie in 5.4, unter Benutzung der Legendre Wavelets. Dann erhält man folgende Fehler-
abschätzung:

||f − Cψᵀ|| ≤ 1
m!2mK sup

x∈[0,1]
|fm(x)|

Beweis. siehe [17]

5.3. Wavelet Collocation Methode
Das Verfahren, welches hier vorgestellt wird, setzt sich einerseits aus einer Approxi-
mation mit Legendre Wavelet Basis Funktionen und anderseits aus einer Lösung eines
Gleichungsystems zusammen. Das Gleichungssystem ergibt sich aus der Diskretisierung
einer Integralgleichung und der Auswertung an Stützstellen. So resultiert die Wavelet
Collocation Methode aus diesen beiden Methoden. Der Algorithmus, der dieses Problem
löst, ist leicht zu implementieren und sehr effizient, da nur ein lineares Gleichungssys-
tem gelöst werden muss. Viele Artikel von Autoren wie Kumar, Manchanda und Pooja
[17] und Maleknejad [21] haben diese Methode zur Lösung für Integralgleichungen ers-
ter Ordnung verwendet. Als Grundlage dieser Arbeit verweise ich auf den Artikel von
Kumar, Manchanda und Pooja [17]. Ziel ist es, die Fredholmgleichung erster Art zu
lösen:

g(x) =
∫ 1

0
K(x, s)f(s)ds, x ∈ [0, 1] (5.5)

Im Unterschied zur Integralgleichung 5.1 ist dies kein uneigentliches Integral sondern ein
eigentliches Integral mit oberer Integralgrenze 1.
Man nennt g(x) observierter Dateninput und K(x, s) den Kern. Die gesuchte Funk-
tion f ist Lösung des Problems 5.5.
Vorerst nehmen wir an, dass g, f stetig auf [0, 1] sind, sowie dass K stetig auf [0, 1]x[0, 1]
ist. Gemäß [5, S.300],[34] ist 5.5 ein schlecht gestelltes Problem. Das bedeutet, dass
mindestens eine der Bedingungen für korrekt gestellte Probleme nicht erfüllt wird:

Definition 5.3.1 (Korrekt gestelltes Problem). Ein mathematisches Problem heißt kor-
rekt gestellt, wenn

• Das Problem hat eine Lösung

• Die Lösung ist eindeutig bestimmt

• Die Lösung hängt stetig von den Eingangsdaten ab
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[5, S.300] besagt, dass kleine Änderungen in den Eingangsdaten zu großen Änderungen
in der Lösung führen können. Um das schlecht gestellte Problem in ein korrekt gestelltes
Problem umzuwandeln, benutzten wir eine Regularisierungsmethode. Hierfür wandeln
wir die Fredholm Gleichung erster Art in eine Fredholm Gleichung zweiter Art um:

αfα(x) = g(x)−
∫ 1

0
K(x, s)fα(s)ds, x ∈ [0, 1] (5.6)

wobei der Regularisierungsparameter α ∈ R+ sehr klein ist. Eine Fredholm Glei-
chung zweiter Art ist ein korrekt gestelltes Problem. Es gilt mit α→ 0 nach [17]:

f(x) = lim
α→0

fα(x)

Unser Ziel ist es nun, Gleichung 5.6 zu lösen. Wir appoximieren fα(x) mit

fα(t) ≈
2K−1∑
n=1

M−1∑
m=0

cnmψn,m(t) (5.7)

Setzen wir 5.7 in 5.6 ein, ergibt sich:

α
2K−1∑
n=1

M−1∑
m=0

cnmψn,m(x) = g(x)−
∫ 1

0
K(x, s)

2K−1∑
n=1

M−1∑
m=0

cnmψn,m(s)ds

α
2K−1∑
n=1

M−1∑
m=0

cnmψn,m(x) = g(x)−
2K−1∑
n=1

M−1∑
m=0

cnm

∫ 1

0
K(x, s)ψn,m(s)ds

Mit

Lnm(x) =
∫ 1

0
K(x, s)ψn,m(s)ds (5.8)

folgt

α
2K−1∑
n=1

M−1∑
m=0

cnmψn,m(x) = g(x)−
2K−1∑
n=1

M−1∑
m=0

cnmLnm(x) (5.9)

Wir berechnen Lnm(x) mit einer numerischen Integral-Approximation. Denkbar ist zum
Beispiel eine Gauss-Legendre Quadratur (kann in Delves [5] nachgelesen werden). Pro-
gramme wie Mathlab oder Maple stellen jedoch vorimplementierte Integral Approxima-
tionen zur Verfügung. So gibt es in Matlab die Funktion q = integral(fun, xmin, xmax),
welche von Shampine [29] vorgestellt wird. Das Verfahren ist auch geeignet, wenn ein
Integral Singularitäten in den Endpunkten besitzt, was sich in einem späteren Abschnitt
als nützlich erweist. Um ein Gleichungssystem mit 2K−1M Unbekannten des Vektors C
zu lösen, braucht es 2K−1M Gleichungen. Mit dem Collocation Verfahren erzeugen wir
aus 5.9 ein Gleichungssystem. Dafür verwenden wir 2K−1M Stützstellen. Die Stützstellen
xi ergeben sich durch

xi = 2i− 1
2 ∗ 2K−1M

i = 1, 2, ..., 2K−1M
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Es ergibt sich folgendes Gleichungssystem:

α
2K−1∑
n=1

M−1∑
m=0

cnmψn,m(xi) = g(xi)−
2K−1∑
n=1

M−1∑
m=0

cnmLnm(xi) mit i = 1, ..., 2K−1M

Dieses Gleichungsytem kann mit Hilfe von einem Vektor und zwei Matrizen in einem
Matrix Gleichungssystem dargestellt werden:

G :=
[
g(x1), g(x2) , ..., g(xK−1M)

]

Ψ :=



ψ1,0(x1) ψ1,0(x2) ... ψ1,0(xK−1M)
ψ1,1(x1) ψ1,1(x2) ... ψ1,1(xK−1M)
...

ψ1,M−1(x1) ψ1,M−1(x2) ... ψ1,M−1(xK−1M)
ψ2,0(x1) ψ2,0(x2) ... ψ2,0(xK−1M)
...

ψ2K−1,M−1(x1) ψ2k−1,M−1(x2) ... ψ2K−1,M−1(xK−1M)



L :=



L1,0(x1) L1,0(x2) ... L1,0(xK−1M)
L1,1(x1) L1,1(x2) ... L1,1(xK−1M)
...

L1,M−1(x1) L1,M−1(x2) ... L1,M−1(xK−1M)
L2,0(x1) L2,0(x2) ... L2,0(xK−1M)
...

L2K−1,M−1(x1) L2K−1,M−1(x2) ... L2K−1,M−1(xK−1M)


Die einzelnen Einträge von Ψ und L berechnen sich demnach wie folgt :

Ψ(i−1)∗(M)+j+1,k = ψij(xk)
L(i−1)∗(M)+j+1,k = Lij(xk) (5.10)

Für das Matrix Gleichungssystem gilt:

αCΨ = G− CL
C(αΨ + L) = G

C = G(αΨ + L)−1 (5.11)

Um den Lösungvektor C zu erhalten, wird α > 0, aber sehr nahe bei Null gewählt.

5.4. Wavelet Collocation Methode mit singulärem Kern
und uneigentlichem Integral

Dieser Abschnitt ist eine von mir hergeleitete Erweiterung der Methode des letzten
Abschnitts 5.3. In Abschnitt 5.3 ist der Kern stetig und die Integralgrenzen in der Fred-
holmgleichung sind endlich auf [0, 1]. Gehen wir nun von einer Singularität des Kerns

38
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und von Integralgrenzen [0,∞] in der Gleichung aus. Die Fredholmgleichung erster Art
hat jetzt folgende Gestalt:

g(x) =
∫ ∞

0
K(x, s)f(s)ds, x ∈ [0,∞] (5.12)

dabei hat K die Form

K(x, s) = k(|x− s|)− k(
√
x2 + s2)

wobei k eine Funktion ist, die bei 0 eine Singularität besitzt, sonst jedoch stetig auf
(0,∞) ist. Für den Kern K gilt, dass dieser somit eine Singularität in x = s besitzt.
Zwei Alternativen werden vorgestellt, um das Problem 5.12 zu lösen. In Abschnitt 7.3
werden diese beide Alternativen auf ihre Anwendbarkeit geprüft und verglichen.

Alternative 1
Alternative 1 substituiert die Integralgrenzen. Zuerst werden wir 5.12 mit s = − ln(t)
substituieren, damit das Integral die Grenzen [0, 1] besitzt.

∫ ∞
0

K(x, s)f(s)ds =
∫ e−∞

e−0

K(x,− ln(t))
−t

f(− ln(t))dt

=
∫ 0

1

K(x,− ln(t))
−t

f(− ln(t))dt

=
∫ 1

0

K(x,− ln(t))
t

f(− ln(t))dt

=
∫ 1

0

k(|x+ ln(t)|)− k(
√
x2 + ln(t)2)

t
f(− ln(t))dt

Der Kern k(|x+ln(t)|)−k(
√
x2+ln(t)2)

t
besitzt Singularitäten in x = − ln(t) ⇔ t = exp(−x)

und t = 0. Wir spalten das Integral in

∫ 1

0

k(|x+ ln(t)|)− k(
√
x2 + ln(t)2)

t
f(− ln(t))dt =

∫ exp(−x)

0

k(|x+ ln(t)|)− k(
√
x2 + ln(t)2)

t
f(− ln(t))dt+

∫ 1

exp(−x)

k(|x+ ln(t)|)− k(
√
x2 + ln(t)2)

t
f(− ln(t))dt

auf, sodass die Singularitäten die Integrationsgrenzen bilden. Wir setzten

K̂(x, t) :=
k(|x+ ln(t)|)− k(

√
x2 + ln(t)2)

t

39



5.4. Wavelet Collocation Methode mit singulärem Kern und uneigentlichem Integral

und für unsere Integralgleichung ergibt sich aus 5.12∫ e−x

0
K̂(x, t)f(− ln(t))dt+

∫ 1

e−x
K̂(x, t)f(− ln(t))dt = g(x) (5.13)

Mit der Regularisierung 5.6 wandeln wir 5.13 in eine Fredholmgleichung zweiter Art um:

αfα(− ln(x)) = g(x)− [
∫ e−x

0
K̂(x, t)fα(− ln(t))dt+

∫ 1

e−x
K̂(x, t)fα(− ln(t))dt]

Wie 5.7 approximieren wir

fα(− ln(t)) ≈
2K−1∑
n=1

M−1∑
m=0

cnmψn,m(t) (5.14)

5.14 setzen wir in die Fredholmgleichung zweiter Art ein:

α
2K−1∑
n=1

M−1∑
m=0

cnmψn,m(x) = g(x)−
2K−1∑
n=1

M−1∑
m=0

cnmL̂nm(x)

mit

L̂nm(x) :=
∫ e−x

0
K̂(x, t)ψn,m(t)dt+

∫ 1

e−x
K̂(x, t)ψn,m(t)dt (5.15)

Nach 5.2 ist ψn,m(t) auf Subintervallen von [0, 1] definiert. Die Intervallgrenzen sind
abhängig von n weiter auf die Subintervalle ai = n̂−1

2k ≤ t ≤ bi = n̂−1
2k einzugrenzen,

wobei ψm,n(t) = 0, wenn t < anm bzw. t > bnm. Es ergeben sich folgende Fälle:
(1) e−x ≤ amn ≤ bnm

(2) amn ≤ e−x ≤ bmn

(3) amn ≤ bmn ≤ e−x

Wir fahren mit 5.15 fort und führen die Fallunterscheidung durch, indem wir die Inte-
gralgrenzen auf den jeweiligen Fall anpassen und dann geschickt zusammenfassen:

L̂nm(x) =
∫ min(e−x,bmn)

max(0,amn)
K̂(x, t)ψn,m(t)dt+

∫ min(1,bmn)

max(e−x,amn)
K̂(x, t)ψn,m(t)dt

= 1e−x≤amn
∫ min(1,bmn)

max(0,amn)
K̂(x, t)ψn,m(t)dt

+ 1amn<e−x<bmn [
∫ e−x

max(0,amn)
K̂(x, t)ψn,m(t)dt+

∫ min(1,bmn)

e−x
K̂(x, t)ψn,m(t)dt]

+ 1e−x≥bmn
∫ min(1,bmn)

max(0,amn)
K̂(x, t)ψ̂n,m(t)dt

= (1e−x≤amn + 1e−x≥bmn)
∫ min(1,bmn)

max(0,amn)
K̂(x, t)ψn,m(t)dt

+ 1amn<e−x<bmn [
∫ e−x

max(0,amn)
K̂(x, t)ψn,m(t)dt+

∫ min(1,bmn)

e−x
K̂(x, t)ψn,m(t)dt]

: = (1e−x≤amn + 1e−x≥bmn)L̂1nm(x) + 1amn<e−x<bmn [L̂2nm(x) + L̂3nm(x)]
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Wir definieren Matrix L̂ mit den Einträgen (vgl. 5.10)

L̂(i−1)∗(M)+j+1,k := L̂ij(xk)
=(1e−xk≤aij + 1e−xk≥bij)L̂1ij(xk) + 1aij<e−xk<bij [L̂2ij(xk) + L̂3ij(xk)]

Die Matrix L̂ lässt sich somit in drei Matrizen aufspalten. Zudem definieren wir zwei
Indikator Matrizen, die wir komponentenweise mit den Matrizen multiplizieren.

L̂ =Î1 ◦ L̂1 + Î2 ◦ (L̂2 + L̂3) (5.16)

wobei ◦ die komponentenweise Multiplikation zweier Matrizen beschreibt mit den fol-
genden Einträgen:

L̂1(i−1)∗(M)+j+1,k :=
∫ min(1,bmn)

max(0,amn)
K̂(xk, t)ψ̂n,m(t)dt

L̂2(i−1)∗(M)+j+1,k :=
∫ e−x

max(0,amn)
K̂(xk, t)ψ̂n,m(t)dt

L̂3(i−1)∗(M)+j+1,k :=
∫ min(1,bmn)

e−x
K̂(xk, t)ψ̂n,m(t)dt

Î1(i−1)∗(M)+j+1,k := (1e−xk≤aij + 1e−xk≥bij)
Î2(i−1)∗(M)+j+1,k := 1aij<e−xk<bij

Wie in Abschnitt 5.3 können wir die Matlab Funktion q = integral(fun, xmin, xmax) als
Approximation für L̂1 , L̂2 und L̂3 anwenden.
Setzen wir 5.16 in 5.11 aus Abschnitt 5.3 ein, erhalten wir den in 5.11 definierten Lö-
sungsvektor C:

C = G(αΨ + L̂)−1

C = G(αΨ + (Î1 ◦ L̂1 + Î2 ◦ (L̂2 + L̂3)))−1 (5.17)

Nun können wir f(− ln(t)) nach 5.4 approximieren:

f(− ln(t)) = lim
α→0

fα(− ln(t)) ≈ lim
α→0

Υ(t)C

mit dem Vektor Υ(i−1)∗(M)+j+1(t) = ψij(t), der die Legendre Wavelet Basis Funktionen
als Einträge beinhaltet. Für die Lösung fehlt noch die Rücksubstitution t = e−x :

f(x) ≈ lim
α→0

Υ(e−x)C (5.18)

Wir haben f(− ln(t)) auf dem Intervall [0, 1] approximiert. Hierbei wurde von der Funk-
tion g, die den Dateninput beschreibt, nur Information auf [0, 1] verwendet. Es ist jedoch
wünschenswert, eine breitere Information von g zu benutzen. Um dies umzusetzen, ver-
wenden wir gemäß 5.13 eine erweiterte Transformation s = − ln((t − s)/h) auf das
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gewünschte Intervall, wobei s den Intervallanfang und h die Länge des Intervalls be-
zeichnet. Wir erhalten aus 5.13 folgende Gleichung:∫ h∗e−x+s

s
K̂(x, t)f(− ln((t− s)/h))dt+

∫ h+s

h∗e−x+s
K̂(x, t)f(− ln((t− s)/h))dt = g(x)

mit x ∈ [s, s+ h] (5.19)

Dies führt uns zu der Berechnung von den Integralen 5.15 aus den Freholmgleichungen

L̂nm(x) =
∫ h∗e−x+s

s
K̂(x, t)ψn,m(t)dt+

∫ h+s

h∗e−x+s
K̂(x, t)ψn,m(t)dt

mit

K̂(x, t) =
k(|x+ ln((t− s)/h)|)− k(

√
x2 + ln((t− s)/h)2)

t− s
Die Legendre Polynome ψn,m haben wir als Orthonormalbasis von L2[0, 1] definiert. Wir
führen die Basis auf dem endlichen Intervall L2[s, h] durch Translation fort. Für die
Einträge von der Matrix Ψ gilt:

Ψ(u−1)∗(2k−1∗M)+(i−1)∗(M)+j+1,k = ψij(xk − (s+ u− 1))

mit u = 1, 2, ..., h. Wir erhalten äquivalent zu 5.18 folgende Approximation:

f(x) ≈ lim
α→0

(Υ(e−x ∗ h+ s)) ∗ C (5.20)

mit

Υ(u−1)∗(2k−1∗M)+(i−1)∗(M)+j+1(t) = ψij(t− (s+ u− 1))

mit u = 1, 2, ..., h.
Durch das Aufteilen des Intervalls haben wir sicher gestellt, dass eine Approximation des
Integrals möglich ist. Es sollte jedoch beachtet werden, dass es durch die Singularitäten in
den Intervallenden trotzdem noch zu Divergenzen kommen kann, die zu Unsicherheiten
von L̂ führen. Je nach Transformation und unterschiedlichen Stützstellen können diese
Unsicherheiten auftreten. Deswegen sollte untersucht und getestet werden, für welche
K, M ,h und s dies möglichst vermieden werden kann. Außerdem sollte der Effekt
der Regularisierung der Fredholmgleichung erster Art auf die Lösung analysiert werden.
Dazu sollte ein geeigneter Parameter α gewählt werden, der einerseits wegen α → 0
möglichst klein ist, andererseits groß genug ist, so dass das Problem ein korrekt gestelltes
Problem ist. Dieses Problem werden wir in 7.3 weiter analysieren.

Alternative 2
In Alternative 2 reduzieren wir die Integrationgrenzen von [0,∞] auf ein endliches In-
tervall [0, h], wobei h so gewählt werden soll, dass für das Integral möglichst∫ h

0
K(x, s)f(s)ds ≈

∫ ∞
0

K(x, s)f(s)ds
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gilt. Wir erhalten somit die Integralgleichung:

g(x) =
∫ h

0
K(x, s)f(s)ds, x ∈ [0, h]

Wir können die Legendre Polynome ψn,m als Orthonormalbasis durch Translation t− s
auf dem endlichen Intervall [0, h] fortführen (siehe Alternative 1). Somit gilt für die
Matrix Ψ:

Ψ(u−1)∗(2k−1∗M)+(i−1)∗(M)+j+1,k = ψij(xk − (s+ u− 1))

mit u = 1, 2, ..., h. Der Kern K besitzt eine Singularität in x = s. Auch hier werden wir
das Integral so aufteilen, dass die Singulärstellen in den Integralgrenzen liegen. Damit
ergibt sich für die Matrixeinträge von L̂ :

L̂nm(x) =
∫ x

0
K(x, t)ψn,m(t)dt+

∫ h

x
K(x, t)ψn,m(t)dt

und wir erhalten die Approximation

f(x) ≈ lim
α→0

(Υ(x)) ∗ C (5.21)

mit Υ(u−1)∗(2k−1∗M)+(i−1)∗(M)+j+1(t) = ψij(t− (u− 1)) mit u = 1, 2, ..., h.

Der Matlabcode C.3 führt die in diesem Abschnitt vorgestellten zwei alternativen Metho-
den aus. In Abschnitt 7.3.1 werden wir eine Kalibrierung der Parameter beider Methoden
vornehmen. In Abschnitt 7.3.2 werden dann die Resultate vorgestellt.
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6. Optimale Steuerpolitik von zwei Unternehmen mit gleicher Volatilität

6. Optimale Steuerpolitik von zwei
Unternehmen mit gleicher
Volatilität

In diesem und in Kapitel 7 gehe ich auf den Artikel von McKean und Sheep [22] ein.
Es wird ein Modell für die Wirtschaft eines Staates vorgestellt und untersucht, welche
Steuerpolitik für den Staat optimal ist. In diesem Modell besteht die Wirtschaft aus zwei
Unternehmen mit jeweils gleicher Volatilität σ1 = σ2 = 1, welche den Dynamiken

dX1(t) = µ1(t)dt+ σ1dW1(t), X1(0) = x1, σ
2
1 = 1

dX2(t) = µ2(t)dt+ σ2dW2(t), X2(0) = x2, σ
2
2 = 1

folgen, wobei Xi das Vermögen von Unternehmen i ist undW1 undW2 zwei voneinander
unabhängige Brown’sche Bewegungen sind. In Kapitel 7 wird im Modell die Volatilität
geringfügig verändert. Die Steuerstrategie π spiegelt sich in den Drifts µ1(t) und µ2(t)
wieder. Dabei gilt µ1(t) + µ2(t) = 1 mit µ1(t), µ2(t) ≥ 0 ⇔ µ2(t) = 1 − µ1(t). Gilt
etwa µ2 > µ1, so wird das Unternehmen 2 mehr gefördert als Unternehmen 1. In dem
vereinfachten Modell unterscheiden wir nun zwischen zwei verschiedenen Steuerpolitiken:

Definition 6.0.1 (Demokratische Steuerpolitik oder Push-Bottom Strategie). Falls
X1(t) ≤ X2(t), wählt der Staat die Steuerpolitik πD zum Zeitpunkt t:

µ1(t) = π(t)
µ2(t) = 1− π(t)

mit π(t) = 1 und umgekehrt.

Definition 6.0.2 (Republikanische Steuerpolitik oder Push-Top Strategie). Falls X1(t) ≤
X2(t), wählt der Staat die Steuerpolitik πR zum Zeitpunkt t:

µ1(t) = π(t)
µ2(t) = 1− π(t)

mit π(t) = 0 und umgekehrt.

In unserem Modell gehen wir also davon aus, dass es nur zwei Steuerpolitiken Π =
{πD, πR} gibt, zwischen denen man sich entscheiden muss. Die Ruinzeitpunkte von Un-
ternehmen 1 und 2 sind

τ1 = min
t
{X1,π(t) < 0} und τ2 = min

t
{X2,π(t) < 0}
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Es stellt sich die Frage, welche der beiden Steuerpolitken optimal ist, falls man die Wahr-
scheinlichkeit gemäß Abschnitt Kapitel 3, dass beide Unternehmen gemeinsam überleben
P[τ1 = ∞ und τ2 = ∞] maximieren will. Folgendes Optimierungsproblem gilt es zu lö-
sen:

max
π∈Π

P[τ1 =∞ und τ2 =∞|x1, x2] = max
π∈Π

δπ(x1, x2) = δ(x1, x2) (6.1)

Intuitiv ist klar, dass unter dieser Fragestellung der Staat immer das Unternehmen unter-
stützt, welches im Zeitpunkt t schwächer ist, und somit die Demokratische Steuerpolitik
angewandt wird. Dies gilt es, in diesem Kapitel mittels der stochastischen Kontrolltheo-
rie zu beweisen. McKean und Sheep [22] stellt auch eine allgemeinere Formulierung der
Dynamik der Unternehmen mit µ1(t) + µ2(t) = 1 und µ1(t), µ2(t) ≥ −ρ, ∞ > ρ ≥ −1

2
vor. Mit dieser Dynamik ist es möglich, dass µi ≤ 0 gilt. Dabei werden vom Staat bei
einem Unternehmen Steuern eingenommen. Diese Steuern werden dann an das andere
Unternehmen zur Unterstützung weiter gegeben. Mit der Demokratischen Steuerpolitik
ergibt sich in diesem Fall eine Robin Hood Strategie. McKean und Sheep [22] konnten
jedoch nur mit ρ = 0 eine Lösung für das Problem finden.

6.1. Hamilton- Jacobi- Bellman Gleichung
Wir suchen die HJB Gleichung für unser Problem 6.1. Vergleichen wir die Zustände
unserer beiden Unternehmen mit der Differentialgleichung 4.20, so identifizieren wir:

dX =
[
dX1
dX2

]
, b(t,X, π) =

[
µ1(t)
µ2(t)

]
=
[

π(t)
1− π(t)

]
, a(t,X, π) =

[
σ1 0
0 σ2

]
=
[
1 0
0 1

]

Die Wertfunktion V (x1, x2) ist die optimale Überlebenswahrscheinlichkeit V (x1, x2) =
δ(x1, x2) und das Zielfunktional ist die Überlebenswahrscheinlichkeit mit beliebiger Stra-
tegie π J(x1, x2, π) = δπ(x1, x2) aus Problem 6.1. Mit der HJB-Gleichung 4.15 ergibt sich:

0 = sup
π∈Π
{π(t)V1(x1, x2) + (1− π(t))V2(x1, x2) + 1

2(V11(x1, x2) + V22(x1, x2))} (6.2)

Die Indizes 1, 2, 11, 22 der Funktion V beschreiben jeweils die partiellen Ableitung in
ihren Quadranten.

Herleitung von 6.2. Mit dem Dynamic Programming Principle aus Theorem 4.1.1 und
keinen laufenden Kosten ϕ = 0 ergibt sich

V (x1, x2) = sup
π∈Π

E[V (X1(t), X2(t))|F0] (6.3)
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Wenden wir die Ito-Formel 4.1.7 auf V (X1(t), X2(t)) an:

E[V (X1(t), X2(t))|F0] = V (x1, x2)

+ E[
∫ t

0
[π(s)V1(X1(s), X2(s)) + (1− π(s))V2(X1(s), X2(s))

+ 1
2(V11(X1(s), X2(s)) + V22(X1(s), X2(s)))]ds

+
∫ t

0
V1(X1(s), X2(s))dW1(s) + V2(X1(s), X2(s))dW2(s︸ ︷︷ ︸

=0 da Martingal

)|F0]

Dann setzen wir die letzte Gleichung in 6.3 ein, subtrahieren V (x1, x2) und dividieren
durch t. Mit t→ 0 erhalten wir 6.2

Für die Demokratische Steuerpolitik oder Push-Bottom Strategie ergibt sich mitX1(t) ≤
X2(t)

0 ≥ V1(x1, x2) + 1
2(V11(x1, x2) + V22(x1, x2)) (6.4)

und für die Republikanische Steuerpolitik oder Push-Top Strategie:

0 ≥ V2(x1, x2) + 1
2(V11(x1, x2) + V22(x1, x2)) (6.5)

Letztendlich ergibt sich aus 6.2 die HJB Gleichung

0 = max(V1(x1, x2), V2(x1, x2)) + 1
2(V11(x1, x2) + V22(x1, x2)) (6.6)

Wir erhalten somit eine partielle Differentialgleichung und können die Randbedingungen
als V (x1, 0), V (0, x2), V (x1,∞) und V (∞, x2) formulieren. Aus 3.22 ist

δ(x) = 1− e−2x∗µ
σ2

die Überlebenswahrscheinlichkeit für ein Unternehmen, das einer Brown’schen Bewegung
folgt. Wenn eines der Unternehmen nun kein Startkapital xi = 0 besitzt, ergibt sich für
die jeweilige Überlebenswahrscheinlichkeit δi = 0, somit gilt für

V (x1, 0) = 0
V (0, x2) = 0

Für unendliches Startkapital eines Unternehmens ergibt sich die Überlebenswahrschein-
lichkeit δi = 1 und es gilt für die gemeinsame Überlebenswahrscheinlichkeit:

V (x1,∞) = (1− e−2x1) ∗ 1
V (∞, x2) = (1− e−2x2) ∗ 1
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6.2. Optimale Steuerstrategie und maximale
Überlebenswahrscheinlichkeit

McKean und Sheep haben mit "großem Glück und viel Schwierigkeit"[22] die partielle
Differentialgleichung 6.6 gelöst. Wir werden deswegen keine Herleitung, sondern nur
einen Beweis dafür liefern, dass 6.7 als gemeinsame Überlebenswahrscheinlichkeit des
Problems 6.1 maximal ist. Zudem wird auch gezeigt, dass die Push-Bottom Strategie
optimal ist.
Die Lösung für die maximale Überlebenswahrscheinlichkeit ist nach [22]

δ(x1, x2) = V (x1, x2) = 1− e−2 min(x1,x2) − 2 min(x1, x2)e−(x1+x2) (6.7)
Als partielle Ableitungen ergeben sich

V1(x1, x2) =
2e−2x1 − 2e−x1−x2 + 2x1e

−x1−x2 x1 ≤ x2

2x2e
−x1−x2 sonst

V2(x1, x2) =
2x1e

−x1−x2 x1 ≤ x2

2e−2x2 − 2e−x1−x2 + 2x2e
−x1−x2 sonst

V11(x1, x2) =
2e−2x1((x1 − 2)(−ex1−x2)− 2) x1 ≤ x2

−2x2e
−x1−x2 sonst

V22(x1, x2) =
−2x1e

−x1−x2 x1 ≤ x2

2e−2x2((x2 − 2)(−ex1−x2)− 2) sonst

wobei V ∈ C1 ∀x1, x2 > 0 und V ∈ C2 auf x1 = x2. Durch Einsetzen der partiellen
Ableitungen in die HJB Gleichung 6.6 können wir zeigen, dass 6.7 die HJB Gleichung
erfüllt. Dies ist jedoch nur eine notwendige Bedingung für die Maximalität einer Lösung.
Wir zeigen nun, dass V wirklich maximal ist. Dazu zeigen wir

δπ(x1, x2) ≤ V (x1, x2)
wobei δπ die Überlebenswahrscheinlichkeit, dass beide Unternehmen überleben, für eine
beliebige Strategie π ∈ Π ist. Definieren wir den Prozess

Z(t) := V (Xπ
1 (t), Xπ

2 (t))
Der Prozess Z(t) beschreibt die gemeinsame Überlebenswahrscheinlichkeit von zwei Un-
ternehmen zum Zeitpunkt t, wenn vor t beliebige Strategien π verwendet worden sind
und nach t eine optimale Strategie verwendet wird. Wir können zeigen, dass der Prozess
Z(t) ein Supermartingal ist, indem wir zeigen, dass das erwartete lokale Ito-Differential
kleiner gleich 0 ist: E[dZ(t)] ≤ 0. Wir wenden also die Ito-Formel aus Bemerkung 4.1.7
auf dZ(t) an und nehmen den Erwartungswert.

E[dZ(t)] = E[LZ(t)dt+DZ(t)dWt︸ ︷︷ ︸
=0

]

= max(V1, V2) + 1
2(V11 + V22) ≤ 0 (6.8)
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Die Drift von Z ist negativ mit

−2e−2x1 + 2e−x1−x2 − 2x1e
−x1−x2 ≤ 0 für x1 ≤ x2

und mit der Supermartingaleigenschaft von Z(t) gilt

E[Z(t)] = E[V (Xπ
1 (t), Xπ

2 (t))] ≤ Z(0) = V (x1, x2)

Insbesondere für den Zeitpunkt t =∞ ergibt sich

E[Z(∞)] ≤ V (x1, x2) (6.9)

Für t =∞ haben wir 2 Fälle. Entweder haben beide Unternehmen unendliches Kapital
oder ein Unternehmen ist insolvent:

Z(∞) =
1 = V (∞,∞) X1(∞), X2(∞) =∞

0 = V (0, x2) = V (x1, 0) X1(∞) = 0 oder X2(∞) = 0

Mit 6.9 ergibt sich

E[Z(∞)] = V (∞,∞)︸ ︷︷ ︸
=1

∗δπ(x1, x2) + V (0, x2) ∗ P[Unternehmen 1 geht insolvent]︸ ︷︷ ︸
=0

+ V (x1, 0) ∗ P[Unternehmen 2 geht insolvent]︸ ︷︷ ︸
=0

= δπ(x1, x2) ≤ V (x1, x2)

was zu zeigen war.
Nehmen wir nun an, dass x1 ≤ x2. In der HJB Gleichung 6.6 muss max(V1, V2) ermittelt
werden. Mit den oben hergeleiteten ersten partiellen Ableitungen gilt V2 ≤ V1. Somit
resultiert aus der HJB Gleichung die Push-Bottom Strategie 6.4. Damit erfolgt auch
Gleichheit in 6.8 und somit Optimalität der Push-Bottom Strategie.
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7. Optimale Steuerpolitik von zwei Unternehmen mit unterschiedlicher Volatilität

7. Optimale Steuerpolitik von zwei
Unternehmen mit unterschiedlicher
Volatilität

In diesem Kapitel werden wir die Annahmen für die Dynamiken der Unternehmen leicht
abändern. Mit Ausnahme der Volatilität bleiben die Annahmen des Modells aus Kapitel
6 erhalten. Wir verändern die Volatilität des Unternehmens 2 folgendermaßen:

dX1(t) = µ1(t)dt+ σ1dW1(t), X1(0) = x1, σ
2
1 = 1

dX2(t) = µ2(t)dt+ σ2dW2(t), X2(0) = x2, σ
2
2 = σ2

1 + ε = 1 + ε,

wobei W1 und W2 zwei voneinander unabhängige Brown’sche Bewegungen sind und
σ2

2 = σ2
1 + ε ≥ σ2

1 = 1 mit ε > 0. Wenn die Volatilität eines Unternehmens steigt, so
sinkt seine Überlebenswahrscheinlichkeit nach der Formel für die Überlebenswahrschein-
lichkeit 3.22. In einer sozialistisch ausgerichteten Steuerpolitik wird das Unternehmen
gefördert, welches eine geringere Überlebenswahrscheinlichkeit hat. Um die gemeinsame
Überlebenswahrscheinlichkeit von zwei Unternehmen zu maximieren, soll das volatilere
Unternehmen eine höhere Förderungsspannweite erhalten als in Kapitel 6 vorausgesetzt.
Also wird das Unternehmen mit höherer Volatilität nun solange gefördert, bis sein Ver-
mögen x2 dasjenige x1 Vermögen des anderen Unternehmens zuzüglich eines vermögens-
abhängigen Schwellenwerts ηε(x1) > 0 übersteigt. ηε ist auch abhängig von der gewählten
Volatilität σ2

2 = σ2
1 + ε. In diesem Kapitel wird es unser Ziel sein, ηε(x) zu ermitteln.

Definition 7.0.1 (Push-Bottom Strategie mit einem volatileren Unternehmen). Falls
X1(t) + ηε(X1(t)) ≤ X2(t) mit ηε(X1) ≥ 0, wählt der Staat die Steuerpolitik πDV zum
Zeitpunkt t:

µ1(t) = π(t)
µ2(t) = 1− π(t)

mit π(t) = 1 und umgekehrt.
Definition 7.0.2 (Push-Top Strategie mit einem volatileren Unternehmen). Falls X1(t)+
ηε(X1(t)) ≤ X2(t) mit ηε(X1) ≥ 0, wählt der Staat die Steuerpolitik πRV zum Zeitpunkt
t:

µ1(t) = π(t)
µ2(t) = 1− π(t)

mit π(t) = 0 und umgekehrt.
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7.1. Hamilton- Jacobi- Bellman Gleichung

Im nächsten Abschnitt werden wir zeigen, dass die Push-Bottom Strategie die optimale
Strategie für das Optimierungsproblem

max
π∈Π

P[τ1 =∞ und τ2 =∞|x1, x2] = max
π∈Π

δπ(x1, x2) = δ(x1, x2) (7.1)

mit Π = {πDV , πRV }, ist.

7.1. Hamilton- Jacobi- Bellman Gleichung
Die HJB Gleichung wird wie in 6.1 hergeleitet. Es gilt:

dX =
[
dX1
dX2

]
, b(t,X, π) =

[
µ1(t)
µ2(t)

]
=
[

π(t)
1− π(t)

]
, a(t,X, π) =

[
σ1 0
0 σ2

]
=
[
1 0
0
√

1 + ε

]

Analog der Herleitung von 6.6 erhält man die HJB Gleichung:

0 = sup
π∈Π
{π(t)V1(x1, x2) + (1− π(t))V2(x1, x2) + 1

2(V11(x1, x2) + σ2
2V22(x1, x2))}

= max(V1(x1, x2), V2(x1, x2)) + 1
2(V11(x1, x2) + σ2

2V22(x1, x2)) (7.2)

Angenommen der Staat wählt die Push-Bottom Strategie, so kann man die HJB Glei-
chung in zwei partielle Differentialgleichungen unterteilen:

V1(x1, x2) + 1
2(V11(x1, x2) + σ2

2V22(x1, x2)) = 0 für x1, x2 ∈ I (7.3)

V2(x1, x2) + 1
2(V11(x1, x2) + σ2

2V22(x1, x2)) = 0 für x1, x2 ∈ II (7.4)

mit den Bereichen I = {x1 + ηε(x1) ≤ x2} und II = {x1 + ηε(x1) > x2}. Für den Bereich
I ergeben sich die Randbedingungen

V (x1,∞) = 1− e−2x1

V (0, x2) = 0
V (x1, x1 + ηε(x1)) = V (x1, B(x1)) := L(x1)

und für Bereich II

V (∞, x2) = (1− e
−2 x2

σ2
2 )

V (x1, 0) = 0
V (x1, x1 + ηε(x1)) = V (x1, B(x1)) = L(x1)

mit B(x1) := x1 + ηε(x1). In Abbildung 7.1 ist jeweils das Gebiet, auf dem die beiden
partiellen Differentialgleichungen gelten, im 1.Quadranten des kartesischen Koordina-
tensystem veranschaulicht.
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Abbildung 7.1.: HJB Gleichung aus 7.2 für die Push-Bottom Strategie 7.0.1

7.2. Implizite Darstellung der Optimalen Steuerstrategie
Wir fahren mit der Herleitung der Optimalität der Push-Bottom Strategie fort. Die HJB
Gleichung 7.2 unterscheidet sich geringfügung von der HJB Gleichung 6.6 und somit auch
die zugehörige Lösung V , welche die Gleichung 7.2 erfüllt:

V (x1, x2) = 1− e−2x1 − 2x1e
−(x1+x2−ηε(x1)) + κ(x1, x2) auf Bereich I

V (x1, x2) = 1− e−2(x2−ηε(x1)) − 2(x2 − ηε(x1))e−(x1+x2−ηε(x1)) + κ(x1, x2) auf Bereich II
(7.5)

Für die Randbedingung auf B(x1) = x1 + ηε(x1) folgt

V (x1, x1 + ηε) = L(x1) = 1− e−2x1 − 2x1e
−2x1 + κ(x1, x1 + ηε(x1))

κ wird so gewählt, dass die Ableitungen die HJB Gleichung 7.2 erfüllen, die Drift von
Z(t) := V (Xπ

1 (t), Xπ
2 (t)) negativ ist und die Ungleichungen

V1 ≥ V2 in x1 + ηε(x1) ≤ x2

V1 < V2 sonst (7.6)

gelten. Der Beweis, dass 7.5 maximal gewählt ist, verläuft gemäß des Beweises in Ab-
schnitt 6.2. Aus 7.6 folgt, dass die Push-Bottom Strategie 7.0.1 optimal ist.
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7.2. Implizite Darstellung der Optimalen Steuerstrategie

Damit eine konkrete Push-Bottom Strategie bestimmt werden kann, muss nun noch
die Funktion ηε ermittelt werden. Hierfür werden wir eine Integralgleichung herleiten,
die ηε implizit darstellt. In Abschnitt 7.3 wird ηε explizit durch numerische Verfahren
berechnet.
Um zur Integralgleichung zu gelangen, betrachten wir zunächst die Bereiche I = {x1 +
ηε(x1) ≤ x2} und II = {x1 + ηε(x1) > x2} einzeln, welche durch die Funktion B(x)
aus Abbildung 7.1 getrennt sind. Wir bezeichnen die Funktion V in unseren beiden
Teilbereichen als:

V =
V I in Bereich I
V II in Bereich II

Beginnen wir mit Bereich I:
Schritt 1:
Wir setzen

wI = V I − (1− e−2x1)

so dass die Randbedingungen

wI(x1,∞) = 0
wI(x1, B(x1)) = L(x1)− (1− e−2x1) := M I(x1)

resultieren. Wir leiten wI ab:

wI
1 = V I

1 − 2e−2x1

wI
11 = V I

11 + 4e−2x1

wI
2 = V I

2

wI
22 = V I

22

Wir setzen die Ableitungen in Bereich I der HJB Gleichung 7.3 ein und erhalten:

wI
1 + 1

2w
I
11 + σ2

2
2 w

I
22 = 0 in B(x1) ≤ x2 (7.7)

Schritt 2:
Wir wenden eine weitere Transformation auf wI = ŵI ∗ e−x1 an. Für die resultierende
partielle Differentialgleichung aus der Gleichung 7.7 ist eine Fundamentallösung nach
Defintion B.0.6 (Anhang) leicht herzuleiten. Die Randbedingungen ergeben sich folgen-
dermaßen:

ŵI(x1,∞) = 0
ŵI(x1, B(x1)) = ex1L(x1)− ex1 + e−x1 := mI(x1) (7.8)
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7.2. Implizite Darstellung der Optimalen Steuerstrategie

Wir drücken die Ableitungen wI in Abhängigkeit von ŵI aus:

wI
1 = −e−x1ŵI + e−x1ŵI

1

wI
2 = e−x1ŵI

2

wI
11 = e−x1ŵI − 2e−x1ŵI

1 + e−x1ŵI
11

wI
22 = e−x1ŵI

22

Mit diesen Ableitungen eingesetzt in die Partielle Differentialgleichung aus 7.7 folgt:

ŵI
11 + σ2

2ŵ
I
22 − ŵI = 0 in B(x1) ≤ x2 (7.9)

Schritt 3:
Entlang der Funktion B(x) müssen die Ableitungen nach x1 und x2 den gleichen Wert
annehmen:

V I
1 (x,B(x)) = V I

2 (x,B(x))
⇔

wI
1(x,B(x)) + 2e−2∗x = wI

2(x,B(x))
⇔

ŵI
1(x,B(x)) ∗ e−x − ŵI(x,B(x)) ∗ e−x + 2e−2∗x = ŵI

2(x,B(x)) ∗ e−x

⇔
ŵI

1(x,B(x))− ŵI
2(x,B(x)) = ŵI(x,B(x))− 2 ∗ e−x (7.10)

Wir differenzieren die Randbedingung 7.8 nach x :

ŵI(x,B(x)) = mI(x)
d

dx
⇒

ŵI
1(x,B(x)) + ŵI

2(x,B(x))B′(x) = m′I(x) (7.11)

Addieren wir die Gleichungen 7.10 und 7.11 bzw subtrahieren wir die Gleichungen 7.10
und 7.11, so ergibt sich ŵI

1(x,B(x)) bzw ŵI
2(x,B(x)):

ŵI
1(x,B(x)) = mI(x)B′(x) +m′I(x)− 2e−xB′(x)

1 +B′(x)

ŵI
2(x,B(x)) = m′I(x)−mI(x) + 2e−x

1 +B′(x) (7.12)

Diese beiden partiellen Ableitungen werden später für die Bestimmung der Richtungs-
ableitung benutzt.
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7.2. Implizite Darstellung der Optimalen Steuerstrategie

Schritt 4:
Sei E eine Fundamental Lösung der partiellen Differentialgleichung 7.9. Mit der Delta-
Distribution δξ nach Definition B.0.5 gilt nach Definition B.0.6 für Eξ:

Eξ
11 + σ2

2E
ξ
22 − Eξ = δξ (7.13)

Wir multiplizieren Gleichung 7.13 mit ŵI und Gleichung 7.9 mit Eξ und integrieren
beide Gleichungen über den Bereich I. Als Ränder besitzt dieser Bereich die Achse von
x2, eine Parallelachse von x1, auf der ŵI = 0 gilt, und B(x1) (siehe Abbildung 7.1) .∫

I
(Eξ

11 + σ2
2E

ξ
22 − Eξ)ŵIdx =

∫
I
δξŵ

Idx∫
I
(ŵI

11 + σ2
2ŵ

I
22 − ŵI)Eξdx = 0

Wir subtrahieren die zweite Gleichung von der ersten Gleichung und wenden die mehr-
dimensionale Integration aus B.2 an. Da auf der Achse von x2 und der Parallelachse von
x1 ŵ

I = 0 gilt, folgt für den Rand von I auf dem Integral ∂I = B(x).∫
I
[div(

(
1 0
0 σ2

2

)
∇ŵI)Eξ − div(

(
1 0
0 σ2

2

)
∇Eξ)ŵI]dx =

∫
I
δξŵIdx+

∫
I
[ŵIEξ − EξŵI]dx

⇔
∫
B(x)

[∇ŵI ·
(
v1
σ2

2v2

)
Eξ −∇Eξ ·

(
v1
σ2

2v2

)
ŵI]ds = ŵI(ξ)

Der linke Term der letzten Gleichung stellt ein Kurvenintegral dar und wir können ihn
nach Definition B.0.7 als∫ ∞

0
[∇ŵI(ζ, B(ζ)) ·

(
v1
σ2

2v2

)
Eξ(ζ, B(ζ), ξ1, ξ2)

−∇Eξ(ζ, B(ζ), ξ1, ξ2) ·
(
v1
σ2

2v2

)
ŵI(ζ, B(ζ))]

√
1 +B′2(ζ)dζ = ŵI(ξ) (7.14)

schreiben. Wir bestimmen die Richtungsableitung ∇ŵI ·
(
v1
σ2

2v2

)
nach Definition B.0.1.

Der äußere Normalenvektor v lässt sich als Senkrechte auf der Ableitung B′(x) konstru-
ieren: (

v1
v2

)
=
(

B′√
1+B′2
−1√

1+B′2

)

Mit den partiellen Ableitungen aus 7.12 ergibt sich der Richtungsvektor

∇ŵI(x,B(x)) ·
(
v1
σ2

2v2

)
=

m(x)B′2(x) +m′(x)B′(x)− 2e−xB′2(x)−m′(x)σ2
2 +m(x)σ2

2 − 2e−xσ2
2√

1 +B′2(x)(1 +B′(x))
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7.2. Implizite Darstellung der Optimalen Steuerstrategie

Wählen wir ξ = (x,B(x)) dann folgt w(ξ) = mI(x) und setzen wir den Richtungsvektor
in das Kurvenintegral 7.14 mit

mI(x) = exL(x)− ex + e−x

m′I(x) = exL(x) + exL′(x)− ex − e−x

ein :
ex

2 L(x)− ex

2 + e−x

2 =∫ ∞
0

[Le
ζB′2 + L′eζB′ +B′Leζ −B′2eζ −B′2e−ζ −B′e−ζ −B′eζ − L′eζσ2

2√
1 +B′2(1 +B′)

Eξ(ζ, B(ζ), x, B(x))−∇Eξ(ζ, B(ζ), x, B(x)) ·
(
v1
σ2

2v2

)
(eζL(ζ)− eζ + e−ζ)]

√
1 +B′2(ζ)dζ

(7.15)

Schritt 5:
Nun wollen wir die Fundamentallösung E aus Gleichung 7.15 bestimmen. Für die Fun-
damentallösung G der zweidimensionalen modifizierten Helmholtzgleichung

M G(r1, r2)− λ2G(r1, r2) = δ(r1, r2)

wobei M der Laplace Operator ist, folgt für G nach [4] :

G(r1, r2) = 1
2πK0(λ

√
r2

1 + r2
2)

K0 bezeichnet die modifizierte Besselfunktion 2. Art mit Ordnung 0.

Man setze λ = 1 und

E(r1, r2) := 1
σ2
G(r1,

r2

σ2
)

⇒ E1 = 1
σ2
G1, E2 = 1

σ2
2
G2, E11 = 1

σ2
G11, E22 = 1

σ2σ2
2
G22

Wir setzen E in 7.13 ein

E11(r1, r2) + σ2
2E22(r1, r2)− E(r1, r2) =

1
σ2

[G11(r1,
r2

σ2
) +G22(r1,

r2

σ2
)−G(r1,

r2

σ2
)] =

1
σ2
δ(r1,

r2

σ2
)

Mit E wird also die Helmholtzgleichung erfüllt und die Fundamentallösung Eξ bezüglich
der verschobenen Delta-Distribution für 7.13 ergibt sich als:

Eξ(x, y, ξ1, ξ2) = 1
2πσ2

K0(

√√√√(ξ1 − x)2 + (ξ2 − y)2

σ2
2

) (7.16)
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7.2. Implizite Darstellung der Optimalen Steuerstrategie

Schritt 6:
Wir linearisieren Eξ(ζ, B(ζ), x, B(x)) aus Formel 7.16. Dazu benötigen wir die Ableitung
von K0

K ′0(z) = −K1(z)

mit K1 als modifizierte Besselfunktion 2. Art mit Ordnung 1 [1, S.376] und B(x) =
x+ ηε(x).

Eξ(ζ, B(ζ), x, B(x)) ≈
1

2πK0(
√

2|ζ − x|)− ε

4πK0(
√

2|ζ − x|)

+
√

2
8π K1(

√
2|ζ − x|)ε|ζ − x| −

√
2

4π
K1(
√

2|ζ − x|)
sign(ζ − x) (ηε(ζ)− ηε(x))

(7.17)

Die Schritte 1− 6 werden für den Bereich II in angepasster Form analog durchgeführt:
Schritt 1:
Um in Bereich II die Randbedingungen

wII(x1,∞) = 0

wII(x1, B(x1)) = L(x1)− (1− e
− 2B(x1)

σ2
2 ) := M II(x1)

zu erhalten, wählen wir

wII = V I − (1− e
− 2x2
σ2

2 )

Es resultiert die partielle Differentialgleichung

wII
2 + 1

2w
II
11 + σ2

2
2 w

II
22 = 0 in B(x1) > x2 (7.18)

Schritt 2:
Wir transformieren wI = ŵI ∗ e

− x2
σ2

2 mit den Randbedingungen

ŵII(∞, x2) = 0

ŵII(x1, B(x1)) = e
B(x1)
σ2

2 L(x1)− e
B(x1)
σ2

2 + e
−B(x1)

σ2
2 := mII(x1) (7.19)

Wir erhalten

ŵII
11 + σ2

2ŵ
II
22 −

1
σ2

2
ŵII = 0 in B(x1) > x2 (7.20)
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Schritt 3:
Die partiellen Ableitungen nach x1 und x2 ergeben sich als

ŵII
1 (x,B(x)) =

m′II(x) + mII(x)
σ2

2
− 2

σ2
2
e
−B(x)

σ2
2

1 +B′(x)

ŵII
2 (x,B(x)) =

m′II(x)− mII(x)B′(x)
σ2

2
+ 2B′(x)

σ2
2
e
−B(x)

σ2
2

1 +B′(x) (7.21)

Schritt 4:
Die Normalenableitung in Bereich II auf B(x) ist die entgegengesetzte Normalenablei-
tung von Bereich I und mit den partiellen Ableitungen aus 7.21 ergibt sich der Rich-
tungsvektor

ŵII(x,B(x)) ·
(
−v1
−σ2

2v2

)
=

−m′II(x)B′(x) + mII(x)B′(x)
σ2

2
− 2B′2(x)

σ2
2

e
−B(x)

σ2
2 +m′II(x)σ2

2 +mII(x)− 2e
−B(x)

σ2
2√

1 +B′2(x)(1 +B′(x))

Mit F als Fundamental Lösung der partiellen Differentialgleichung 7.20 gilt :

F ξ
11 + (σ2

2)F ξ
22 −

1
σ2

2
F ξ = δξ

Wie in Bereich I erhalten wir ein Kurvenintegral:

e
B(x)
σ2

2

2 L(x)− e
B(x)
σ2

2

2 + e
−B(x)

σ2
2

2 =

∫ ∞
0

[−L
′B′e

B

σ2
2 + LB′e

B

σ2
2 + L′e

B

σ2
2 σ2

2 −B′e
B

σ2
2 −B′e

− B

σ2
2 + Le

B

σ2
2 − e

B

σ2
2 − e

− B

σ2
2

√
1 +B′2(1 +B′)

F ξ(ζ, B(ζ), x, B(x))−∇F ξ(ζ, B(ζ), x, B(x)) ·
(
−v1

σ2
2 − v2

)
(e

B

σ2
2 L(ζ)− e

B

σ2
2 + e

− B

σ2
2 )]√

1 +B′2(ζ)dζ (7.22)

Schritt 5:
Für die Fundamentallösung F aus Gleichung 7.22 mit λ = 1

σ2
und

F (r1, r2) = 1
σ2

2
G(r1,

r2

σ2
2
)
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7.3. Numerische Analyse

erhalten wir die verschobene Fundamentallösung

F ξ(ξ1, ξ2, x, y) = 1
2πσ2

2
K0(

√√√√(ξ1 − x)2

σ2
2

+ (ξ2 − y)2

σ2
2

) (7.23)

Schritt 6:
Auch für die Fundamentallösung F gibt es eine linearisierte Lösung. Um den Umfang
dieser Arbeit in Grenzen zu halten, wird diese Lösung nicht angegeben.

Wir setzten in die Gleichung 7.15 aus Schritt 4 die Linearisierung von Eξ und in Glei-
chung 7.22 aus Schritt 4 die Linearisierung von F ξ ein. Auch dieser Zwischenschritt wird
hier nicht dargestellt. Jedoch ist ein Artikel von Grandits [9] in Vorbereitung, welcher
diese Zwischenschritte ausführt. Danach subtrahieren wir die eingesetzten Gleichungen
voneinander und erhalten für die Funktion ηε eine Fredholm Gleichung erster Art :

2
π

∫ ∞
0

[K0(
√

2|x− ζ|)−K0(
√

2
√
x2 + ζ2)]η̃ε(ζ)dζ + gε(x) = 0 (7.24)

mit η̃ε = e−ζηε und

gε(x) = ε ∗ [
∫ ∞

0
1/2

K0
(√

2 s2 + 2x2
)
e−s (−4 s4 + 4 s3x+ 4 s2x2 + 4 sx3 − 8 s3 − 8 sx2)

π (2 s2 + 2x2) ds

+
∫ ∞

0
1/2

K1
(√

2 s2 + 2x2
)
e−s (4 s5 + 8 s3x2 + 4 sx4 + 4 s4 + 24 s2x2 + 4x4)

π (2 s2 + 2x2)3/2 ds

+
∫ ∞

0
1/2

K0
(√

2 |s− x|
)
e−s (2 s2 + 4 s)
π

ds

−
∫ ∞

0
1/2
√

2K1
(√

2 |s− x|
)
|s− x| e−s (s+ 1)

π
ds−

(
x2 + x

)
e−x]

Je nach Wahl von ε verändert sich ηε mit dem Faktor ε. Analytisch haben wir heraus-
gefunden, dass die Push-Bottom Strategie aus 7.0.1 das Problem 7.1 optimal löst. Wir
haben analytisch eine implizite Form 7.24 für ηε hergeleitet. Jedoch haben wir noch keine
explizite Darstellung gefunden. Im folgenden Abschnitt 7.3 werden wir eine numerische
Darstellung für ηε ermitteln.

7.3. Numerische Analyse
In diesem Abschnitt wird mit einem numerischen Verfahren eine approximative Lösung
für ηε(x) der Integralgleichung 7.24 hergeleitet. Um aus der impliziten Darstellung von
ηε(x) in der Fredholm Gleichung 7.24 eine explizite Darstellung zu erhalten, benutzen
wir die numerische Methode aus Abschnitt 5.4, die Wavelet Collocation Methode. Es
wurden zwei Alternativen vorgestellt, die eine Fredholm Gleichung mit uneigentlichem
Integral und singulärem Kern unter Anwendung der Wavelet Collocation Methode lösen.
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Ziel ist es, anhand der numerischen Methode ηε mit einer Festlegung von ε zu bestim-
men. Hierbei wurde die Software Matlab Version R2018a auf einem MacBook Pro(13
Zoll, Mitte 2010) mit macOS Sierra Version 10.12.6 verwendet.
Mit der Transformation aus Alternative 1 werden wir folgende Integralgleichung nume-
risch lösen:

2
π

∫ s+h

s

K0(
√

2|x+ log( ζ−s
h

)|)−K0(
√

2
√
x2 + log2( ζ−s

h
))

ζ − s
η̃ε(−log(ζ − s

h
))dζ + gε(x) = 0

(7.25)

Alternative 2 löst 7.24 ebenso numerisch, jedoch werden wir die obere Integrationsgrenze
der Integralgleichung durch einen endlichen Wert h ersetzen.

2
π

∫ h

0
[K0(
√

2|x− ζ|)−K0(
√

2
√
x2 + ζ2)]η̃ε(ζ)dζ + gε(x) = 0 (7.26)

7.3.1. Kalibrierung der Input-Parameter der Wavelet Collocation
Methode

In diesem Abschnitt werden wir die Parameter der in 5.4 vorgestellten Methode der Wa-
velet Collocation kalibrieren. Da gε(x) aus 7.24 linear in ε ist und somit auch ηε, setzen
wir in diesem Abschnitt ε = 1. In Abschnitt 7.3.2 ermitteln wir die Lösung ηε abhängig
von verschiedenen ε.
Als nächstes suchen wir den Regularisierungsparameter α für die Approximation von
einer Fredholmgleichung erster Art durch eine Fredholm Gleichung zweiter Art. Danach
werden wir für Alternative 1 eine sinnvolle Transformation suchen. Für Alternative 2
werden wir ein möglichst kleines Intervall für die Integration suchen, sodass die Lösung
möglichst exakt ist. Zuletzt sind für beide Alternativen jeweils Parameter M und K für
die Wavelet Approximation festzulegen.
Anhand der Kalibierung werden wir vergleichen, welche Alternative zu stabileren oder ef-
fektiveren Ergebnissen führt. Die Darstellungen der Lösungen in den folgenden Grafiken
entsprechen B(x1) = ηε(x1) + x1 = η̃ε(x1) ∗ ex1 + x1.

Regularisierungsparameter

Wir werden den Regularisierungsparameter α variieren. Dabei sind K, M mit K = 2
und M = 3 festgelegt. Alternative 1 mit den variierenden Lösungen und den festen
Transformationsparametern s = 0 und h = 2 ist in Abbildung 7.2 dargestellt. Abbil-
dung 7.3 zeigt die verschiedenen Lösungen auf dem festen endlichen Intervall [0, 8] für
Alternative 2.
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Abbildung 7.2.: B(x1) für verschiedene α gemäß Alternative 1
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Abbildung 7.3.: B(x1) für verschiedene α gemäß Alternative 2

In Abbildung 7.2 für Alternative 1 ist zu beobachten, dass sich für α = 1 die Lösung ver-
schieden anders zu den anderen Lösungen verhält. Allerdings würden wir in diesem Fall
von einer Fredholm Gleichung zweiter Art ohne Regularisierung ausgehen. Lösungen mit
α < 1 verhalten sich zumindest ab x1 = 0.3 gleich. Unter der Annahme dass die Lösung
eine Gerade darstellt, sehen wir, dass sich die besten Ergebnisse für α = 0.1 und α = 0.01
ergeben. Für α = 10−4 und α = 10−6 ist das Verhalten in 0 ≤ x1 ≤ 0.3 durch eine zu
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schwache Regularisierung zu erklären und wäre damit ein schlecht gestelltes Problem.
Die Integralberechnung in der Matrix L̂ kann Unsicherheiten durch ihre Singularitäten
hervorrufen. Wählen wir α größer, können diese geglättet werden. Im weiteren Vorgehen
entscheiden wir uns für α = 0.01 in Alternative 1.
Abbildung 7.3 für Alternative 2 zeigt für fast alle α , ausgenommen α = 1, ein gleichar-
tiges Verhalten. Auch hier entscheiden wir uns für α = 0.01 für die weiteren Variationen
der Approximation.

Transformationsparameter Alternative 1

In Abbildungen 7.4 und Abbildung 7.5 betrachten wir diejenigen Transformationen, wel-
che als untere Integrationsgrenze 0 besitzen und die obere Integrationsgrenze h variiert
wird. Wir legen die anderen Parameter α, K und M mit α = 0.01, K = 2 und M = 3
fest. Abbildung 7.4 zeigt die Lösung auf dem jeweiligen Transformationsintervall in Ab-
hängigkeit von h. Hiermit enden die Graphen bei unterschiedlichen Werten von x1. Zum
Beispiel endet der Graph mit h = 1 bei x1 = 1. Die Lösungen werden also jeweils
auf [0, h] beschränkt. Abbildung 7.5 zeigt die jeweiligen Lösungen dargestellt, auf dem
ganzen Intervall [0, 6] ohne obere Beschränkung von h.
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Abbildung 7.4.: B(x1) mit verschiedenen Transformationen auf [0, h]
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Abbildung 7.5.: B(x1) mit verschiedenen Transformationen auf dem ganzen Intervall auf
[0, 6]

Variation Transformation
1 s = 0 und h = 1
2 s = 0 und h = 2
3 s = 0 und h = 3
4 s = 0 und h = 4
5 s = 0 und h = 5

Tabelle 7.1.: Beschreibung der Varationen aus Abb. 7.4 und Abb. 7.5

In Abbildung 7.4 wird ersichtlich, dass Lösungen mit h ≤ 3 ähnliches Verhalten, im Sin-
ne einer Geraden, auf ihren jeweiligen Intervallen zeigen. Für h > 3 zeigt sich jedoch im
Bereich von [0.5, 3] kein einheitliches Verhalten. Die Transformation und deren Auswir-
kung auf die Singularitäten können die Sprünge der Graphen hervorrufen. Jedoch nähern
sich die jeweiligen Lösungen am Intervallanfang und Ende wieder den anderen Lösungen
an. Es wird anhand dieses Beipiels deutlich, dass Transformationen mit großem h > 3
ungünstig für die Darstellung einer Lösung sind.
Betracheten wir Abbildung 7.5, so wird ersichtlich, dass sich die Lösungen außerhalb
ihres Transformationsintervalls unterschiedlich verhalten. Der Versuch einer Darstellung
durch Rücktransformation auf das ganze Intervall [0,∞] der Lösung führt zu Ergeb-
nissen, die eine starke Variation außerhalb des Transformationsintervalls [0, h] zeigen.
Erklärbar ist diese Beobachtung durch die Einschränkung der Legendre Wavelet Collo-
cation Methode, die nur auf seinem Transformationsintervall [0, h] definiert ist.
Alternative 1 gibt uns somit eine gute Lösung, wenn wir das Transformationsintervall
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möglichst klein halten und die Lösung nur auf dem jeweiligen Transformationsintervall
dargestellt wird.
Abbildung 7.6 stellt eine zusammengesetzte Lösung aus 8 verschiedenen Transformatio-
nen mit festem h = 1 und variierendem s dar.
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Abbildung 7.6.: B(x1) als Zusammensetzung verschiedener Transformationen mit h = 1

Die jeweiligen Lösungen, eingeschränkt auf ihr Transformationsintervall, ergeben ein
einheitliches Bild in Abbildung 7.6. Die Zusammensetzung ähnelt einer Geraden. Somit
ergibt sich bei Alternative 1 bei kleinen Transformationsintervallen eine gute Lösungs-
approximation.
Die folgende Abbildung 7.7 stellt uns dieselbe Variation für η̃ dar.
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Abbildung 7.7.: Funktion η̃ in Abhängigkeit von verschiedenen Transformationen mit
h = 1

Variation Transformation
1 s = 0 und h = 1
2 s = 1 und h = 1
3 s = 2 und h = 1
4 s = 3 und h = 1
5 s = 4 und h = 1
6 s = 5 und h = 1
7 s = 6 und h = 1
8 s = 7 und h = 1

Tabelle 7.2.: Beschreibung der Varationen aus Abb. 7.6 und 7.7

Integrationsintervall Alternative 2

Nun werden wir ein geeignetes h für Alternative 2 suchen. Um∫ h

0
K(x, s)f(s)ds ≈

∫ ∞
0

K(x, s)f(s)ds

zu erhalten, sollten wir von der Theorie her h so groß wie möglich wählen. Jedoch soll-
te man gleichzeitig auch den Rechenaufwand in Betracht ziehen, weil die Anzahl der
Stützstellen mit großeren h steigt. Deswegen werden wir durch numerisches Testen her-
ausfinden, ab welchen h η̃ ein einheitliches Verhalten zeigt. Wir setzen unsere Parameter
mit K = 2, M = 3 und α = 0.01 fest.
In Abbildung 7.8 wird die obere Integralgrenze variiert.
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Abbildung 7.8.: Darstellung der Funktion η̃ in Abhängigkeit von h

In Abbildung 7.8 wird ersichtlich, dass η̃ für größer werdende h als eine Kurve beschrieben
werden kann. Bei x1 = h stürzt die Kurve jedoch immer auf 0 ab. Zudem steigt die Kurve
kurz vor x1 = h sehr stark an.
Die Abbildung 7.9 zeigt uns die Lösung im Sinne von B(x1) = ηε(x1) + x1 = η̃ε(x1) ∗
ex1 + x1
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Abbildung 7.9.: B(x1) mit unterschiedlichen Intervalllängen
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Variation Integrationsintervall
1 [0, 1]
2 [0, 2]
3 [0, 3]
4 [0, 4]
5 [0, 5]
6 [0, 6]
7 [0, 7]
8 [0, 8]

Tabelle 7.3.: Beschreibung der Varationen aus Abb. 7.9 und Abb. 7.8

Das einheitliche Verhalten in Abbildung 7.9 auch für kleine h, ist dadurch zu erklären,
dass der Kern K der Integralgleichung 7.26 aus einer Zusammensetzung von modifizier-
ten Besselfunktionen zweiter Art besteht. Sie werden als K0 bezeichnet werden. Dabei
besitzt K0 eine Singulärität und für ζ → ∞ geht K0 → 0. Für den Kern K bedeutet
das: Je weiter x und ζ von einander entfernt sind, desto kleiner wird K. Wir definieren
den Bereich B = {ζ||K(x, ζ)| > ε}⋂{ζ||η̃(ζ)| > ε}, wobei ε so klein gewählt wird, dass
gilt : ∫

B
K(x, ζ)η̃(ζ)dζ ≈

∫ ∞
0

K(x, ζ)η̃(ζ)dζ

Der Bereich B kann durch die Eigenschaft von K somit auch bei kleineren Intervallen
gut abgedeckt werden. Der steile Anstieg kurz vor x1 = h lässt sich dadurch erklären,
dass wir das Integral auf einen Bereich [0, h] einschränken und nicht über dem ganzen
Intervall [0,∞] integrieren.

Wavelet Parameter

Wir variieren nun Parameter K, der die Unterteilung des Intervalls für die Legendre
Wavelet Polynomfunktionen definiert, und M , den höchsten Grad der Polynome, zuerst
für Alternative 1 und danach für Alternative 2. Für Alternative 1 verwenden wir das
Transformationsintervall [0, 3]. In Alternative 2 verwenden wir das Integrationsintervall
[0, 10]. Für Alternative 1 ist die Variation von K in Abbildung 7.10 und von M in Ab-
bildung 7.11 dargestellt. Abbildung 7.12 vergleicht die Variation von K und Abbildung
7.13 die Variation von M für Alternative 2.
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Abbildung 7.10.: B(x1) mit Variation von K Alternative 1

Variation Kund M
1 K = 1 und M = 3
2 K = 2 und M = 3
3 K = 3 und M = 3
4 K = 4 und M = 3
5 K = 5 und M = 3
6 K = 6 und M = 3

Tabelle 7.4.: Beschreibung der Varationen aus Abb. 7.10

In Abbildung 7.10 beobachten wir für K = 2, ..., 4 ein einheitliches Verhalten der Lösung
als Gerade. K = 1 zeigt im Intervall [0, 0.5] ein abweichendes Verhalten. Mit K = 1
ergeben sich zu wenig Stützstellen, und so liefert die Methode in diesem Intervall eine
schlechte Approximation. Für K ≥ 5 zeigt sich, dass die Lösungen im Intervall [0.7, 1.5]
sehr stark von dem einheitlichen Verhalten abweichen. Außerhalb dieses Intervalles zeigen
die Lösungen ein einheitliches Verhalten. Wir entscheiden uns deshalb für K = 3, da
einerseits der Rechenaufwand relativ gering und andererseits die Lösung stabil ist.
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Abbildung 7.11.: B(x1) mit Variation von M Alternative 1

Variation Kund M
1 K = 2 und M = 2
2 K = 2 und M = 3
3 K = 2 und M = 4
4 K = 2 und M = 5
5 K = 2 und M = 6
6 K = 2 und M = 7

Tabelle 7.5.: Beschreibung der Varationen aus Abb. 7.11

Die Gradvariation in Abbildung 7.11 der Waveletpolynome zeigt lediglich im Falle von
M = 2 im Intervall [0, 0.7] Abweichungen im Vergleich zu den anderen Lösungen. Be-
gründet werden kann dies dadurch, dass sich mit M = 2 zu wenig Stützstellen ergeben
und nur mit Geraden approximiert wird. Die Wahl von M = 4 scheint wegen seines
geringen Rechenaufwands und dank guter Approximation sinnvoll.
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Abbildung 7.12.: B(x1) mit Variation von K Alternative 2

Variation Kund M
1 K = 1 und M = 3
2 K = 2 und M = 3
3 K = 3 und M = 3
4 K = 4 und M = 3

Tabelle 7.6.: Beschreibung der Varationen aus Abb. 7.12
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Abbildung 7.13.: B(x1) mit Variation von M Alternative 2

Variation Kund M
1 K = 2 und M = 2
2 K = 2 und M = 3
3 K = 2 und M = 4
4 K = 2 und M = 5

Tabelle 7.7.: Beschreibung der Varationen aus Abb. 7.13

In Abbildung 7.12 und Abbildung 7.13 zeigt sich in allen Variationen eine stabile Lösung.
Wir entscheiden uns für K = 2 und M = 3.
Im Allgemeinen haben wir gesehen, dass Alternative 1 nur mit richtiger Parametrisierung
eine gute Lösung approximieren kann. Die Integraltransformation mit t = −log( ζ−s

h
) in

Alternative 1 ist vor allem bei größeren h schwierig. Alternative 2 ist, mit Ausnahme von
Parameter α, unabhängig von der Parametrisierung sehr stabil in der Lösungsfindung.

7.3.2. Numerische Lösung der Integralgleichung
Wir stellen nun unsere Lösung ηε(x1) + x1 mit der in 7.3.1 gefundenen Kalibrierung
dar. Für Alternative 1 setzen wir α = 0.01, K = 3, M = 4 sowie die Transformation
s = 0 und h = 3. Für Alternative 2 wählen wir α = 0.01, K = 2 ,M = 3 sowie das
Integrationsintervall [0, 10].
Mit ε = 0.1 wird die numerische Lösung der Integralgleichung aus 7.24 in Abbildung
7.14 mit beiden Alternativen dargestellt.
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Abbildung 7.14.: B(x1) dargestellt mit Alternative 1 und Alternative 2 mit ε = 0.1

Abbildung 7.14 zeigt sowohl Alternative 1 auf seinem Transformationsintervall als auch
Alternative 2 auf seinem Integrationsintervall. Dabei überlagern sich die Lösungen der
beiden verschiedenen Alternativen auf dem Transformationsintervall [0, 3]. Alternative
2 führt die Lösung auf dem Integrationsintervall auf [3, 10] fort. Die Lösung nähert sich
dabei der gelben Geraden mit Steigung 1.1, die in Abbildung 7.14 abgebildet ist. Zum
Vergleich stellt die lila Gerade x2 = x1 dar. Demnach ergibt sich für η0.1(x1) ≈ 0.1x1.
Die vollständigen numerischen Funktionen für ηε(x1), die aus dem Matlabcode C.2 re-
sultieren, wären für Alternative 1 ein Polynom mit Grad 3 und für Alternative 2 ein
Polynom mit Grad 2. Jedoch sind diese Funktionen, definiert für die Intervalllängen
[0, 3] und [0, 10], sehr lang und unübersichtlich. Ich gebe daher den Lösungsvektor C
sowie den Vektor Υ, der die entsprechende Legendre Waveletfunktionen beinhaltet, auf
dem Intervall [0, 1] für Alternative 1 mit α = 0.01, K = 2 und M = 3 an:

C =



0.1480
−0.0574
0.0177
0.0286
−0.0298
0.0008


Υ(s) =



1(s< 1
2∧0≤s)

√
2

1(s< 1
2∧0≤s)

√
2
√

3(4s− 1)
1(s< 1

2∧0≤s)
√

2
√

5(24s2 − 12s+ 1)
1(s<1∧ 1

2≤s)
√

2
1(s<1∧ 1

2≤s)
√

2
√

3(4s− 3)
1(s<1∧ 1

2≤s)
√

2
√

5(24s2 − 36s+ 13)


Die vollständige numerische Lösung ergibt sich in diesem Fall als

η0.1(x1) = Υ(e−x1)ᵀC ∗ 0.1 ∗ ex1

Betrachten wir in Abbildung 7.15 η̃ aus der Integralgleichung numerisch.
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Abbildung 7.15.: η̃ aus Integralgleichung 7.24 mit Alternative 1 und Alternative 2

In Abbildung 7.15 sehen wir, dass η̃ aus Alternative 2 leicht abweicht von η̃ aus Al-
ternative 1. Das Verhalten der beiden Lösungen ist jedoch ähnlich. Welche der beiden
Alternativen ein besseres Ergebnis erzielt, kann ermittelt werden, indem wir die jeweili-
gen Integrale aus den Integralgleichungen 7.25 und 7.26 mit den erhaltenen η̃ auswerten
und mit g aus Integralgleichung 7.24 vergleichen. Dies wird in Abbildung 7.16 dargestellt.
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Abbildung 7.16.: Integrallösung und Vergleich mit der Funktion g

Abbildung 7.16 zeigt uns, dass die Auswertung des Integrals mit Alternative 1 auf dem
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Transformationsintervall [0, 3] eine sehr gute Annäherung an die Funktion g ist. Dabei
wird der blaue Graph der Funktion g auf dem Intervall [0, 3] von dem roten Graphen
der Auswertung von Alternative 1 überlagert. Der Graph der Auswertung des Integrals
aus Alternative 2 zeigt ein leicht abweichendes Verhalten am Hochpunkt der Kurve. Die
Tatsache, dass Alternative 1 im Vergleich zu Alternative 2 eine bessere Annährung liefert,
erklärt sich durch das Einschänken des Integrationsintervalls in Alternative 2. Um eine
bessere Approximation in Alternative 2 zu erzielen, müsste man das Integrationsintervall
vergrößern. Hierbei sollte jedoch die erhöhte Rechenaufwand beachten. Betrachtet man
die Lösungen in 7.14, können wir beoachten, dass sich die Alternativen 1 und 2 durch die
Multiplikation von exp ∗η̃ε überlagern und wir den Nachteil von Alternative 2 hierdurch
auffangen können.
Wir variieren nun ε. Abbildung 7.17 zeigt uns die Lösung ηε mit ε = 0; ε = 0.01; ε =
0.2; ε = 0.5.
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Abbildung 7.17.: B(x1) mit ε = 0; ε = 0.01; ε = 0.2; ε = 0.5

In Abbildung 7.17 können wir mit zunehmendem ε auch eine zunehmende Steigung des
Graphen der Funktion ηε beobachten. Dieses Verhalten kann dadurch erklärt werden,
dass ε nur als Faktor in gε multipliziert wird und ε ein multiplikativer Faktor in ηε ist.
Der Fall ε = 0 stellt dabei das Setting von McKean und Sheep aus Kapitel 6 mit gleichen
Volatilitäten σ1 = σ2 = 1 dar. Die Lösungskurve B(x1) = ηε(x1) + x1 = x1 entspricht
also der Identität.
Zusammenfassend können wir folgende Vor-und Nachteile der Alternativen aufführen:
Alternative 1 kann eine genauere Approximation von η̃ε erzielen, jedoch nur auf einem
kleineren Transformationsintervall. Abhilfe könnte eine Zusammensetzung der Lösungen
auf vielen kleinen Transformationsintervallen wie in Abbildung 7.6 schaffen. Ein weiterer
Nachteil ist jedoch die schwierige Kalibrierung der Alternative 1. Im Gegensatz dazu sind
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die Lösungen in Alternative 2 stabil und auch längere Integrationsintervalle können gut
dargestellt werden. Jedoch sollte die längere Rechenzeit bei der Verwendung von längeren
Intervallen beachtet werden.
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8. Zusammenfassung
Das Ziel der Arbeit ist, eine explizite Darstellung von ηε durch numerische Berechnungen
zu erhalten. ηε(x1) ist eine Funktion, abhängig von dem Vermögen x1 des Unternehmens
1, bei gleichbleibender Volatilität σ2

2 = σ2
1 + ε des Unternehmens 2. ηε beschreibt den

Schwellenwert, den Unternehmen 1 zusätzlich zum Vermögen x2 des volatileren Unter-
nehmens 2 überschreiten muss, um von einer Förderung des Staates zu profitieren.Dies
stellt das Szenario einer sozialischen Steuerpolitik dar, die optimal ist, wenn die gemein-
same Überlebenswahrscheinlichkeit beider Unternehmen maximiert werden soll. Eine
implizite Darstellung von η̃ε(x1) = exp(x1) ∗ ηε(x1) ist durch die Integralgleichung 7.24

2
π

∫ ∞
0

[K0(
√

2|x− ζ|)−K0(
√

2
√
x2 + ζ2)]η̃ε(ζ)dζ + gε(x) = 0

gegeben. Das numerische Verfahren der Wavelet Collocation Methode scheint für die nu-
merische Approximation geeignet, da es einen einfachen Algorithmus aufweist und gute
Ergebnisse bringt. Da das klassische Verfahren der Wavelet Collocation Methode für
eigentliche Integrale mit stetigem Kern vorgesehen ist, war es Aufgabe der vorliegenden
Arbeit, das ursprüngliche Verfahren an ein Integral mit uneigentlichem und singulären
Kern zu adaptieren und zu kalibrieren. Hierfür werden zwei alternative Ausführungs-
weisen vorgestellt und verglichen. Alternative 1 transformiert das uneigentliche Integral
in der Integralgleichung in ein eigentliches Integral. Auch Alternative 2 wandelt, ohne
Transformation, das Integral in ein eigentliches Integral um, indem die unendliche obere
Integralgrenze durch eine endliche ersetzt wird. Dabei beoachten wir, dass Alternati-
ve 1 sehr sensibel auf unterschiedliche Kalibrierungen reagiert, Alternative 2 jedoch im
Wesentlichen gleiche Ergebnisse unabhängig von der Kalibrierung aufweist. Die Appro-
ximation mit einer geeigneten Kalibrierung unter Alternative 1 von η̃ε ist besser als die
unter Alternative 2. Nach der Multiplikation η̃ε = exp ∗ηε ist der Fehler in Alternative
2 unwesentlich und die Lösung stimmt approximativ mit derjenigen von Alternative 1
überein. Zudem kann Alternative 1 nur auf kleineren einzelnen Intervallen zur Lösungs-
findung angewandt werden. Also sind beide Methoden je nach spezifischem Blickwinkel
zur Findung einer Lösung geeignet und erzielen plausible und anwendbare Ergebnisse.
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A. Wichtige Resultate aus Maß - und
Wahrscheinlichkeitstheorie

Die Maß - und Wahrscheinlichkeitstheorie gibt uns erste wichtige Definitionen und Resul-
tate, welche fortführend in stochastischen Prozessen und somit auch in der Ruintheorie
und der stochastischen Kontrolltheorie verwendet werden. Einige wichtige Resultate,
welche diese Arbeit heranzieht, werden hier aufgeführt. Sie stammen aus [19] und [16].
Interessierte Leser können Beweise in den angegebenen Werken nachlesen.

Definition A.0.1 (messbar). Sind (Ω1,F1) und (Ω2,F2) zwei Messräume, so nennt
man die Funktion f : Ω1 → Ω2 F1|F2-messbar, wenn f−1(A) ∈ F1∀A ∈ F2.

A.1. Starkes Gesetz der großen Zahlen
Theorem A.1.1 (Kolmogorov’s 2. Gesetz der großen Zahlen). Besitzen die auf ei-
nem Wahrscheinlichkeitsraum (Ω,F , P ) unabhängige, identisch verteilten Zufallsvaria-
blen Xn, n ∈ N einen Erwartungswert EX := EXn, so gilt

lim
n→∞

1
n

n∑
i=1

Xi = EX P − f.s. (A.1)

A.2. Konvergenzsätze
Definition A.2.1 (Fast sichere Konvergenz). Sei (Ω,F , P ) ein Wahrscheinlichkeits-
raum. Eine Folge von Zufallsvariablen Xn konvergiert fast sicher gegen die Zufallsvaria-
ble X, wenn

P ({ω ∈ Ω : lim
n→∞

Xn(ω) = X(ω)}) = 1

ist.

Definition A.2.2 (schwache Konvergenz). Eine Folge von endlichen Maßen Pn auf
(R,B) bzw. die Folge ihrer zugehörigen Verteilungsfunktionen Fn konvergiert schwach
gegen das endliche Maß P bzw gegen seine Verteilungsfunktion F , wenn für jeden Ste-
tigkeitspunkt x von F gilt: limn→∞ Fn(x) = F (x)

Definition A.2.3 (Lp-Konvergenz). Eine Funktionenfolge fn ∈ Lp konvergiert in Lp
gegen f ∈ Lp wenn gilt: limn→∞E[|fn − f |p] = 0
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Theorem A.2.4 (Konvergenz durch Monotonie). Ist (Ω,F , P ) ein Wahrscheinlichkeits-
raum und fn eine P− fast überall monoton wachsende Folge, die gegen f konvergiert.
dann gilt

lim
n

∫
fndP =

∫
lim
n
fndP =

∫
fdP

Theorem A.2.5 (Satz der majorisierten Konvergenz). Sei (Ω,F , P ) ein Wahrschein-
lichkeitsraum und fn eine Folge von F-messbaren Funktionen mit |fn| ≤ g P − f.ü.,
wobei g bezüglich P integrierbar ist auf Ω. Dann konvergiert fn P − f.ü. gegen eine
F-messbare Funktion f und es gilt:

lim
n→∞

∫
Ω
|fn− f |dP = 0

A.3. Ungleichung
Theorem A.3.1 (Markov’sche Ungleichung). Ist (Ω,F , P ) ein Wahrscheinlichkeits-
raum, X eine reellwertige Zufallsvariable, a eine reelle Konstante und h : D → [0,∞)
eine monoton steigende Funktion. Dann gilt

P (X ≥ a) ≤ E[h(X)]
h(a)
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B. Wichtige Resultate aus der Theorie
für partielle Differentialgleichungen

In diesem Kapitel werden relevante Resultate für partielle Differentialgleichungen präsen-
tiert. Diese Resultate werden in Abschnitt 7.2 für die Herleitung einer Integralgleichung
aus einer partiellen Differentialgleichung benötigt. Grundliegend hierfür ist das Skript
von Prof Jüngel [14]. Interessierte können Beweise und weitere Resultate hier nachlesen.
Wir gehen von einer offenen Menge Ω aus. Für den Rand der Menge nehmen wir ∂Ω ∈ C1

und x∗ ∈ ∂Ω an. Der Rand ∂Ω kann um x∗ lokal durch eine Funktion g(x1, ..., xn−1)
beschrieben werden. Durch stetige partielle Ableitungen kann eine Tangentialebene be-
schrieben werden. Der äussere Normaleneinnheitsvektor v(x∗) ist derjenige Vektor,
der senkrecht auf der Tangentialebene steht und mit Länge 1 durch den Punkt x∗ geht.
Von der offenen Menge Ω betrachtet weist die Richtung des Vektors nach außen.

Definition B.0.1 (Normalenableitung). Sei ∂Ω ∈ C1 mit äußerem Normaleneinheits-
vektor v und f ∈ C1(Ω). Dann nennen wir

∂f

∂v
= ∇f(x) · v(x), x ∈ ∂Ω

die äußere Normalenableitung von f an x. Sie ist stetig auf ∂Ω. ∇ beschreibt den Nabla
Operator.

Theorem B.0.2 (Gauss). Sei Ω ⊂ Rn eine offene und beschränkte Menge mit ∂Ω ∈ C1

und äußerem Normaleneinheitsvektor v, definiert auf ∂Ω. Ferner sei f ∈ C1(Ω,Rn) eine
vektorwertige Funktion. Dann gilt∫

Ω
div(f)dx =

∫
∂Ω
f · vds

Das Integral auf der rechten Seite bezeichnet das Oberflächenintegral.

Wir können mit u ∈ C1(Ω) und der Produktregel

div(uf) = ∇u · f + u div(f)

den Satz von Gauss B.0.2 erweitern:∫
Ω
u div(f)dx = −

∫
Ω
∇u · fdx+

∫
∂Ω
u(f · v)ds (B.1)
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B.1 wird auch als mehrdimensionale partielle Integration angesehen. Wenden wir die
mehrdimensionale Integration B.1 zweimal an, ergibt sich [14, S.41]∫

Ω
u M fdx =

∫
Ω
M ufdx+

∫
∂Ω

(u(∇f · v)− f(∇u · v))ds (B.2)

M bezeichnet den Laplace Operator.
Wir definieren die Menge

D = C∞0 (Ω) = {φ ∈ C∞(Ω) : der Träger von φ ist kompakt in Ω}

Definition B.0.3 (Distribution). Eine Distribution ist ein lineares Funktional u : D →
R das bezüglich der Konvergenz

lim
n→∞

u(φn) = 0 für alle Folgen φn ∈ D(Ω), die gegen null konvergieren,

stetig ist. Anstatt u(φ) für φ ∈ D(Ω) verwenden wir die Notation 〈u, φ〉. Wir bezeichnen
die Menge aller Distributionen mit D′(Ω)

Theorem B.0.4. Jede Funktion f ∈ L1
loc(Ω) := {f : Ω → R : ∀K ⊂ Ω kompakt :

f ∈ L1(K)} kann mittels

〈f, φ〉 =
∫

Ω
fφdx für alle φ ∈ D(Ω)

als eine Distribution aufgefasst werden.

Definition B.0.5 (Delta-Distribution). Die Dirac’sche Delta- Distribution δ ist durch

〈δ, φ〉 = φ(0) für alle φ ∈ D(Rn)

definiert. Die verschobene Dirac’sche Delta-Distribution mit Pol in ζ wird durch

〈δζ , φ〉 = φ(ζ)

definiert.

Definition B.0.6 (Fundamentallösung). Sei L(u) = ∑
|α|≤k cαD

αu ein linearer formaler
Differentialoperator und ζ ∈ Rn. Wir nennen Uζ eine distributionelle Lösung von

L(Uζ) = δζ

wobei δζ die verschobene Delta-Distribution ist, Fundamentallösung von L mit Pol in ζ.

Desweiteren benötigen wir die Definition eines Kurvenintegrals 1. Art. Für weiteres
verweise ich auf [6].

Definition B.0.7 (Kurvenintegral 1.Art). Sei f : D ⊂ Rn → R stetig und γ : [a, b] →
Rn eine (stückweise) C1-Kurve. Dann heißt∫

γ
fdγ :=

∫ b

a
f(γ(t))||γ′(t)||2dt

Kurvenintegral 1.Art der Funktion f entlang der Kurve γ.
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C. Matlabcodes

Listing C.1: Matlabcode für Abbildung 5.1
1 syms m s n k
2 set(0,'defaulttextinterpreter ','Latex ');
3
4 M=3
5 K=2
6 pp=(m+0.5) ^(0.5) *2^(K*0.5)* legendreP (m ,2^K*s -(2*n -1));
7 phinmzz = matlabFunction (pp);
8 fun_lb =@(n,k)((2*n -1) -1) /2^(k);
9 fun_ub =@(n,k)((2*n -1) +1) /2^(k);
10 for i= 1:(2^(K -1))
11 for j=0:M-1
12 a((i -1) *(M)+j+1)=fun_lb(i,K);
13 b((i -1) *(M)+j+1)=fun_ub(i,K);
14 funkur ((i -1) *(M)+j+1)= phinmzz (j,i,s);
15 fplot(funkur ((i -1) *(M)+j+1) ,[a((i -1) *(M)+j+1) ,b((i -1) *(M)+j

+1) ])
16 hold on
17 end
18 end
19 legend(cat(2,cat(2,'Legendre Wavelet Basis fuer M=',int2str (

M)),cat(2,'und fuer K=',int2str (K))))
20 print('legendrewaveletsprint ','-depsc ')

Listing C.2: Matlabcode für Abbildung 7.14 und der Abbildungen 7.1, 7.15 und 7.17
1 clear all
2 close all
3 set(0,'defaulttextinterpreter ','latex ');
4 syms t s
5 tic
6 %% Alternativ 1
7 %% Paramter
8 % Wavetparameter K
9 K=3;
10 % Wavetparameter M
11 M=4;
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12 % Parameter fuer nicht verwendete Gauss Quadratur
13 gqp =20;
14 methode =2;
15 % Intervalldeklaration
16 intervallanfang1 =0; %s
17 intervallende1 =3;%s+h
18 intervall1 = intervallende1 - intervallanfang1 ;%h
19 % Regularisierungsparameter
20 alpha =0.01;
21 %Kern
22 kk= besselk (0, sqrt (2)*abs(t-s))-besselk (0, sqrt (2)*sqrt(t^2+s

^2));
23 k= matlabFunction (kk);
24 %Wahl der Alternative durch Transformation
25 k= matlabFunction (k(-log ((s- intervallanfang1 )/ intervall1 ),t)

/(s- intervallanfang1 ));% Alternative 1
26 trennung = matlabFunction ( intervallanfang1 + intervall1 *exp(-t))

; % Singularitaet
27 % Auswertung von g(x) an den Stuetzstellen
28 [G,t1] = intG(M,K, intervallanfang1 , intervallende1 )
29 % waveInt liefert numerisches eta_schlange mit FF1 und C1 als

Loesungvektor C
30 %und waveletfunktion1 sind die Legendre Wavelet Basis

Funktionen
31 [C1 ,FF1 , waveletfunktion1 ] = wavmInt (K,M,gqp ,alpha ,methode ,

intervallanfang1 , intervallende1 ,G,k, trennung )
32 % integralproberechnung mit FF1 ( Ergebnis sollte g(x) seien)
33 [Loesung1 , Loesung21 ] = integralgleichung (k,FF1 ,M,K,

intervallanfang1 , intervallende1 )
34 syms s
35
36
37 toc
38 tic
39 %% Alternativ 2
40 K=2;
41 M=3;
42 gqp =20;
43 intervallanfang =0;
44 intervallende =10;
45 alpha =0.1;
46 methode =2;
47 intervall = intervallende - intervallanfang ;
48 [G,t2] = intG(M,K, intervallanfang , intervallende )
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49 k= matlabFunction (kk); %keine Transformation also Alternative
2

50 trennung = matlabFunction (t);
51 [C2 ,FF2 , waveletfunktion2 ] = wavmInt (K,M,gqp ,alpha ,methode ,

intervallanfang , intervallende ,G,k, trennung )
52 [Loesung2 , Loesung22 ] = integralgleichung (k,FF2 ,M,K,

intervallanfang , intervallende )
53 %wahle epsilon aus sigma2 ^2=(1+ epsilon )
54
55 %plots fuer epsilon =0.1
56 epsilon =0.1;
57
58 figure (1)
59 fplot(FF1(exp(-s)* intervall1 + intervallanfang1 )* epsilon *exp(s

)+(s) ,[ intervallanfang1 intervallende1 ],'--*')
60 hold on
61 fplot(FF2(s)* epsilon *exp(s)+(s) ,[ intervallanfang

intervallende ],'--*')
62 hold on
63 toc
64 fplot(s*1.1 ,[ intervallanfang intervallende ],'--')
65 hold on
66 fplot(s ,[ intervallanfang intervallende ],'--')
67 legend('Loesung auf dem Intervall [0 ,3] Alternative 1','

Loesung auf dem Intervall [0 ,10] Alternative 2','
Annaehernde Gerade mit Steigung 1.1 ','Location ','
southeast ')

68 xlabel('$x_1$')
69 ylabel('$x_2$')
70 print('result3 ','-depsc ')
71
72 figure (2)
73 fplot(FF1(exp(-s)* intervall1 + intervallanfang1 )*epsilon ,[

intervallanfang1 intervallende1 ],'--*')
74 hold on
75 fplot(FF2(s)*epsilon ,[ intervallanfang intervallende ],'--*')
76 legend('epsilon =0.1 etatilde auf Intervall [0 ,3] Alternative

1','etatilde auf Intervall [0 ,10] Alternative 2','
Location ','southeast ')

77 xlabel('$\ zeta$')
78 %ylabel ('$x_2$')
79 print('result3_2 ','-depsc ')
80 figure (3)
81 epsilon =1
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82 plot(t2 ,G* epsilon )
83 hold on
84 plot(t1 , Loesung1 * epsilon )
85 hold on
86 plot(t2 , Loesung2 * epsilon )
87 xlabel('$x$')
88 legend('g','Integralauswertung Alternative 1','

Integralauswertung Alternative 2')
89 print('result3_3 ','-depsc ')
90
91 %plots fuer epsilon =0.01 ,0.2 ,0.5
92
93 figure (4)
94 epsilon =0.01;
95 fplot(FF2(s)* epsilon *exp(s)+(s) ,[ intervallanfang

intervallende ],'--*')
96 hold on
97 epsilon =0.2;
98 fplot(FF2(s)* epsilon *exp(s)+(s) ,[ intervallanfang

intervallende ],'--*')
99 hold on
100 epsilon =0.5;
101 fplot(FF2(s)* epsilon *exp(s)+(s) ,[ intervallanfang

intervallende ],'--*')
102 hold on
103 epsilon =0;
104 fplot(FF2(s)* epsilon *exp(s)+(s) ,[ intervallanfang

intervallende ],'--*')
105 legend('epsilon =0.01 ','epsilon =0.2 ','epsilon =0.5 ','epsilon =0

','Location ','southeast ')
106 xlabel('$x_1$')
107 ylabel('$x_2$')
108 print('result3_5 ','-depsc ')
109
110 % Abbildung zur Darstellung der partiellen Diffgl auf den

Bereichen I und II
111 figure (5)
112 epsilon =0.1;
113 fplot(FF2(s)* epsilon *exp(s)+(s) ,[ intervallanfang

intervallende -1],'b')
114 hold on
115 fplot ((s) ,[ intervallanfang intervallende -1],'--r')
116 gtext('Bereich $\ mathrm{I}$','FontSize ' ,16)
117 gtext('Bereich $\ mathrm{I}\ mathrm{I}$','FontSize ' ,16)
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118 gtext('V=0','FontSize ' ,16)
119 gtext('V=0','FontSize ' ,16)
120 gtext('$B(x_1)$','FontSize ' ,16,'Color ','blue ')
121 gtext('$x_1=x_2$','FontSize ' ,16,'Color ','red ')
122 gtext('$x_2 \to \infty :$','FontSize ' ,16)
123 gtext('$V=1-e^{-2 x_1 }$','FontSize ' ,16)
124 gtext('$x_1 \to \infty :$','FontSize ' ,16)
125 gtext('$V=(1-e^{ -2\ frac{x_2 }{\ sigma_2 ^2}})$','FontSize ' ,16)
126 gtext('$V_ {1}+\ frac {1}{2}( V_ {11}+\ sigma_2 ^2V_ {22}) =0$ ','

FontSize ' ,16)
127 gtext('$V_ {2}+\ frac {1}{2}( V_ {11}+\ sigma_2 ^2V_ {22}) =0$ ','

FontSize ' ,16)
128 xlabel('$x_1$')
129 ylabel('$x_2$')
130 %print('result3_4 ','-depsc ')

Die Abbildungen 7.2, 7.3, 7.4, 7.5, 7.6, 7.7, 7.8, 7.9, 7.10, 7.11, 7.12 und 7.13 sind
Variationen von Matlabcode C.2 die den Code C.3 verwenden.

Listing C.3: Matlabcode für die Numerische Approximation von η̃ der Integralgleichung
7.24

1 function [C,FF ,fz] = wavmInt (K,M,gqp2 ,alpha ,methode ,
intervallanfang , intervallende ,G,k, trennung )

2
3 %%gibt den Loesungsvektor C des linearen Gleichungssystems

der
4 %% diskretisierten Fredholmgleichung zurueck
5
6 %% gibt die approximierte Funktion eta_schlange zureuck
7 %% gibt die Legendre Wavelet Polynome zurueck
8
9 set(0,'defaulttextinterpreter ','Latex ');
10 syms x t s m n c o
11 intervall = intervallende - intervallanfang ;
12 p=(2^(K -1))*M;
13 %Anzahl der Stuetzstellen
14 p2 =(2^(K -1))*M* intervall ;
15 % Stuetzstellen
16 t1 =((2*(1: p* intervall ) -1)/2/p).'+ intervallanfang ;
17 % Legendre Wavelet Polynome
18 pp=(m+0.5) ^(0.5) *2^(K*0.5)* legendreP (m ,2^K*s -(2*n -1));
19 phinmzz = matlabFunction (pp);
20 % Funktionen zur Bestimmung der Intevalle des

Definitionsbereichs der Legendre
21 % Wavelet Polynome
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22 %Untere Grenze a
23 fun_lb =@(n,k)((2*n -1) -1) /2^(k);
24 %Untere Grenze b
25 fun_ub =@(n,k)((2*n -1) +1) /2^(k);
26 for h=1: intervall
27 for i= 1:(2^(K -1))
28 for j=0:M-1
29 %Vektor a
30 a((h -1) *(2^(K -1)*M)+(i -1) *(M)+j+1)=fun_lb(i,K)+

intervallanfang +h -1;
31 %Vektor b
32 b((h -1) *(2^(K -1)*M)+(i -1) *(M)+j+1)=fun_ub(i,K)+

intervallanfang +h -1;
33 %Vektor mit Legendre Wavelet Funktionen
34 funkur ((h -1) *(2^(K -1)*M)+(i -1) *(M)+j+1)= phinmzz (j,i,s

-( intervallanfang +h -1));
35
36 end
37 end
38 end
39
40 GGF1=zeros(p2);
41 GGF2=zeros(p2);
42 GGF3=zeros(p2);
43 for j=1: p2
44 f= matlabFunction (funkur(j)*k(s,t));
45 for i=1: p2
46 % Auswertung des Integral L1
47 L1(i,j)= integral (@(s)f(s,t1(i)),a(j),trennung (t1(i)));
48 % Auswertung des Integral L2
49 L2(i,j)= integral (@(s)f(s,t1(i)),trennung (t1(i)),b(j));
50 % Auswertung des Integral L2
51 L3(i,j)= integral (@(s)f(s,t1(i)),a(j),b(j));
52 end
53 end
54 GGF1=L1;
55 GGF2=L2;
56 GGF3=L3;
57 if( methode ==3)% falls gaussquadratur gewaehlt wird ,jedoch

wird diese nicht verwendet
58 for i=1: p2
59 f= matlabFunction (funkur(i)*k(s,t));
60 [IF1 ,IF2 ,IF3] = GL2dim(f,a(i),b(i),gqp2);
61 FF1= matlabFunction (IF1);
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62 FF2= matlabFunction (IF2);
63 FF3= matlabFunction (IF3);
64 GG1(:,i)=FF1(t1);
65 GG2(:,i)=FF2(t1);
66 GG3(:,i)=FF3(t1);
67 end
68 GGF1=GG1;
69 GGF2=GG2;
70 GGF3=GG3;
71 end
72 %ende gaussquadratur
73 r01=t1;
74 % Singulaeritaeten
75 exp_r= trennung (r01);
76 % Indikatorfunktionen I
77 IND1=zeros(p2 ,p2);
78 IND2=zeros(p2 ,p2);
79 IND3=zeros(p2 ,p2);
80 for i=1: p2
81 index1=find(a(i)>exp_r);
82 IND1(index1 ,i)=1;
83
84 index2=find(a(i)<exp_r & exp_r <b(i));
85 IND2(index2 ,i)=1;
86
87 index3=find(exp_r >b(i));
88 IND3(index3 ,i)=1;
89
90 end
91 FUN=GGF3;
92 % Integral L
93 if(methode >1) % methode =1 wuerde keine Aufteilung an den

Singularitaeten bedeuten
94 FUN=IND1 .* GGF3+IND2 .*( GGF1+GGF2)+IND3 .*( GGF3);
95 end
96 % Auswertung von Legendre Waveletfunktionen an den

Stuetzstellen
97 for i=1: p2
98 indexphi =find(a(i)<t1 & t1 <b(i));
99 INDPHI(indexphi ,i)=1;
100 end
101
102 funk= matlabFunction (funkur);
103 for i=1: p2
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104 PHI(i ,:)=funk(t1(i));
105 end
106 PHI=PHI .* INDPHI;
107 % Lineares Gleichungssystem Matrix
108 FUN=FUN+PHI*alpha;
109 % Loesung des lineares Gleichungssystem : Vektor C
110 C=( inv(FUN))*G.';
111 % Approximierte Loesung fuer eta_schlange
112 F_sol =( funkur .*((a<=s)&(s<b)))*C;
113 fz=funkur .*((a<=s)&(s<b))
114 FF= matlabFunction (F_sol);
115 end

Listing C.4: Matlabcode für die Numerische Auswertung des Integrals in der Integral-
gleichung 7.24 in Abb. 7.16

1 function [Loesung , Loesung2 ] = integralgleichung (k,F,M,K,
intervallanfang , intervallende )

2 %% Dient als Proberechnung der ermittelten Funktion F=
eta_schlange in der Integralgleichung. Loesung sollte die

Funktion g(x) seien
3 syms s t
4 set(0,'defaulttextinterpreter ','Latex ');
5 intervall = intervallende - intervallanfang ;
6 p=(2^(K -1))*M;
7 %Anzahl der Stuetzstellen
8 p2 =(2^(K -1))*M* intervall ;
9 % Stuetzstellen
10 t1 =((2*(1: p* intervall ) -1)/2/p).'+ intervallanfang ;
11 % Integrand
12 integrator = matlabFunction (k(s,t)*F(s))
13 % Auswertung des Integrals
14 for i=1: length(t1)
15 fu1= integrator (s,t1(i));
16 func1= matlabFunction (fu1);
17 % Loesung
18 Loesung (i)= integral (func1 , intervallanfang , intervallende );
19 % Alternative Loesung auf ganzem Intervall
20 Loesung2 (i)= integral (func1 ,0,inf);
21 end
22 end

Listing C.5: Matlabcode für die Numerische Auswertung der Funktion g(x) der Integral-
gelichung 7.24
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1 function [G,t1] = intG(M,K, intervallanfang , intervallende )
2 %%Gibt uns einen Vektor G mit Funktionswerten der Funktion g

(x) an den
3 %% Stuetzstellen t1 zurueck .
4 syms s x t
5 set(0,'defaulttextinterpreter ','Latex ');
6 intervall = intervallende - intervallanfang ;
7 p=(2^(K -1))*M;
8 %Anzahl der Stuetzstellen
9 p2 =(2^(K -1))*M* intervall ;
10 % Stuetzstellen
11 t1 =((2*(1: p* intervall ) -1)/2/p).'+ intervallanfang ;
12 % Aufteilung der Funktion g(x)
13 g1 = 0.1 e1 / pi * besselk (0.0e0 , sqrt ((2 * s ^ 2 + 2 * x ^

2))) / (2 * s ^ 2 + 2 * x ^ 2) * exp(-s) * (-4 * s ^ 4 +
4 * s ^ 3 * x + 4 * s ^ 2 * x ^ 2 + 4 * s * x ^ 3 - 8 * s

^ 3 - 8 * s * x ^ 2) / 0.2 e1;
14 g2 = 0.1 e1 / pi * besselk (0.1e1 , sqrt ((2 * s ^ 2 + 2 * x ^

2))) * ((2 * s ^ 2 + 2 * x ^ 2) ^ ( -0.3 e1 / 0.2 e1)) * exp
(-s) * (4 * s ^ 5 + 8 * s ^ 3 * x ^ 2 + 4 * s * x ^ 4 + 4

* s ^ 4 + 24 * s ^ 2 * x ^ 2 + 4 * x ^ 4) / 0.2 e1;
15 g3 = 0.1 e1 / pi * besselk (0.0e0 , sqrt (0.2 e1) * abs(s - x)) *

exp(-s) * (2 * s ^ 2 + 4 * s) / 0.2 e1;
16 g4 = -sqrt (0.2 e1) / pi * besselk (0.1e1 , sqrt (0.2 e1) * abs(s

- x)) * abs(s - x) * exp(-s) * (s + 1) / 0.2 e1;
17 g5 = -(x ^ 2 + x) * exp(-x);
18 f1= matlabFunction (g1);
19 f2= matlabFunction (g2);
20 f3= matlabFunction (g3);
21 f4= matlabFunction (g4);
22 f5= matlabFunction (g5);
23 ff1= matlabFunction (f1(-log(s),t)/s);
24 ff2= matlabFunction (f2(-log(s),t)/s);
25 ff3= matlabFunction (f3(-log(s),t)/s);
26 ff4= matlabFunction (f4(-log(s),t)/s);
27 ff5=f5;
28 % Auswertung an den Stuetzstellen
29 for i=1: length(t1)
30 fu1=ff1(s,t1(i));
31 func1= matlabFunction (fu1);
32 G1(i)= integral (func1 ,0,exp(-t1(i)))+ integral (func1 ,exp(-t1(i

)) ,1);
33
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34 fu2=ff2(s,t1(i));
35 func2= matlabFunction (fu2);
36 G2(i)= integral (func2 ,0,exp(-t1(i)))+ integral (func2 ,exp(-t1(i

)) ,1);
37
38 fu3=ff3(s,t1(i));
39 func3= matlabFunction (fu3);
40 G3(i)= integral (func3 ,0,exp(-t1(i)))+ integral (func3 ,exp(-t1(i

)) ,1);
41
42 fu4=ff4(s,t1(i));
43 func4= matlabFunction (fu4);
44 G4(i)= integral (func4 ,0,exp(-t1(i)))+ integral (func4 ,exp(-t1(i

)) ,1);
45
46 fu5=f5(t1(i));
47 G5(i)=fu5;
48 end
49 % Eintrage des Vektors G entsprechen den Funktionswerten an

den
50 % Stuetzstellen
51 G=(-(G1+G2+G3+G4+G5)*pi /2);
52
53 end
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