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Kurzfassung

Diese Diplomarbeit behandelt Funktionen, Unschärfe und ihre Anwendungen. Die Pro-
blemstellung liegt darin, inwieweit man mathematische De�nitionen und Sätze verallge-
meinern kann, damit sie in Kombination mit unscharfen Zahlen funktionieren und wie
man mit Schwierigkeiten, die dabei auftauchen, umgehen soll.

Im ersten Kapitel wird die Basis für Funktionen und insbesondere die der Dichtefunktion
erläutert, die eine besondere Rolle in den späteren Kapiteln spielen.

Im zweiten Kapitel wird die mathematische Grundlage für die Modellierung von Un-
schärfe erklärt, wie man unscharfe Zahlen, unscharfe Intervalle und unscharfe Vektoren
beschreiben kann und welche Sätze wichtig sind.

Im dritten Kapitel wird der Zusammenhang zwischen Funktionen und Unschärfe erläu-
tert, wie die Verallgemeinerungen sowohl bei unscharfen Funktionswerten als auch bei
unscharfen Argumenten aussieht. Darüber hinaus wird auch die Arithmetik und Integrati-
on bei Unschärfe dargestellt, letzteres auch im Falle von unscharfen Integrationsbereichen.

Im vierten Kapitel folgen Anwendungen der Unschärfemodellierung. Es wird näher be-
schrieben, wie das Bayes'sche Theorem bei Unschärfe verallgemeinert werden kann, wie
Zeitreihen und ihre Methoden im Falle von Unschärfe modi�ziert werden können. Als
eine Anwendung der unscharfen Zeitreihen zählt das unscharfe Zeitreihenmodell im Zu-
sammenhang mit der Fourier-Residuenanalyse.
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Kapitel 1

Funktionen

In diesem Kapitel folgt eine kurze Erläuterung [8] über gewisse Arten von Funktionen
reeller Zahlen, die wir benötigen werden, um de�nieren zu können, wie sowohl unscharfe
Funktionen als auch Funktionen unscharfer Argumente de�niert sind. Darüber hinaus
wird im nächsten Kapitel de�niert, was unscharfe Zahlen sind.

1.1 Stetige Funktionen

De�nition 1.1: Seien M und N Mengen. Eine Teilmenge f ⊆M ×N wird als Funktion
von M nach N bezeichnet, wenn

1. für alle x ∈M gibt es ein y ∈ N , sodass (x, y) ∈ f (f ist überall de�niert);

2. sind (x, y1) und (x, y2) ∈ f , so folgt y1 = y2 (f ist wohlde�niert).

De�nition 1.2: Sei X eine Menge, d : X ×X → R eine Funktion. Dann heiÿt d Metrik
auf X, und 〈X, d〉 ein metrischer Raum, wenn gilt

1. ∀x, y ∈ X ist d(x, y) ≥ 0. Dabei gilt d(x, y) = 0 genau dann, wenn x = y.

2. ∀x, y ∈ X gilt d(x, y) = d(y, x).

3. Sind x, y, z ∈ X, so gilt die Dreiecksungleichung: d(x, z) ≤ d(x, y) + d(y, z).

De�nition 1.3: Seien 〈X, dX〉 und 〈Y, dY 〉 metrische Räume und D ⊆ X, und sei f :
D → Y eine Funktion. Weiters sei x ∈ D. Dann heiÿt f stetig an der Stelle x, wenn gilt

∀ε > 0 ∃δ > 0 : dY (f(t), f(x)) < ε wenn t ∈ D mit dx(t, x) < δ,

oder äquivalent

∀ε > 0 ∃δ > 0 : f(UX
δ (x) ∩ D) ⊆ UY

ε (f(x)).

(UX
ε (x) := y ∈ X : d(y, x) < ε). Ist f an jeder Stelle x ihres De�nitionsbereiches D stetig,

so heiÿt f stetig auf D.
Für eine Funktion f : D → R und dY (x, y) = |x− y| ist die De�nition der Stetigkeit an
Stelle x äquivalent mit

∀ε > 0 ∃δ > 0 : |f(t)− f(x))| < ε wenn t ∈ D mit |t− x| < δ.

1



1.2 Dichtefunktionen

De�nition 1.4: Eine σ-Algebra ist ein Mengensystem A ⊆ P(Ω) (Ω ist die Grundmen-
ge), die folgende Bedingungen erfüllt:

1. Ω ∈ A

2. A ∈ A ⇒ AC ∈ A ( C ist hier das Komplement)

3. A1, A2, · · · ∈ A ⇒
⋃
n∈NAn ∈ A

De�nition 1.5: Ein Paar (Ω,A) heiÿt Messraum, wenn Ω eine beliebige Grundmenge
und A eine σ-Algebra auf dieser Grundmenge ist.
Ein Maÿraum ist ein Messraum (Ω,A) versehen mit einem Maÿ µ : A → [0;∞]. Ein
Maÿ auf A erfüllt dabei folgende Bedingungen:

1. µ(∅) = 0

2. σ-Additivität: Für eine Folge (An)n∈N paarweise disjunkter Mengen aus A gilt
µ (
⋃∞
n=1An) =

∑∞
n=1 µ(An)

Ein Wahrscheinlichkeitsraum ist ein Maÿraum (Ω,A, P ), dessen Maÿ P : A → [0; 1] ein
Wahrscheinlichkeitsmaÿ ist, d.h. P (Ω) = 1.

De�nition 1.6: Es sind zwei Messräume (X1,A1) und (X2,A2) gegeben, sowie eine
Funktion f : X1 → X2. Die Funktion f heiÿt messbare Funktion, wenn f−1(A2) ∈ A1

∀A2 ∈ A2.
Eine Zufallsgröÿe X ist eine messbare Funktion von einem Wahrscheinlichkeitsraum
(Ω,A, P ) in einen Messraum (Ω′,A′).

De�nition 1.7: P sei ein Wahrscheinlichkeitsmaÿ und X eine reellwertige Zufallsgröÿe
(eine reellwertige Zufallsgröÿe nennt man auch Zufallsvariable). Eine Funktion f : R →
[0;∞) heiÿt Wahrscheinlichkeitsdichte der Zufallsvariablen X, falls für alle reellen Zahlen
a < b folgendes gilt:

P (a ≤ X ≤ b) =

∫ b

a

f(x)dx

2



Kapitel 2

Unschärfe

Diesem Kapitel liegen zum Groÿteil G. Klir und B. Yuan [9], R. Viertl [20] und R. Viertl
und D. Hareter [21] zugrunde.

2.1 Unscharfe Zahlen

In der klassischen Mengentheorie wird jede Teilmenge A ⊆M eindeutig durch eine Indi-
katorfunktion IA : M → {0, 1} folgendermaÿen beschrieben:

IA(x) =

{
1 für x ∈ A
0 für x /∈ A

}
∀x ∈M

Eine unscharfe Teilmenge A∗ einer Menge M wird hingegen durch ihre sogenannte Zu-
gehörigkeitsfunktion µA∗(·) beschrieben, mit µA∗ : M → [0; 1]. Eine unscharfe Teilmenge
A∗ heiÿt normiert, falls ∃x ∈M : µA∗(x) = 1.

De�nition 2.1: Eine unscharfe Zahl x∗ wird durch ihre sogenannte charakterisierende
Funktion ξ(·) beschrieben, die folgende Bedingungen erfüllt:

1. ξ : R→ [0; 1]

2. ∀δ ∈ (0; 1] ist der sogenannte δ-Schnitt Cδ[x
∗] := {x ∈ R : ξ(x) ≥ δ} eine

endliche Vereinigung von nichtleeren kompakten Intervallen [aδ,j; bδ,j] ⇒ Cδ[x
∗] =⋃kδ

j=1[aδ,j; bδ,j]

3. Der Träger von ξ(·) Tr[ξ(·)] := {x ∈ R : ξ(x) > 0} ist eine beschränkte Menge

Die Menge aller unscharfen Zahlen wird mit F(R) beschrieben.

Abbildung 2.1 zeigt eine charakterisierende Funktion mit einem eingezeichneten δ-Schnitt.
Reelle Zahlen und Intervalle sind Spezialfälle von unscharfen Zahlen. In Abbildung 2.2
wird das Intervall [a; b] durch die charakterisierende Funktion I[a;b](·) dargestellt.
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Abbildung 2.1: δ-Schnitt einer charakterisierenden Funktion

Abbildung 2.2: Indikatorfunktion des Intervalls [a, b]

De�nition 2.2: Eine unscharfe Zahl x∗ wird unscharfes Intervall genannt, wenn alle
ihre δ-Schnitte kompakte Intervalle sind. Die Menge aller unscharfen Intervalle wird mit
FI(R) beschrieben.

In Abbildung 2.3 werden Beispiele von unscharfen Intervallen dargestellt.

Abbildung 2.3: Charakterisierende Funktionen unscharfer Intervalle
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Satz 2.3 (Darstellungssatz für unscharfe Zahlen): Für jede charakterisierende
Funktion ξ(·) einer unscharfen Zahl x∗ gilt folgendes:

ξ(x) = max{δ · ICδ[x∗](x) : δ ∈ [0; 1]} ∀x ∈ R

Beweis: Für ein festes x0 ∈ R haben wir

δ · ICδ[x∗](x0) = δ · I[x:ξ(x)≥δ](x0) =

{
δ für ξ(x0) ≥ δ

0 für ξ(x0) < δ.

Daraus folgt für jedes δ ∈ [0; 1]

δ · ICδ[x∗](x0) ≤ ξ(x0),

und weiters

sup{δ · ICδ[x∗](x0) : δ ∈ [0; 1]} ≤ ξ(x0).

Andererseits gilt für δ0 = ξ(x0) dann δ0 · ICδ0 [x∗](x0) = δ0. Daraus folgt

sup{δ · ICδ[x∗](x0) : δ ∈ [0; 1]} ≥ δ0, dies impliziert

sup{δ · ICδ[x∗](x0) : δ ∈ [0; 1]} = max{δ · ICδ[x∗](x0) : δ ∈ [0; 1]} = δ0.

�

In Abbildung 2.4 wird der δ-Schnitt einer charakterisierenden Funktion dargestellt.

Abbildung 2.4: Charakterisierende Funktion und δ-Schnitt

Spezielle Arten von unscharfen Intervallen sind sogenannte LR-unscharfe Zahlen. Sie zäh-
len zu der am häu�gsten verwendeten Darstellung unscharfer Zahlen, weil man mit ihnen
in der Praxis einfach umgehen kann. LR-unscharfe Zahlen werden durch zwei Funktionen
L : [0;∞)→ [0; 1] und R : [0;∞)→ [0; 1] de�niert, die folgende Eigenschaften aufweisen:

1. L(·) und R(·) sind linksstetig
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2. L(0) = R(0) = 1

3. L(·) und R(·) sind monoton nicht-wachsend

4. L(·) und R(·) haben kompakte Träger

5. lim
x→∞

L(x) = 0 und lim
x→∞

R(x) = 0

Dann ist die charakterisierende Funktion ξx∗(·) einer LR-unscharfen Zahl x∗ de�niert
durch

ξx∗(x) =


L(m−s−x

l
) für x < m− s

1 für m− s ≤ x ≤ m+ s

R(x−m−s
r

) für x > m+ s

 ,

wobei m, s, l, r ∈ R, s ≥ 0 und l, r > 0 gilt. m wird Mittelpunkt, l bzw. r der linke bzw.
rechte Unschärfeparameter und L(·) bzw. R(·) die linke bzw. rechte Begrenzungsfunktion
genannt. Diese LR-unscharfen Zahlen werden mit 〈m, s, l, r〉LR notiert.
Im Falle von l = 0 gilt L(m−s−x

l
) = 0 für x < m − s und im Falle von r = 0 gilt

R(x−m−s
r

) = 0 für x > m+ s.
Ein spezieller Typ von LR-unscharfen Zahlen sind die sogenannten trapezförmigen un-
scharfen Zahlen t∗(m, s, l, r) mit

L(x) = R(x) = max{0, 1− x} ∀x ∈ [0;∞).

Die charakterisierende Funktion ξx∗(·) von t∗(m, s, l, r) lautet

ξx∗(x) =


x−m+s+l

l
für m− s− l ≤ x < m− s

1 für m− s ≤ x ≤ m+ s
m+s+r−x

r
für m+ s < x ≤ m+ s+ r

0 sonst

 .

Die δ-Schnitte der trapezförmigen unscharfen Zahlen können einfach mithilfe der pseudo-
inversen Funktionen L−1(·) und R−1(·) berechnet werden. Sie sind gegeben durch
L−1(δ) = max{x ∈ R : L(x) ≥ δ} und R−1(δ) = max{x ∈ R : R(x) ≥ δ}. In Abbildung
2.5 wird die charakterisierende Funktion einer trapezförmigen unscharfen Zahl dargestellt.

Abbildung 2.5: Trapezförmige unscharfe Zahl
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Lemma 2.4: Die δ-Schnitte Cδ[x
∗] einer LR-unscharfen Zahl x∗ sind gegeben durch

Cδ[x
∗] = [m− s− l · L−1(δ);m+ s+ r ·R−1(δ)] ∀δ ∈ (0; 1].

Beweis: Der linke Rand von Cδ[x
∗] wird mit min{x : ξ(x) ≥ δ} bestimmt. Mit der

De�nition von LR-unscharfen Zahlen für l > 0 haben wir

min{x : ξ(x) ≥ δ} = min

{
x : L

(
m− s− x

l

)
≥ δ und x < m− s

}

= min

x :
m− s− x

l
≤ L−1(δ)︸ ︷︷ ︸

L(·) ist monoton nicht-wachsend

und x < m− s


= min

{
x : x ≥ m− s− l · L−1(δ) und x < m− s

}
= m− s− l · L−1(δ).

Der Beweis für den rechten Rand folgt analog. �

2.2 Unscharfe Vektoren

De�nition 2.5: Ein unscharfer Vektor x∗ wird durch seine sogenannte vektorcharakteri-
sierende Funktion ξ(·, . . . , ·) beschrieben, die folgende Bedingungen erfüllt:

1. ξ : Rn → [0; 1]

2. ∀δ ∈ (0; 1] ist der δ-Schnitt Cδ[x
∗] := {x ∈ Rn : ξ(x) ≥ δ} eine endliche Vereinigung

einfach zusammenhängender kompakter Teilmengen des Rn

3. Der Träger Tr[ξ(·, . . . , ·)] := {x ∈ Rn : ξ(x) > 0} ist Teilmenge einer kompakten
Teilmenge des Rn

Die Menge aller n-dimensionalen unscharfen Vektoren wird mit F(Rn) beschrieben.

De�nition 2.6: Ist ∀δ ∈ (0; 1] Cδ[x
∗] eine sternförmige Teilmenge des Rn, so heiÿt x∗

ein n-dimensonales unscharfes Intervall. Die Menge aller n-dimensionalen unscharfen
Intervalle wird mit FI(Rn) beschrieben.

Satz 2.7 (Darstellungssatz für unscharfe Vektoren): Für jede vektorcharakterisie-
rende Funktion ξ(·, . . . , ·) eines unscharfen Vektors x∗ gilt folgendes:

ξ(x) = max{δ · ICδ[x∗](x) : δ ∈ [0; 1]} ∀x ∈ Rn

Beweis: Ähnlich wie der Beweis von Satz 2.3. �
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Reelle Zahlen x1, . . . , xn können in einfacher Weise zu einem n-dimensionalen Vektor x =
(x1, . . . , xn) ∈ Rn zusammengefasst werden. Aber für unscharfe Elemente x∗1, . . . , x

∗
n ∈

F(R) gilt dies nicht analog: (x∗1, . . . , x
∗
n) 6= x∗, das heiÿt (x∗1, . . . , x

∗
n) ist kein unscharfer

Vektor, sondern lediglich ein Vektor mit n unscharfen Elementen. Für die statistische
Verfahrensweise ist die Kombination von unscharfen Zahlen zu einem unscharfen Vektor
notwendig. Dazu gibt es die Kombinationsregel Kn : [0; 1]n → [0; 1], mit der man die n
zugehörigen charakterisierenden Funktionen ξx∗1(·), . . . , ξx∗n(·) von x∗1, . . . , x∗n zu einer vek-
torcharakterisierenden Funktion ξx∗(·, . . . , ·) eines unscharfen Vektors x∗ zusammenfassen
kann.
Für die Kombinationsregel gelten drei Bedingungen:

1. Für n charakterisierende Funktionen ξx∗1(·), . . . , ξx∗n(·) ist die durch

ξx∗(x1, . . . , xn) := Kn(ξx∗1(·), . . . , ξx∗n(·)) ∀(x1, . . . , xn) ∈ Rn

de�nierte Funktion ξx∗(·, . . . , ·) eine vektorcharakterisierende Funktion nach De�-
nition 2.5

2. K1(·) ist die identische Abbildung auf [0;1], d.h. K1(ξx∗(·)) = ξx∗(·)

3. Für abgeschlossene Intervalle [ai; bi], i = 1, . . . , n mit ai ≤ bi und für alle Vektoren
(x1, . . . , xn) ∈ Rn ist

Kn(I[a1;b1](x1), . . . , I[an;bn](xn)) = I[a1;b1]×···×[an;bn](x1, . . . , xn)

Kombinationsregeln basieren auf sogenannten t-Normen.

De�nition 2.8: Eine Funktion T : [0; 1]2 → [0; 1] wird t-Norm genannt, falls für alle
x, y, z ∈ [0, 1] folgende Bedingungen gelten:

1. T (x, y) = T (y, x) (Kommutativität)

2. T (T (x, y), z) = T (x, T (y, z)) (Assoziativität)

3. T (x, 1) = x (Einselement)

4. x ≤ y ⇒ T (x, z) ≤ T (y, z) (Monotonie)

Mittels der Assoziativität der t-Normen ist es möglich, Kombinationsregeln durch eine
t-Norm T auf folgende Art und Weise aufzubauen:

K1(ξx∗(x)) = T (ξx∗(x), 1)

Kn(ξx∗1(x1), . . . , ξx∗n(xn)) = T (ξx∗1(x1), T (, . . . , T (ξx∗n−1
(xn−1), ξx∗n(xn)) . . . ))

Die auf diese Weise erzeugte Kombination n unscharfer Zahlen muss nicht für alle t-
Normen einen unscharfen Vektor bilden. Eine t-Norm, für die dies doch der Fall ist, ist
T (x, y) = min{x, y}. Daraus ergibt sich die Minimum-KombinationsregelKn(x1, . . . , xn) =
min{x1, . . . , xn}. Für den aus n unscharfen Zahlen x∗1, . . . , x

∗
n mit zugehörigen charak-

terisierenden Funktionen ξx∗1(·), . . . , ξx∗n(·) kombinierten Vektor x∗min berechnen sich die
Funktionswerte der vektorcharakterisierenden Funktion ξx∗min

(·, . . . , ·) durch

8



ξx∗min
(x1, . . . , xn) = min{ξx∗i (xi) : i = 1, . . . , n} ∀(x1, . . . , xn) ∈ Rn.

Satz 2.9: Für n unscharfe Zahlen x∗1, . . . , x
∗
n mit den charakterisierenden Funktionen

ξx∗1(·), . . . , ξx∗n(·) ist der δ-Schnitt Cδ[x
∗] des unscharfen Vektors x∗ (kombiniert durch

die Minimum-Kombinationsregel) das kartesische Produkt der δ-Schnitte Cδ[x
∗
i ] der n

unscharfen Zahlen x∗i , d.h.

Cδ[x
∗] = Cδ[x

∗
1]× Cδ[x∗2]× · · · × Cδ[x∗n] ∀δ ∈ (0; 1].

Beweis: Für alle δ ∈ (0; 1] ist

Cδ[x
∗] = {x ∈ R : ξx∗(x) ≥ δ}

= {(x1, . . . , xn) ∈ R : min
i=1,...,n

ξx∗i (xi) ≥ δ}

= {x ∈ R : ξx∗i (xi) ≥ δ ∀i = 1, . . . , n}

=
n×
i=1

{xi ∈ R : ξx∗i (xi) ≥ δ} =
n×
i=1

Cδ[x
∗
i ].

�

In Abbildung 2.6 wird Satz 2.9 graphisch dargestellt.

Abbildung 2.6: Kombination von zwei unscharfen Zahlen
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Kapitel 3

Kombination von Funktionen und

Unschärfe

Mithilfe des ersten Kapitels, der Erläuterung über Funktionen, und des zweiten Kapi-
tels, der De�nition unscharfer Zahlen und Vektoren, kann man sich nun auf den Bereich
Funktionen in Kombination mit Unschärfe konzentrieren. Dabei werden sowohl unscharfe
Funktionen als auch Funktionen unscharfer Argumente behandelt. Für letzteres spielt das
Erweiterungsprinzip eine wichtige Rolle. Die Arithmetik unscharfer Zahlen und die In-
tegration unscharfer Funktionen wird auch näher betrachtet. Diesem Kapitel liegen zum
Groÿteil G. Klir und B. Yuan [9], R. Viertl [20] und R. Viertl und D. Hareter [21] zu-
grunde. Dem Abschnitt über die Integration mit unscharfen Integrationsbereichen liegen
zum Groÿteil S. Bodjanova und R. Viertl [2] und R. Viertl [22] zugrunde.

3.1 Unscharfe Funktionen

De�nition 3.1: Unscharfe Funktionen f ∗(·) sind Funktionen, deren Wertebereich die
Menge aller unscharfen Intervalle ist, also

f ∗ : M → FI(R).

De�nition 3.2: f ∗(·) ist eine unscharfe Funktion mit De�nitionsbereich M , und x ∈M .
Die δ-Schnitte von f ∗(·) werden folgendermaÿen de�niert:

Cδ[f
∗(x)] = [f

δ
(x); f δ(x)] ∀δ ∈ (0; 1]

In Abbildung 3.1 werden δ-Niveaufunktionen einer unscharfen Funktion dargestellt.
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Abbildung 3.1: δ-Niveaufunktionen einer unscharfen Funktion

3.2 Erweiterungsprinzip

De�nition 3.3 (Erweiterungsprinzip): Für eine Funktion f : M → N und ein
unscharfes Element x∗ in M (mit der Zugehörigkeitsfunktion µ : M → [0; 1]) ist der
im Allgemeinen unscharfe Wert y∗ = f(x∗) jenes unscharfe Element y∗ in N , dessen
Zugehörigkeitsfunktion ψ(·) folgendermaÿen de�niert ist:

ψ(y) :=

{
sup{µ(x) : x ∈M, f(x) = y} falls ∃x : f(x) = y

0 falls @x : f(x) = y

}
∀y ∈ N

Proposition 3.4: Sei f : M → N eine Funktion und x∗ ein unscharfes Element in M mit
Zugehörigkeitsfunktion µ(·). Dann gilt für das unscharfe Element y∗ = f(x∗) (de�niert
durch das Erweiterungsprinzip 3.3) folgendes:

f(Cδ[x
∗]) ⊆ Cδ[y

∗] ∀δ ∈ (0; 1]

Beweis: Wir haben Cδ[y
∗] = {y ∈ N : ψ(y) ≥ δ}, wobei ψ(·) wie in De�niton 3.3

beschrieben ist. Da auch f(Cδ[x
∗)]) = {f(x) : x ∈ Cδ[x

∗]} gilt, gibt es für ein y ∈
f(Cδ[x

∗]) mindestens ein x ∈ Cδ[x
∗] mit f(x) = y. Daraus folgt µ(x) ≥ δ und somit

sup{µ(x) : f(x) = y} ≥ δ. Nach der De�nition von ψ(·) haben wir letztendlich y ∈ Cδ[y∗].
�

Satz 3.5: Sei f : Rn → R eine stetige Funktion und x∗ ein unscharfes n-dimensionales
Intervall. Dann gelten folgende Aussagen:

1. f(x∗) gebildet nach dem Erweiterungsprinzip 3.3 ist ein unscharfes Intervall
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2. Cδ[f(x∗)] =

[
min

x∈Cδ[x∗]
f(x); max

x∈Cδ[x∗]
f(x)

]

Beweis: Sei ξ(·, · · · ·) die vektorcharakterisierende Funktion von x∗. Durch die Stetigkeit
von f(·) ist f−1({y}) ∀y ∈ R abgeschlossen. Wir müssen als nächstes ∀δ ∈ (0; 1] zeigen,
dass Cδ[f(x∗)] = f(Cδ[x

∗]). Nach Proposition 3.4 gilt bereits f(Cδ[x
∗]) ⊆ Cδ[f(x∗)].

Nun muss die andere Richtung gezeigt werden. Da x∗ ein unscharfes n-dimensionales
Intervall ist, sind alle δ-Schnitte Cδ[x∗] kompakt und einfach zusammenhängend. Aus
der Stetigkeit von f(·) folgt, dass auch f(Cδ[x

∗]) kompakt und einfach zusammenhän-
gend ist, und somit ein Intervall darstellt. Nun nimmt man y ∈ Cδ[f(x∗)] an. Aus dem
Erweiterungsprinzip folgt sup{ξ(x) : x ∈ f−1({y})} ≥ δ. Aus der Halbstetigkeit von
oben von ξ(·, . . . , ·) folgt, dass ξ(·, . . . , ·) ihr Maximum auf f−1({y}) ∩ Cδ[x∗] annimmt,
und damit gilt sup{ξ(x) : x ∈ f−1({y})} = max{ξ(x) : x ∈ f−1({y})}. Dann gibt es
ein x0 ∈ f−1({y}) mit ξ(x0) ≥ δ und f(x0) = y. Damit gilt auch x0 ∈ Cδ[x

∗], woraus
y ∈ f(Cδ[x

∗]) folgt. Nun wurde die andere Richtung der Inklusion gezeigt.

Aus der Kompaktheit von Cδ[x∗] und der Stetigkeit von f(·) folgt, dass f(·) das Maximum
und Minimum auf einer kompakten Menge annimmt. Somit gilt

Cδ[f(x∗)] =

[
min

x∈Cδ[x∗]
f(x); max

x∈Cδ[x∗]
f(x)

]
.

�

Bemerkung 3.6: Die resultierende charakterisierende Funktion in Abbildung 3.2 ist
nicht stetig, obwohl ξ(x∗1) und f(·) stetig sind.

Abbildung 3.2: Stetige Funktion eines unscharfen Intervalls

12



3.3 Arithmetik unscharfer Zahlen

In diesem Abschnitt wird die Arithmetik unscharfer Zahlen de�niert (alle Operationen
können ohne Schwierigkeiten auf unscharfe Vektoren erweitert werden). Für die gängigen
Rechenarten +,−,· und / werden die verallgemeinerten Operationen ⊕, 	, � und �
betrachtet. Die Kombination der unscharfen Zahlen erfolgt dabei mit der Minimum-t-
Norm Tmin.
Sei f(x, y) = x + y = z die Funktion, auf der die Addition x∗ ⊕ y∗ zweier unscharfer
Zahlen x∗ und y∗ basiert. Im Erweiterungsprinzip 3.3 haben wir bereits die Funktion f ,
die Zugehörigkeitsfunktion µ(·) von (x, y)∗ ist dabei µ(x, y) = min{ξx∗(x), ξy∗(y)}. Die
Zugehörigkeitsfunktion ψ(·) = ξz∗(·) von x∗ ⊕ y∗ = z∗ hat folgende Funktionswerte:

ξz∗(z) = ξx∗⊕y∗(z) = sup{µ(x, y) | (x, y) ∈ R2, x+ y = z}
= sup{min{ξx∗(x), ξy∗(y)} | (x, y) ∈ R2, x+ y = z}
= sup{min{ξx∗(x), ξy∗(z − x)} | x ∈ R} ∀z ∈ R

Letztere Gleichung gilt, da x + y = z äquivalent zu y = z − x ist. Dann kann man in
der letzten Gleichung ξy∗(y) = ξy∗(z − x) schreiben und anstatt von x und y hängt das
Supremum nur von x ab.

Satz 3.7: Wir haben die unscharfen Zahlen (nach De�nition 2.1) x∗ und y∗ angege-
ben, mit deren charakterisierenden Funktionen ξ(·) und η(·). Für deren δ-Schnitte gel-
ten ∀δ ∈ (0; 1] Cδ[x

∗] =
⋃kδ
j=1[aδ,j; bδ,j] und Cδ[y

∗] =
⋃mδ
l=1[cδ,l; dδ,l]. Beide sind endliche

Vereinigungen von nichtleeren kompakten Intervallen. Für die δ-Schnitte der Addition
unscharfer Zahlen (nach De�nition 2.1) gilt dann:

Cδ[x
∗ ⊕ y∗] =

kδ⋃
j=1

mδ⋃
l=1

[aδ,j + cδ,l; bδ,j + dδ,l] ∀δ ∈ (0; 1]

Beweis: Sei f(x, y) = x+ y. Mithilfe von Satz 2.9 und der Intervallarithmetik erhalten
wir

f(Cδ[(x, y)∗]) = f(Cδ[x
∗]× Cδ[y∗]) = {f(x, y)︸ ︷︷ ︸

x+y

: (x, y) ∈ Cδ[x∗]× Cδ[y∗]} =

kδ⋃
j=1

mδ⋃
l=1

[aδ,j + cδ,l; bδ,j + dδ,l] ∀δ ∈ (0; 1].

Für den Beweis ist somit zu zeigen, dass f(Cδ[(x, y)∗]) = Cδ[z
∗] (für x∗ ⊕ y∗ = z∗)

∀δ ∈ (0; 1] ist. Nach Proposition 3.4 gilt bereits f(Cδ[(x, y)∗]) ⊆ Cδ[z
∗].

Nun muss die andere Richtung der Inklusion gezeigt werden. Dies erfolgt ähnlich wie im
Beweis vom Satz 3.5. Man nimmt z ∈ Cδ[z∗] an. x∗ und y∗ werden jeweils von den charak-
terisierenden Funktionen ξ(·) beziehungsweise η(·) beschrieben. Aus dem Erweiterungs-
prinzip folgt sup{ µ(x, y)︸ ︷︷ ︸

min{ξ(x),η(y)}

: (x, y) ∈ f−1({z})} ≥ δ. min ist stetig, ξ(·) und η(·) sind als
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charakterisierende Funktionen halbstetig von oben. Somit ist µ(x, y) = min{ξ(x), η(y)}
halbstetig von oben und µ(·, ·) nimmt ihr Maximum auf f−1({z})∩ (Cδ[x

∗]× Cδ[y∗]) an.
Damit gilt sup{min{ξ(x), η(y)} : (x, y) ∈ f−1({z})} = max{min{ξ(x), η(y)} : (x, y) ∈
f−1({z})}. Dann gibt es (x0, y0) ∈ f−1({z}) mit min{ξ(x0), η(y0)} ≥ δ und x0 + y0 = z.
Damit gilt auch (x0, y0) ∈ Cδ[x∗]×Cδ[y∗], woraus z ∈ f(Cδ[(x, y)∗]) folgt. Nun wurde die
andere Richtung der Inklusion gezeigt. �

Ein Beispiel für die Addition zweier unscharfer Zahlen wird in Abbildung 3.3 dargestellt.

Abbildung 3.3: Addition zweier unscharfer Intervalle

Eine spezielle verallgemeinerte Addition ist die Translation einer unscharfen Zahl, also
x∗⊕ c mit der unscharfen Zahl x∗ (mit charakterisierender Funktion ξ(·)) und c ∈ R. Für
η(·) von y∗ = x∗ ⊕ c gilt:

η(y) = sup{ξ(x) : x ∈ R, x+ c = y} = ξ(y − c)

Die De�nition der verallgemeinerten Subtraktion 	 erfolgt mit denselben Voraussetzun-
gen wie bei der verallgemeinerten Addition, bloÿ mit f(x, y) = x − y = z. Mit den
charakterisierenden Funktionen ξx∗(·), ξy∗(·) und ξz∗(·) von x∗, y∗ und z∗ = x∗ 	 y∗ gilt
nun

ξz∗(z) = ξx∗	y∗(z) = sup{µ(x, y) | (x, y) ∈ R2, x− y = z}
= sup{min{ξx∗(x), ξy∗(y)} | (x, y) ∈ R2, x− y = z}
= sup{min{ξx∗(x), ξy∗(x− z)} | x ∈ R} ∀z ∈ R.

Die De�nition der verallgemeinerten Multiplikation � erfolgt mit denselben Vorausset-
zungen wie bei der verallgemeinerten Addition, bloÿ mit f(x, y) = x · y = z. Mit den
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charakterisierenden Funktionen ξx∗(·), ξy∗(·) und ξz∗(·) von x∗, y∗ und dem unscharfen
Produkt z∗ = x∗ � y∗ gilt nun

ξz∗(z) = ξx∗�y∗(z) = sup{µ(x, y) | (x, y) ∈ R2, x · y = z}
= sup{min{ξx∗(x), ξy∗(y)} | (x, y) ∈ R2, x · y = z} ∀z ∈ R.

Auch hier erhält man die δ-Schnitte Cδ[x∗�y∗] analog wie im Satz 3.7. Für Cδ[x∗] = [aδ; bδ]
und Cδ[y∗] = [cδ; dδ] gilt mit Satz 3.5 und der Intervallarithmetik

Cδ[x
∗ � y∗] = Cδ[ min

(x,y)∈Cδ[x∗]×Cδ[y∗]
x · y; max

(x,y)∈Cδ[x∗]×Cδ[y∗]
x · y] =

[min{aδ · cδ, aδ · dδ, bδ · cδ, bδ · dδ}; max{aδ · cδ, aδ · dδ, bδ · cδ, bδ · dδ}] ∀δ ∈ (0; 1].

Im allgemeinen Fall sind x∗ und y∗ unscharfe Zahlen. Für Cδ[x∗] =
⋃kδ
j=1[aδ,j; bδ,j] und

Cδ[y
∗] =

⋃mδ
l=1[cδ,l; dδ,l] wenden wir (ähnlich wie im Beweis von Satz 3.5) die Multikli-

kation von Intervallen von oben auf die einzelnen Intervalle an, sodass Cδ[x∗ � y∗] =⋃kδ
j=1

⋃mδ
l=1[min{aδ,j · cδl , aδ,j · dδl , bδ,j · cδl , bδ,j · dδl}; max{aδ,j · cδl , aδ,j · dδl , bδ,j · cδl , bδ,j · dδl}]

∀δ ∈ (0; 1] gilt.

Ein Beispiel für die Multiplikation zweier unscharfer Zahlen wird in Abbildung 3.4 dar-
gestellt.

Abbildung 3.4: Multiplikation zweier unscharfer Intervalle
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Eine spezielle verallgemeinerte Multiplikation ist die verallgemeinerte Skalarmultiplikati-
on, also x∗ � λ mit der unscharfen Zahl x∗ (mit charakterisierender Funktion ξ(·)) und
λ ∈ R. Für η(·) von y∗ = x∗ � λ gilt:

η(y) = sup{ξ(x) : x ∈ R, x · λ = y} =

{
ξ( y

λ
) für λ 6= 0

I{0}(y) für λ = 0

}
∀y ∈ R

Für die De�nition des unscharfen Quotienten braucht man zunächst die De�nition des
unscharfen Kehrwerts: Für eine unscharfe Zahl x∗ (mit ξ(·)) und 0 6∈ Tr[ξ(·)] ist der Kehr-
wert (x∗)−1 = y∗ von x∗ jene unscharfe Zahl, die folgende charakterisierende Funktion
hat:

η(y) = sup{ξ(x) : x ∈ R, x−1 = y} =

{
ξ( 1

x
) für 1

x
∈ Tr[ξ(·)]

0 sonst

}
∀y ∈ R

Für 0 6∈ Tr[η(·)] ist der unscharfe Quotient de�niert durch x∗ � y∗ = x∗ � [(y∗)−1] = a∗.
Es gibt drei charakterisierende Funktionen ξ(·), η(·) und ψ(·) von x∗, y∗ und a∗, wobei
für ψ(·) gilt:

ψ(a) = sup{min{ξ(x), η(y)} | (x, y) ∈ R2,
x

y
= a} ∀a ∈ R

3.4 Integration unscharfer Funktionen

Die reellwertigen Funktionen f
δ
(·) und f δ(·) sind die jeweils untere bzw. obere δ-Niveaufunktion.

Die Darstellung der unscharfen Funktion f ∗(·) erfolgt über diese oberen und unteren
δ-Niveaufunktionen. Im Fall M = R nennt man sie auch δ-Niveaukurven.

De�nition 3.8: Sei f ∗(·) eine unscharfe Funktion auf dem Maÿraum (M,A, µ). Wenn
die δ-Niveaufunktionen f

δ
(·) und f δ(·) ∀δ ∈ (0; 1] integrierbar sind mit endlichen Inte-

gralen
∫
f
δ
(x)dµ(x) und

∫
f δ(x)dµ(x), ∀δ ∈ (0; 1], dann ist das verallgemeinerte Integral∫

f ∗(x)dµ(x) diejenige unscharfe Zahl J∗, die von der Familie (Aδ, δ ∈ (0; 1]) geschach-
telter Intervalle (geschachtelt bedeutet δ1 < δ2 ⇒ Aδ1 ⊇ Aδ2) erzeugt wird und diese
Intervalle folgendermaÿen de�niert sind:

Aδ =

∫
M

f
δ
(x)dµ(x);

∫
M

f δ(x)dµ(x)

 ∀δ ∈ (0; 1]

Die charakterisierende Funktion des unscharfen Integrals J∗ ist gegeben durch

ξJ∗(x) = sup{δ · I[Jδ;Jδ](x) : δ ∈ [0; 1]} ∀x ∈ R,

wobei Jδ :=
∫
M

f
δ
(x)dµ(x) und Jδ :=

∫
M

f δ(x)dµ(x). Der resultierende unscharfe Wert J∗

hat folgende Bezeichnung: −
∫
f ∗(x)dµ(x)
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Beispiel 3.9: In diesem Beispiel wird das unscharfe Integral einer unscharfen konstanten
Funktion f ∗(x) ≡ y∗ berechnet. Hier nehmen wir y∗ = t∗(3, 1, 1, 1), deren charakterisie-
rende Funktion in Abbildung 3.5 dargestellt wird.

Abbildung 3.5: Charakterisierende Funktion der trapezförmigen unscharfen Zahl
t∗(3, 1, 1, 1)

In Abbildung 3.6 werden zur Veranschaulichung zwei δ-Schnitte dieser unscharfen kon-
stanten Funktion f ∗(x) ≡ y∗ dargestellt.

Abbildung 3.6: δ-Schnitte der unscharfen konstanten Funktion f ∗(x) ≡ y∗

∀δ ∈ (0; 1] gilt Cδ[f ∗(x)] ≡ Cδ[y
∗] = [m−s−l L−1(δ);m+s+r R−1(δ)] = [1+δ; 5−δ], denn

es gilt ja für trapezförmige unscharfe Zahlen L(x) = R(x) = max{0, 1−x}. Wenn man die
Funktion f ∗(x) auf dem Intervall [a; b] = [0; 4] betrachtet, dann kann man die δ-Schnitte
des unscharfen Integrals berechnen, denn die untere und obere δ-Niveaufunktionen in
[f
δ
(x); f δ(x)] = [1 + δ; 5 − δ] sind endlich integrierbar. Insbesondere sind diese beiden

δ-Niveaufunktionen konstant in x.

Somit kann man die erzeugenden Mengen des unscharfen Integrals J∗ von f ∗(x) ≡ y∗

berechnen:

17



Cδ[J∗] =

 b∫
a

f
δ
(x)dx;

b∫
a

f δ(x)dx

 =

 4∫
0

(1 + δ)dx;

4∫
0

(5− δ)dx


= [(4− 0) · (1 + δ); (4− 0) · (5− δ)] = [4 + 4δ; 20− 4δ]

In Abbildung 3.7 wird die charakterisierende Funktion des unscharfen Integrals J∗ =

−
4∫
2

f ∗(x)dµ(x) von f ∗(x) ≡ y∗ dargestellt.

Abbildung 3.7: Charakterisierende Funktion des unscharfen Integrals J∗

Satz 3.10: Für jedes �xe Argument t sei der Wert der unscharfen Funktion f ∗(t) gleich
einer unscharfen Zahl y∗t , welche durch die charakterisierende Funktion

ηy∗t (x) =


L
(
m(t)−s(t)−x

l(t)

)
für x < m(t)− s(t)

1 für m(t)− s(t) ≤ x ≤ m(t) + s(t)

R
(
x−m(t)−s(t)

r(t)

)
für x > m(t) + s(t)


beschrieben wird, wobei m(t), s(t), l(t) und r(t) positive und integrierbare Funktionen

auf [t0; t1] sind. Dann ist das unscharfe Integral J∗ =
t1∫
t0

f ∗(t)dt eine unscharfe Zahl,

beschrieben durch die charakterisierende Funktion

µJ∗(x) =



L


(
t1∫
t0

m(t)−s(t)dt
)
−x

t1∫
t0

l(t)dt

 für x <

(
t1∫
t0

m(t)− s(t)dt

)

1 für

(
t1∫
t0

m(t)− s(t)dt

)
≤ x ≤

(
t1∫
t0

m(t) + s(t)dt

)

R

x−
(
t1∫
t0

m(t)+s(t)dt

)
t1∫
t0

r(t)dt

 für x >

(
t1∫
t0

m(t) + s(t)dt

)


.
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Beweis: Man benötigt den α-Schnitt von y∗t . Dieser ist nach De�nition 3.2 Cα[f ∗(t)] =

[f
α
(t); fα(t)] ∀α ∈ (0; 1]. f

α
(t) ist dabei gleich jenemWert x ∈ R, sodass L

(
m(t)−s(t)−x

l(t)

)
=

α. Ähnlich wie in Lemma 2.4 erhalten wir x = m(t) − s(t) − l(t) · L−1(α) = f
α
(t).

Analog ist fα(t) die Lösung für die Gleichung R
(
x−m(t)−s(t)

r(t)

)
= α, was x = m(t) +

s(t) + r(t) · R−1(α) = fα(t) entspricht. Nach De�nition 3.8 des unscharfen Integrals er-

halten wir Jα =
t1∫
t0

f
α
(t)dt =

t1∫
t0

(m(t) − s(t) − l(t) · L−1(α))dt und Jα =
t1∫
t0

fα(t)dt =

t1∫
t0

(m(t) + s(t) + r(t) ·R−1(α))dt.

Um den Beweis zu vervollständigen müssen wir zeigen, dass für die Zugehörigkeitsfunk-
tion µJ∗(x) von J∗ µJ∗(x) = α nur dann gilt, wenn x = Jα oder x = Jα ist.
Es ist leicht zu sehen, dass die Lösung der Gleichung

L


(
t1∫
t0

m(t)− s(t)dt

)
− x

t1∫
t0

l(t)dt

 = α

gleich x =
t1∫
t0

(m(t)− s(t)− l(t) · L−1(α))dt = Jα ist, und die Lösung der Gleichung

R


x−

(
t1∫
t0

m(t) + s(t)dt

)
t1∫
t0

r(t)dt

 = α

gleich x =
t1∫
t0

(m(t) + s(t) + r(t) ·R−1(α))dt = Jα ist.

Man sieht auch, dass µJ∗(x) = 1 genau dann gilt, wenn

(
t1∫
t0

m(t)− s(t)dt

)
≤ x

≤

(
t1∫
t0

m(t) + s(t)dt

)
gilt und µJ∗(x) = 0, wenn x ≤

(
t1∫
t0

m(t)− s(t)− l(t)dt

)
und wenn

x ≥

(
t1∫
t0

m(t) + s(t) + r(t)dt

)
gilt. �

Beispiel 3.11: Sei f ∗(t) eine Funktion, die jedem �xen Argument t ∈ [1;∞) eine
unscharfe Zahl y∗t zuweist, welche für jedes t durch ηy∗t (x) (nach deren De�nition im Satz
3.10) beschrieben wird. Wir haben hier m(t) = 2t+ 1, s(t) = 0 und l(t) = r(t) = 1− 1

4t2
.

Es ist leicht einzusehen, dass m(t), l(t) und r(t) positive und auf [1;∞) integrierbare
Funktionen sind. Nach Satz 3.10 ist dann für jedes Intervall [t0; t1] ⊂ [1;∞) das Integral
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J∗ =
t1∫
t0

f ∗(t)dt eine unscharfe Zahl, die durch die charakterisierende Funktion µJ∗(x)

(nach deren De�nition im Satz 3.10) beschrieben wird.

In unserem Fall haben wir M =
t1∫
t0

m(t)dt =
t1∫
t0

(2t + 1)dt = (t21 + t1) − (t20 + t0) und

D =
t1∫
t0

l(t)dt =
t1∫
t0

r(t)dt =
t1∫
t0

(1− 1
4t2

)dt = (t1 + 1
4t1

)− (t0 + 1
4t0

). Somit gilt

µJ∗(x) =


1− M−x

D
für M −D ≤ x ≤M

1− x−M
D

für M ≤ x ≤M +D

0 sonst

 .

Zum Beispiel ist für t0 = 2 und t1 = 4 das Integral J∗ =
4∫
2

f ∗(t)dt eine LR-unscharfe

Zahl mit dem MittelwertM = 14 und der Spanne D = 1, 9375. Dessen charakterisierende
Funktion ist

µJ∗(x) =


1− 14−x

1,9375
für 12, 0625 ≤ x ≤ 14

1− x−14
1,9375

für 14 ≤ x ≤ 15, 9375

0 sonst

 .

Die unscharfe Zahl ηy∗t (x) hängt von t ab. In Abbildung 3.8 werden zur Veranschaulichung
zwei charakterisierende Funktionen von y∗t für t = 1 und t = 2 dargestellt.

Abbildung 3.8: Charakterisierende Funktionen ηy∗1 (x) und ηy∗2 (x)

In Abbildung 3.9 werden zwei δ-Schnitte der unscharfen Funktion f ∗(t) = y∗t dargestellt,
die mit t variiert.
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Abbildung 3.9: δ-Schnitte der unscharfen Funktion f ∗(t) ≡ y∗t

Wir haben bereits die charakterisierende Funktion des unscharfen Integrals J∗ =
4∫
2

f ∗(t)dt

berechnet. In Abbildung 3.10 wird die charakterisierende Funktion dieses unscharfen In-
tegrals J∗ von f ∗(t) = y∗t dargestellt.

Abbildung 3.10: Charakterisierende Funktion des unscharfen Integrals J∗

3.5 Integration mit unscharfen Integrationsbereichen

Oft sind die Endpunkte des Intervalls [t0; t1] für die Integration in Anwendungen nicht
präzise gegeben. Aus diesem Grund muss man sich um die Integration mit unscharfen
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Rändern t∗0 und t
∗
1 (mit charakterisierenden Funktionen τ0(·) bzw. τ1(·)) kümmern.

Das noch einmal verallgemeinerte Integral

J∗∗ =

t∗1∫
t∗0

f ∗(t)dt

wird auf jene Art und Weise de�niert, dass der Integrator f ∗(t) auf Basis der charakteri-
sierenden Funktionen τ0(·) und τ1(·) von t∗0 bzw. t∗1 transformiert wird. Die charakterisie-
rende Fuktion τ(·) auf dem unscharfen Intervall [t∗0; t∗1] wird durch die δ-Schnitte de�niert,
welche die δ-Schnitte von τ0(·) und τ1(·) verwendet. Die δ-Schnitte von τ0(·) ∀δ ∈ (0; 1]
sind

Cδ[τ0(·)] = [τ 0,δ; τ 0,δ]

und die von τ1(·) ∀δ ∈ (0; 1] sind

Cδ[τ1(·)] = [τ 1,δ; τ 1,δ].

Somit sind die δ-Schnitte von τ(·) gegeben durch

Cδ[τ(·)] = [τ 0,δ; τ 1,δ] ∀δ ∈ (0; 1].

Mithilfe dieser δ-Schnitte und des Darstellungssatzes 2.3 für unscharfe Zahlen kann man
die charakterisierende Funktion τ(·) erhalten. Diese Funktion ist für angemessene In-
tegrationsintervalle eine charakterisierende Funktion eines unscharfen Intervalles nach
De�nition 2.1.
Die unscharfe Zahl J∗∗ wird mithilfe der De�nition 3.8 des unscharfen Integrals de�niert
durch

t∗1∫
t∗0

f ∗(t)dt :=

t1∫
t0

f ∗(t) · τ(t)dt,

wobei [τ 0; τ 0] und [τ 1; τ 1] die Abschlüsse von den Trägern der unscharfen Zahlen t∗0 bzw.
t∗1 sind, also

[τ i; τ i] = Tr[t∗i ] := {x ∈ R : τi(x) > 0} für i = 0, 1.

Die Multiplikation einer unscharfen Zahl y∗ = f ∗(t) mit einer reellen Zahl c = τ(t) für ein
�xes t wird mit der charakterisierenden Funktion η(·) von y∗ de�niert. Für c > 0 haben
wir die charakterisierende Funktion ψ(·) des unscharfen Produkts c�y∗, welche näher im
Abschnitt über die Arithmetik unscharfer Zahlen beschrieben wurde. ψ(·) wird de�niert
durch

ψ(x) = η
(x
c

)
∀x ∈ R.

Damit ist das Integral J∗∗ wohlde�niert und es ergibt sich eine unscharfe Zahl. Dies
entspricht vollkommen einer realistischen Beschreibung natürlicher Phänomene.
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Im Falle, dass die Werte der unscharfen Funktion f ∗(t) und die unscharfen Ränder t∗0
und t∗1 LR-unscharfe Zahlen sind, kann man die charakterisierenden Funktionen τ(·) und
µJ∗∗(·) mithilfe der folgenden zwei Sätze beschreiben.

Satz 3.12: Sei t∗0 eine unscharfe Zahl mit zugehöriger charakterisierender Funktion

τ0(x) =

{
L
(
t0−x
l

)
für x ≤ t0

R
(
x−t0
r

)
für x ≥ t0

}
und t∗1 eine unscharfe Zahl mit zugehöriger charakterisierender Funktion

τ1(x) =

{
L
(
t1−x
l

)
für x ≤ t1

R
(
x−t1
r

)
für x ≥ t1

}
.

Seien Cδ[τ0(·)] = [τ 0,δ; τ 0,δ] und Cδ[τ1(·)] = [τ 1,δ; τ 1,δ] die δ-Schnitte von τ0(·) bzw. τ1(·).
Dann hat die Funktion τ(·) mit δ-Schnitten

(
Cδ[τ(·)] = [τ 0,δ; τ 1,δ] ∀δ ∈ (0; 1]

)
folgende

Form:

τ(x) =


L
(
t0−x
l

)
für x ≤ t0

1 für t0 ≤ x ≤ t1

R
(
x−t1
r

)
für x ≥ t1


Beweis: τ 0,δ ist die Lösung der Gleichung L

(
t0−x
l

)
= δ, damit gilt τ 0,δ = t0− l ·L−1(δ).

τ 1,δ ist die Lösung der Gleichung R
(
x−t1
r

)
= δ, damit gilt τ 1,δ = t1 +r ·R−1(δ). Es genügt

zu zeigen, dass τ(x) = δ nur für x = τ 0,δ und x = τ 1,δ gilt. Mit den oben berechneten τ 0,δ

und τ 1,δ ist das o�ensichtlich. Zudem haben wir für δ = 1 den δ-Schnitt C1[τ(·)] = [t0; t1]
(L−1(1) = R−1(1) = 0), damit gilt τ(x) = 1 genau dann, wenn t0 ≤ x ≤ t1. �

Satz 3.13: Seien t∗0, t
∗
1 unscharfe Zahlen und τ(·) eine charakterisierende Funktion wie

in Satz 3.12 beschrieben. Für jedes �xe Argument t sei der Wert der unscharfen Funktion
f ∗(t) gleich einer unscharfen Zahl y∗t , wie in Satz 3.10 beschrieben. Dann ist das unscharfe

Integral J∗∗ =
t∗1∫
t∗0

f ∗(t)dt eine unscharfe Zahl, beschrieben durch die charakterisierende

Funktion

µJ∗∗(x) =



L


(
t1∫
t0

τ(t)m(t)−τ(t)s(t)dt

)
−x

t1∫
t0

τ(t)l(t)dt

 für x <

(
t1∫
t0

τ(t)m(t)− τ(t)s(t)dt

)

1 für

(
t1∫
t0

τ(t)m(t)− τ(t)s(t)dt

)
≤ x

≤

(
t1∫
t0

τ(t)m(t) + τ(t)s(t)dt

)

R

x−
(
t1∫
t0

τ(t)m(t)+τ(t)s(t)dt

)
t1∫
t0

τ(t)r(t)dt

 für x >

(
t1∫
t0

τ(t)m(t) + τ(t)s(t)dt

)



.
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Beweis: Es gilt ja J∗∗ =
t1∫
t0

f ∗(t)τ(t)dt, wobei ψt(·) die charakterisierende Funktion des

unscharfen Produkts von y∗t = f ∗(t) und der Konstanten τ(t) (für ein festes Argument t)

ist, also ψt(x) = ηy∗t

(
x
τ(t)

)
. Nach der De�nition ηy∗t

(
x
τ(t)

)
von Satz 3.10 haben wir

ψt(x) = ηy∗t

(
x

τ(t)

)
=


L
(
m(t)−s(t)− x

τ(t)

l(t)

)
für x

τ(t)
< m(t)− s(t)

1 für m(t)− s(t) ≤ x
τ(t)
≤ m(t) + s(t)

R
( x
τ(t)
−m(t)−s(t)
r(t)

)
für x

τ(t)
> m(t) + s(t)

 .

Dies bedeutet dasselbe wie

ψt(x) =


L
(
τ(t)(m(t)−s(t))−x

τ(t)l(t)

)
für x < τ(t)(m(t)− s(t))

1 für τ(t)(m(t)− s(t)) ≤ x ≤ τ(t)(m(t) + s(t))

R
(
x−τ(t)(m(t)+s(t))

τ(t)r(t)

)
für x > τ(t)(m(t) + s(t))

 .

Mithilfe von Satz 3.10 ist das Integral auf dem Bereich [t0; t1] der unscharfen Funktion,
welche die unscharfen Zahlen, charakterisiert durch ψt(x), produziert, gegeben durch die
charakterisierende Funktion µJ∗∗(·). Damit wurde der Satz bewiesen. �

Beispiel 3.14: Wir wollen die unscharfe Funktion f ∗(t) aus Beispiel 3.11 über den
unscharfen Bereich [2∗; 4∗] integrieren. Die unscharfe Zahl 2∗ ist gegeben durch die cha-
rakterisierende Funktion

µ2∗(x) =


1− 2−x

1
für 1 ≤ x ≤ 2

1− x−2
1

für 2 ≤ x ≤ 3

0 sonst


und die unscharfe Zahl 4∗ ist gegeben durch die charakterisierende Funktion

µ4∗(x) =


1− 4−x

1
für 3 ≤ x ≤ 4

1− x−4
1

für 4 ≤ x ≤ 5

0 sonst

 .

Dann gilt [t0; t1] = [1; 5] und

τ(x) =


x− 1 für 1 ≤ x ≤ 2

1 für 2 ≤ x ≤ 4

5− x für 4 ≤ x ≤ 5

0 sonst

 .
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Mit der Berechnung des Mittelwertes und der Spanne (m(t) und l(t) = r(t) entnimmt
man aus Beispiel 3.11) haben wir nach Satz 3.13 folgendes Resultat:

M =
5∫
1

τ(t)m(t)dt =
2∫
1

(t−1)(2t+1)dt+
4∫
2

1(2t+1)dt+
5∫
4

(5−t)(2t+1)dt = 13
6

+14+ 29
6

= 21,

und DL =
5∫
1

τ(t)l(t)dt =
2∫
1

(t − 1)(1 − 1
4t2

)dt +
4∫
2

1(1 − 1
4t2

)dt +
5∫
4

(5 − t)(1 − 1
4t2

)dt ≈

0.4517 + 1.9375 + 0.4933 = 2.8825.
In unserem Fall haben wir l(t) = r(t), darum gilt DR ≈ 2.8825. Die charakterisierende
Funktion der unscharfen Zahl J∗∗ ist nun

µJ∗∗(x) =


1− 21−x

2.8825
für 18.1175 ≤ x ≤ 21

1− x−21
2.8825

für 21 ≤ x ≤ 23.8825

0 sonst

 .
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Kapitel 4

Anwendungen

In diesem Kapitel werden nun mögliche Anwendungen der mathematischen Beschreibung
von Unschärfe aufgezeigt. Diese Beschreibungen sind notwendig, da in der Stochastik nur
die Unsicherheit auf Grund von Variabilität beschrieben wird. Auf diesem Gebiet treten
häu�g unscharfe Zahlen auf, mit denen gewisse Anwendungen, die mit reellen Zahlen
funktionieren, neu de�niert werden müssen. Diesem Kapitel liegen zum Groÿteil G. Klir
und B. Yuan [9], D. Hareter [6], R. Viertl [20] und R. Viertl und D. Hareter [21] zugrunde.
Dem Abschnitt über die Fourier-Residuenanalyse im unscharfene Zeitreihenmodell liegt
zum Groÿteil Ruey-Chyn Tsaur [18] zugrunde.

4.1 Unscharfe Dichtefunktionen und unscharfe Vertei-

lungsfunktionen

De�nition 4.1: Eine unscharfe Funktion f ∗ : M → FI(R), de�niert auf (M,A, µ) ist
eine unscharfe Dichtefunktion, wenn sie folgende Bedingungen erfüllt:

1. Das Integral y∗ = −
∫
M

f ∗(x)dµ(x) existiert

2. 1 ∈ C1[y∗] und Tr[y∗] ⊆ [0,∞)

3. Es gibt eine klassische Wahrscheinlichkeitsdichte f : M → [0;∞) mit

f
1
(x) ≤ f(x) ≤ f 1(x) ∀x ∈M

Für die De�nition der unscharfen Verteilungsfunktion braucht man De�ntion 3.8 des
unscharfen Integrals:

De�nition 4.2: Sei f ∗ : R → FI(R) eine unscharfe Dichtefunktion und deren δ-
Niveaufunktionen f

δ
und f δ endlich integrierbar, ∀δ ∈ (0; 1]. Eine unscharfe Funktion

F ∗ : R→ FI(R) mit F ∗(a) := −
∫ a
−∞ f

∗(x)dx heiÿt zugehörige unscharfe Verteilungsfunkti-
on. Deren δ-Schnitte sind folgendermaÿen de�niert:

Cδ[F
∗(a)] =

[∫ a

−∞
f
δ
(x)dx;

∫ a

−∞
f δ(x)dx

]
∀δ ∈ (0; 1], ∀a ∈ R
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4.2 Das verallgemeinerte Bayes'sche Theorem bei Un-

schärfe

Wir haben ein stetiges, parametrisches stochastisches Modell X ∼ f(· | θ), ∀θ ∈ Θ
(f ist eine parametrische Wahrscheinlichkeitsdichte). Θ ist ein stetiger Wahrscheinlich-
keitsraum (beinhaltet alle in Frage kommenden Werte für den Parameter θ). Das Wissen
über den Parameter θ im Vorhinein wird durch eine Wahrscheinlichkeitsverteilung π(·)
ausgedrückt, die auch A-priori-Dichte genannt wird.

Für dieses Modell X ∼ f(· | θ), ∀θ ∈ Θ, mit stetigem Wahrscheinlichkeitsraum Θ, der
A-priori-Dichte π(·), einer reellen Stichprobe x1, . . . , xn und der sogenannten Likelihood-
oder Plausibilitätsfunktion

l(θ;x1, . . . , xn) =
n∏
i=1

f(xi | θ) ∀θ ∈ Θ

lautet die Kurzform des Bayes'schen Theorems:

π(θ |x1, . . . , xn) ∝ π(θ) l(θ;x1, . . . , xn), oder ausführlich

π(θ |x1, . . . , xn) =
π(θ) l(θ;x1, . . . , xn)∫

Θ

π(θ) l(θ;x1, . . . , xn)dθ
,

∫
Θ

π(θ) l(θ;x1, . . . , xn)dθ ist die Normierungskonstante.

Aus diesem Bayes'schen Theorem erhält man die sogenannte A-posteriori-Dichte π(· |x1, . . . , xn).
Zudem wird diese Kurzform für ein beliebiges θ ∈ Θ begründet:

π(θ |x1, . . . , xn) =
g(x1, . . . , xn, θ)

h(x1, . . . , xn)

=

[
n∏
i=1

f(xi | θ)
]
π(θ)

∫
Θ

[
n∏
i=1

f(xi | θ)
]
π(θ)dθ

für θ ∈ Θ

Die erste Gleichung gilt wegen der De�nition der bedingten Wahrscheinlichkeitsdichte.
g(x1, . . . , xn, θ) ist die multivariate Wahrscheinlichkeitsdichte des stochastischen Vektors
(X1, . . . , Xn, θ̃). h(x1, . . . , xn) ist die Randdichte von (X1, . . . , Xn). Zudem braucht man
die Voraussetzungen, dass π(·) eine Wahrscheinlichkeitsdichte ist, dass f(x1, . . . , xn | θ) in
θ nichtnegativ stetig ist und dass x1, . . . , xn unabhängige Beobachtungen sind. Mit der De-
�nition der Plausibilitätsfunktion erhält man so die Kurzform des Bayes'schen Theorems.

Man braucht eine Basis für die Verallgemeinerung der statistischen Verfahrensweise für
unscharfe Daten. Für eine Zufallsgröÿe X haben wir den Beobachtungsraum MX =
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{X(ω) : ω ∈ Ω}. Seien x∗1, . . . , x
∗
n n unscharfe Elemente von MX und ξ1(·), . . . , ξn(·)

die zugehörigen charakterisierenden Funktionen.

De�nition 4.3: Die vektorcharakterisierende Funktion ξ(·, . . . , ·) vom unscharfen Ele-
ment x∗ aus dem Stichprobenraum Mn

X (Raum aller möglichen Stichproben der stochas-
tischen Gröÿe X) ist de�niert durch

ξ(x1, . . . , xn) = min{ξ1(x1), . . . , ξn(xn)} ∀(x1, . . . , xn) ∈Mn
X

und der zugehörige unscharfe Vektor x∗ wird die kombinierte unscharfe Stichprobe ge-
nannt.

De�nition 4.4: Auf einem stetigen Parameterraum Θ ist die unscharfe A-priori-Verteilung
P ∗(·) auf Θ gegeben durch eine unscharfe Dichtefunktion π∗(·) auf Θ.

Im Allgemeinen sind in einem stetigen stochastischen Modell X ∼ f(· | θ), θ ∈ Θ, mit
stetigem Wahrscheinlichkeitsraum Θ, die A-priori-Verteilungen und die Beobachtungen
unscharf. Für solche unscharfen Informationen benötigt man eine Verallgemeinerung des
Bayes'schen Theorems.

Bei unscharfen Daten x∗1, . . . , x
∗
n muss die Plausibilitätsfunktion l(θ;x1, . . . , xn) verallge-

meinert werden. Wir verwenden hierbei das kombinierte unscharfe Stichprobenelement x∗

(Def 4.3). Damit wird die verallgemeinerte Plausibilitätsfunktion l∗(θ;x∗), die durch das
Erweiterungsprinzip de�niert ist, repräsentiert durch deren unscharfen δ-Niveaufunktionen
lδ(· ;x∗) und lδ(· ;x∗) ∀δ ∈ (0; 1].
Für die δ-Schnitte des unscharfen Wertes l∗(θ;x∗) schreiben wir

Cδ[l
∗(θ;x∗)] = [lδ(θ ;x∗), lδ(θ ;x∗)].

Zudem ist l∗(· ;x∗) eine unscharfe Funktion l∗ : θ → FI([0;∞]).
Basierend auf der unscharfen A-priori-Dichte π∗(·) auf Θ mit den δ-Niveaufunktionen
πδ(·) und πδ(·) und der unscharfen Stichprobe x∗1, . . . , x

∗
n zusammen mit der kombi-

nierten unscharfen Stichprobe x∗ (mit der vektorcharakterisierenden Funktion ξ(·, . . . , ·))
erhält man die charakterisierende Funktion ψl∗(θ;x∗)(·) von l∗(θ;x∗) mithilfe des Erweite-
rungsprinzips (De�nition 3.3):

ψl∗(θ;x∗)(y) :=

{
sup{ξ(x) : l(θ;x) = y} falls ∃x : l(θ;x) = y

0 falls @x : l(θ;x) = y

}
∀y ∈ R

Mit der unscharfen Multiplikation � und der unscharfen Division � erhält man die na-
türliche Erweiterung des Bayes'schen Theorems,

π∗(θ |x∗) =
π∗(θ)� l∗(θ;x∗)

−
∫
Θ

π∗(θ)� l∗(θ;x∗)dθ
,
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wobei der Träger der unscharfen Zahl im Nenner nicht die 0 enthält, damit der Quotient
existiert.

Für die Berechnung des δ-Schnittes Cδ[π∗(θ |x∗)] betrachten wir die δ-Schnitte Cδ[y∗]
und Cδ[z

∗] für die Multiplikation y∗ = x∗1 � x∗2 und z∗ = w∗1 � w∗2. Zudem soll gelten,
dass die Träger Tr[x∗1], Tr[x∗2], Tr[w∗1] und Tr[w∗2] vollständig im positiven Bereich von R
liegen (sonst kommt es zu Komplikationen mit den Grenzen der δ-Schnitte). Mit Satz 3.5
können Cδ[y∗] und Cδ[z∗] mit jeweils Cδ[x∗i ] = [xi,δ;xi,δ] und Cδ[w

∗
i ] = [wi,δ;wi,δ] (i = 1, 2)

durch

Cδ[y
∗] =

[
x1,δ · x2,δ;x1,δ · x2,δ

]
undCδ[z

∗] =

[
w1,δ

w2,δ

;
w1,δ

w2,δ

]
berechnet werden. Die Funktion f ist hier jeweils die Multiplikation und Division und die
beiden Intervallenden der beiden δ-Schnitte sind das min und das max von f .
Damit und mit der De�nition 3.8 der Integration unscharfer Funktionen und den
δ-Schnitten Cδ[π∗(θ)] = [πδ(θ);πδ(θ)], Cδ[l

∗(θ;x∗)] = [lδ(θ ;x∗), lδ(θ ;x∗)] sind die
δ-Niveaufunktionen von Cδ[π∗(θ |x∗)] gegeben durch

πδ(θ |x∗) :=
πδ(θ) · lδ(θ;x∗)∫

Θ

πδ(θ) · lδ(θ;x∗)dθ

und

πδ(θ |x∗) :=
πδ(θ) · lδ(θ;x∗)∫

Θ

πδ(θ) · lδ(θ;x∗)dθ

∀δ ∈ (0; 1].

Handelt es sich bei π∗(θ |x∗) aber um eine unscharfe Dichte nach De�nition 4.1? Die drei
Punkte müssen überprüft werden:

1. Das Integral −
∫
Θ

π∗(θ |x∗)dθ =
−
∫
Θ

π∗(θ)�l∗(θ;x∗)dθ

−
∫
Θ

π∗(θ)�l∗(θ;x∗)dθ
existiert, denn die δ-Niveaufunktionen

πδ(θ) · lδ(θ;x∗) und πδ(θ) · lδ(θ;x∗) von

Cδ

−∫
Θ

π∗(θ |x∗)dθ

 =

∫
Θ

πδ(θ |x∗)dθ;
∫
Θ

πδ(θ |x∗)dθ


=


∫
Θ

πδ(θ) · lδ(θ;x∗)dθ∫
Θ

πδ(θ) · lδ(θ;x∗)dθ
;

∫
Θ

πδ(θ) · lδ(θ;x∗)dθ∫
Θ

πδ(θ) · lδ(θ;x∗)dθ


sind endlich integrierbar ∀δ ∈ (0; 1].
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2. Aus den Ungleichungen 0 ≤ πδ(θ) ≤ πδ(θ) und 0 ≤ lδ(θ;x
∗) ≤ lδ(θ;x

∗), die für alle
δ ∈ (0; 1] und θ ∈ Θ gelten, folgt πδ(θ) · lδ(θ;x∗) ≤ πδ(θ) · lδ(θ;x∗) und somit

0 ≤
∫
Θ

πδ(θ) · lδ(θ;x∗)dθ ≤
∫
Θ

πδ(θ) · lδ(θ;x∗)dθ.

Daraus erhält man

0 ≤

∫
Θ

πδ(θ) · lδ(θ;x∗)dθ∫
Θ

πδ(θ) · lδ(θ;x∗)dθ

=

∫
Θ

πδ(θ |x∗)dθ

 ≤ 1

und mit ähnlichen Überlegungen

1 ≤

∫
Θ

πδ(θ) · lδ(θ;x∗)dθ∫
Θ

πδ(θ) · lδ(θ;x∗)dθ

=

∫
Θ

πδ(θ |x∗)dθ

 .

Somit ist 1 ∈ Cδ
[
−
∫
Θ

π∗(θ |x∗)dθ
]

=

[∫
Θ

πδ(θ |x∗)dθ;
∫
Θ

πδ(θ |x∗)dθ
]
.

Die Trägermengen Tr[x∗1] und Tr[x∗2] in y∗ = x∗1 � x∗2 sollen ja vollständig im
positiven Bereich von R liegen, das gilt dann aber auch für Tr[y∗]. Liegt für ei-
ne unscharfe Funktion f ∗ die Trägermenge Tr[f ∗(x)] ∀x ∈ R im positiven Be-
reich von R, dann gilt dies auch für die Integration dieser Funktion. Der Trä-
ger von −

∫
Θ

π∗(θ) � l∗(θ;x∗)dθ liegt vollständig im positiven Bereich. Damit gilt

Tr

(
−
∫
Θ

π∗(θ |x∗)dθ
)

= Tr

(
−
∫
Θ

π∗(θ)�l∗(θ;x∗)dθ

−
∫
Θ

π∗(θ)�l∗(θ;x∗)dθ

)
⊆ (0;∞).

3. Eine klassische Wahrscheinlichkeitsdichte, die zwischen π1(θ |x∗) und
π1(θ |x∗) ∀θ ∈ Θ liegt ist π(θ |x). Es handelt sich auch wirklich um eine Dichte-
funktion, da

∫
Θ

π(θ |x)dθ =

∫
Θ

π(θ) l(θ;x)dθ∫
Θ

π(θ) l(θ;x)dθ
= 1

gilt. π(θ) ist dabei eine klassische Dichte, die zwischen π1(θ) und π1(θ) liegt, da
π∗(θ) eine unscharfe Dichte ist.

Im klassischen Bayes'schen Theorem, für welches die A-priori-Wahrscheinlichkeit reell ist,
gilt der Bayes'sche Aktualisierungsprozess: Indem man die Daten x1, . . . , xn in zwei Teile
x1 = (x1, . . . , xm) und x2 = (xm+1, . . . , xn) teilt, π(· |x1) berechnet, diese dann als eine
A-priori-Verteilung für die nächste Stichprobe x2 verwendet, sollte dasselbe herauskom-
men, wie wenn man die gesamte Stichprobe x1, . . . , xn in einem Schritt nimmt, um die
A-posteriori-Verteilung zu berechnen.
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Diese Eigenschaft gilt aber nicht so ohne Weiteres im verallgemeinerten Bayes'schen Theo-
rem wie oben beschrieben. Hier wird die aus den unscharfen Beobachtungen x∗1, . . . , x

∗
n

kombinierte unscharfe Stichprobe x∗ (nach De�nition 4.3) in die beiden Teilstichproben
x∗1 und x∗2 aufgeteilt, wobei x∗1 die Beobachtungen x∗1, . . . , x

∗
m und x∗2 die Beobachtungen

x∗m+1, . . . , x
∗
n enthält. Die A-posteriori-Dichte π∗( · |x∗1) wird als A-priori-Dichte für x∗2

verwendet. Auf diese Weise erhält man für die untere δ-Niveaufunktion

πδ(θ |x∗1, x∗2) =
πδ(θ |x∗1) · lδ(θ;x∗2)∫

Θ

πδ(θ |x∗1) · lδ(θ;x∗2) dθ

=

πδ(θ)·lδ(θ;x∗1)∫
Θ

πδ(θ)·lδ(θ;x∗1) dθ
· lδ(θ;x∗2)∫

Θ

πδ(θ)·lδ(θ;x∗1)∫
Θ

πδ(θ)·lδ(θ;x∗1) dθ
· lδ(θ;x∗2) dθ

=

∫
Θ

πδ(θ) · lδ(θ;x∗1) dθ∫
Θ

πδ(θ) · lδ(θ;x∗1) dθ
· πδ(θ) · lδ(θ;x∗1) · lδ(θ;x∗2)∫

Θ

πδ(θ) · lδ(θ;x∗1) · lδ(θ;x∗2) dθ
.

Wegen der verwendeten Minimum-Kombinationsregel und Satz 2.9 gelten die beiden Glei-
chungen

lδ(θ;x
∗) = lδ(θ;x

∗
1) · lδ(θ;x∗2) und lδ(θ;x

∗) = lδ(θ;x
∗
1) · lδ(θ;x∗2).

Für die obere δ-Niveaufunktion gilt die Berechnung analog. Damit und weil üblicherweise∫
Θ

πδ(θ)·lδ(θ;x∗1) dθ∫
Θ

πδ(θ)·lδ(θ;x∗1) dθ
= C ≤ 1 gilt, erhält man letztendlich πδ(θ |x∗1, x∗2) = C · πδ(θ |x∗). Somit

unterscheiden sich die Resultate um die Konstante C.

Um die sequentielle Eigenschaft des Aktualisierungsprozesses im Bayes'schen Theorem
aufrecht zu erhalten, ist ein gleicher Nenner für πδ(· |x∗) und πδ(· |x∗) notwendig. Dazu
kann man den Mittelwert der beiden vorhandenen Nenner verwenden:

N(x∗) =
1

2

∫
Θ

πδ(θ) · lδ(θ;x∗)dθ +

∫
Θ

πδ(θ) · lδ(θ;x∗)dθ


=

∫
Θ

1

2

[
πδ(θ) · lδ(θ;x∗) + πδ(θ) · lδ(θ;x∗)

]
dθ

Auf diese Weise erhält man die folgende Form des Bayes'schen Aktualisierungsprozesses:

πδ(θ |x∗) =
πδ(θ) · lδ(θ;x∗)∫

Θ

1
2

[
πδ(θ) · lδ(θ;x∗) + πδ(θ) · lδ(θ;x∗)

]
dθ

=
πδ(θ) · lδ(θ;x∗)

N(x∗)
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und

πδ(θ |x∗) =
πδ(θ) · lδ(θ;x∗)∫

Θ

1
2

[
πδ(θ) · lδ(θ;x∗) + πδ(θ) · lδ(θ;x∗)

]
dθ

=
πδ(θ) · lδ(θ;x∗)

N(x∗)

Nun wollen wir beweisen, dass mit dieser Verallgemeinerung des Bayes'schen Theorems
die sequentiell berechnete unscharfe A-posteriori-Dichte π∗(· |x∗1, x∗2) mit der in einem
Schritt berechneten A-posteriori-Dichte π∗(· |x∗) übereinstimmt. Dann gilt für die untere
δ-Niveaufunktion von π∗(· |x∗1, x∗2) (für die obere δ-Niveaufunktion analog) mit der
A-priori-Dichte π∗(· |x∗1) folgende Berechnung:

πδ(θ |x∗1, x∗2) =
πδ(θ |x∗1) · lδ(θ;x∗2)∫

Θ

1
2

[
πδ(θ |x∗1) · lδ(θ;x∗2) + πδ(θ |x∗1) · lδ(θ;x∗2)

]
dθ

=

πδ(θ)·lδ(θ;x∗1)

N(x∗1)
· lδ(θ;x∗2)∫

Θ

1
2

[
πδ(θ)·lδ(θ;x∗1)

N(x∗1)
· lδ(θ;x∗2) +

πδ(θ)·lδ(θ;x∗1)

N(x∗1)
· lδ(θ;x∗2)

]
dθ

=
N(x∗1)−1 · πδ(θ) · lδ(θ;x∗1) · lδ(θ;x∗2)∫

Θ

1
2
N(x∗1)−1

[
πδ(θ) · lδ(θ;x∗1) · lδ(θ;x∗2) + πδ(θ) · lδ(θ;x∗1) · lδ(θ;x∗2)

]
dθ

=
πδ(θ) · lδ(θ;x∗1) · lδ(θ;x∗2)∫

Θ

1
2

[
πδ(θ) · lδ(θ;x∗1) · lδ(θ;x∗2) + πδ(θ) · lδ(θ;x∗1) · lδ(θ;x∗2)

]
dθ

=
πδ(θ) · lδ(θ;x∗)∫

Θ

1
2

[
πδ(θ) · lδ(θ;x∗) + πδ(θ) · lδ(θ;x∗)

]
dθ

= πδ(θ |x∗)

Beispiel 4.5: Für X ∼ EXθ ; θ ∈ Θ = (0;∞), also für die Exponentialverteilung mit
Dichte

f(x | θ) =
1

θ
e−

x
θ I(0;∞)(x)

ist eine unscharfe A-priori-Dichte π∗(·) auf Θ gegeben, für welche ein paar δ-Niveaufunktionen
in Abbildung 4.1 dargestellt sind. In dieser Abbildung sind π0+ und π0+ die Randpunk-
te von {x ∈ R : ξπ∗(θ) > 0}. ξπ∗(θ) ist die charakterisierende Funktion des unscharfen
Intervalls π∗(θ).
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Abbildung 4.1: Ein paar δ-Niveaufunktionen von π∗(·)

Abbildung 4.2: Unscharfe Stichprobe

In Abbildung 4.2 sind die charakterisierenden Funktionen von acht unscharfen Beobach-
tungen x∗1, . . . , x

∗
8 von X gegeben.

Wendet man das verallgemeinerte Bayes'sche Theorem an, erhält man die δ-Niveaufunktionen
der A-posteriori-Dichte π∗(· | x∗1, . . . , x∗8). Für dieses Beispiel sind ein paar δ-Niveaufunktionen
πδ(· | x∗1, . . . , x∗8) und πδ(· | x∗1, . . . , x∗8) in Abbildung 4.3 dargestellt.
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Abbildung 4.3: Unscharfe A-posteriori-Dichte

4.3 Unscharfe Zeitreihen

Zeitreihen sind zeitabhängige Daten. Hier beschäftigen wir uns mit der deskriptiven Me-
thode der Zeitreihenanalyse, die ohne stochastische Modelle funktioniert. Ziel dieser Me-
thoden ist, sowohl die Trendkomponente als auch die Saisonalkomponente einer Zeitreihe
aus�ndig zu machen.
Eine unscharfe Zeitreihe (x∗t )t∈T ist eine geordnete Folge von unscharfen Zahlen, wobei
T = {1, 2, . . . , n} gilt. Formal gesehen handelt es sich bei einer eindimensionalen un-
scharfen Zeitreihe um eine Zuordnung T → F(R), die zu einem beliebigen Zeitpunkt eine
unscharfe Zahl ausgibt. Die klassischen Zeitreihen sind spezielle Formen der unscharfen
Zeitreihen.

4.3.1 Gleitende Mittelwerte

Zunächst möchte man zufällige Schwankungen einer unscharfen Zeitreihe (x∗t )t∈T elimi-
nieren, um deren Langzeitverhalten analysieren zu können. Eine der Möglichkeiten ist die
lokale Approximation, wie zum Beispiel die Glättung der Elemente einer Zeitreihe durch
deren lokalen Mittelwert.
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Man entnimmt diese Glättung aus der De�nition der gleitenden Mittelwerte einer klassi-
schen Zeitreihe (xt)t∈T

yt =
1

2q + 1

q∑
i=−q

xt+i, t = q + 1. . . . , N − q,

und indem man im Falle von unscharfen Werten x∗t das Erweiterungsprinzip 3.3 anwen-
det. Als erstes kombiniert man die unscharfen Zahlen x∗t−q, . . . , x

∗
t+q zu einem unscharfen

Vektor x∗ ∈ F(R2q+1) mit der vektorcharakterisierenden Funktion ξx∗(·, . . . , ·). Von die-
sen Ergebnissen kann man die unscharfe Zahl y∗t und deren charakterisierende Funktion
ξy∗t (·) beschreiben, bei der für alle y ∈ R gilt:

ξy∗t (y) = sup

{
ξx∗(x−q, . . . , xq) : (x−q, . . . , xq) ∈ R2q+1 :

1

2q + 1

q∑
i=−q

xi = y

}
∀y ∈ R

Mit Satz 3.5 sind die δ-Schnitte Cδ[y∗t ] gegeben durch

Cδ[y
∗
t ] =

[
min

(x−q ,...,xq)∈Cδ[x∗]

1

2q + 1

q∑
i=−q

xi; max
(x−q ,...,xq)∈Cδ[x∗]

1

2q + 1

q∑
i=−q

xi

]
.

Somit kann das Resultat folgendermaÿen gekürzt werden:

y∗t =
1

2q + 1
·

q⊕
i=−q

x∗t+i, t = q + 1, . . . , N − q

Wenn die unscharfen Beobachtungen (x∗t )t∈T annäherungsweise lineares Verhalten auf-
weisen (x∗t ≈ a∗⊕ t · b∗ mit den δ-Schnitten Cδ[a∗] = [aδ; aδ] und Cδ[b

∗] = [bδ; bδ]), können
die δ-Schnitte Cδ[x∗t ] (mit zufälligen Variablen εt,δ und εt,δ) folgendermaÿen beschrieben
werden:

x∗t =
[
aδ + bδt+ εt,δ; aδ + bδt+ εt,δ

]
Die zufälligen Variablen (εt,δ)t∈T und (εt,δ)t∈T werden als unabhängig von der Zeit ange-
nommen, die E εt,δ = 0 und E εt,δ = 0 erfüllen und deren Varianzen Var εt,δ und Var εt,δ
endlich sind. Für ein bestimmtes t ∈ T sind die zufälligen Variablen εt,δ und εt,δ abhängig.
Wir erhalten für den δ-Schnitt Cδ[y∗t ] des unscharfen Mittelwertes y∗t

Cδ[y
∗
t ] =

[
min

(x−q ,...,xq)∈Cδ[x∗]

1

2q + 1

q∑
i=−q

xi; max
(x−q ,...,xq)∈Cδ[x∗]

1

2q + 1

q∑
i=−q

xi

]

=

[
1

2q + 1

q∑
i=−q

(aδ + bδ(t+ i) + εt+i,δ);
1

2q + 1

q∑
i=−q

(aδ + bδ(t+ i) + εt+i,δ)

]

=

[
aδ + bδt+

1

2q + 1

q∑
i=−q

εt+i,δ; aδ + bδt+
1

2q + 1

q∑
i=−q

εt+i,δ

]
≈
[
aδ + bδt+ E εt,δ; aδ + bδt+ E εt,δ

]
=
[
aδ + bδt; aδ + bδt

]
.
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Beispiel 4.6: Die Abbildung 4.4 zeigt eine unscharfe Zeitreihe mit gleitenden Mittel-
werten der Länge 2. Hier ist T = {1, 2, . . . , 15}. Die durchgehend linierten Trapeze sind
die Daten (x∗t )t=1,...,15 = (t∗(mt, st, lt, rt))t=1,...,15. Der Träger der einzelnen Mesungen ist
an der Basis der Trapeze erkennbar. Die Werte der geglätteten Zeitreihe (y∗t )t=3,...,13 sind
durch strichlierte Linien dargestellt.

Abbildung 4.4: Gleitende Mittelwerte der Länge 2

4.3.2 Filterung

Wenn man die Werte einer Zeitreihe transformieren möchte, wendet man Filterung (oder
auch genannt Filtern) von Zeitreihen an. Es wird zwischen der linearen und der nichtli-
nearen Filterung unterschieden. Der gleitende Durchschnitt ist ein Beispiel von linearen
Transformationen von einer unscharfen Zeitreihe (x∗t )t∈T zu einer glatten Zeitreihe (y∗t )t∈T̃
(T̃ = q+1, . . . , N−s, wie man in der nächsten De�nition sieht). Eine übliche Methode in
der klassischen Zeitreihenanalyse wird für unscharfe Zeitreihen adaptiert. Diese ist durch
folgende De�nition gegeben,

De�nition 4.7: Eine Transformation L = (a−q, . . . , as) ∈ Rs+q+1 einer unscharfen
Zeitreihe (x∗t )t∈T zu einer Zeitreihe (y∗t )t=q+1,...,N−s durch

y∗t = Lx∗t =
s⊕

i=−q

ai · x∗t+i, t = q + 1, . . . , N − s,

wird linearer Filter genannt.
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• Ein linearer Filter mit
∑s

i=−q ai = 1 wird auch gleitender Durchschnitt genannt.

• Bei s = q und ai = 1
2q+1

, i = −q, . . . , q handelt es sich um einen einfachen gleitenden
Durchschnitt.

Bemerkung 4.8: Für unscharfe Zahlen x∗, y∗, z∗ ∈ F(R) und reelle Zahlen α, β, γ ∈ R
gilt nach den Regeln

α · (β · x∗ ⊕ γ · y∗) = (αβ) · x∗ ⊕ (αγ) · y∗

und

(α · x∗ ⊕ β · y∗)⊕ γ · z∗ = α · x∗ ⊕ (β · y∗ ⊕ γ · z∗)

für zwei unscharfe Zeitreihen (x∗t )t∈T und (y∗t )t∈T mit α, β ∈ R folgendes:

L(α · x∗t ⊕ β · y∗t ) =
s⊕

i=−q

ai · (α · x∗t+i ⊕ β · y∗t+i) =
s⊕

i=−q

(
(aiα) · x∗t+i ⊕ (aiβ) · y∗t+i

)
=

(
s⊕

i=−q

(aiα) · x∗t+i

)
⊕

(
s⊕

i=−q

(aiβ) · y∗t+i

)
= α · Lx∗t ⊕ β · Ly∗t

Proposition 4.9: Die δ-Schnitte Cδ[y
∗
t ] der geglätteten Zeitreihe y∗t = Lx∗t können mit

den δ-Schnitten Cδ[x
∗
t ] = [xt,δ;xt,δ] der beobachteten Zeitreihe (x∗t )t∈T beschrieben werden

durch

Cδ[y
∗
t ] = Cδ

(
s⊕

i=−q

ai · x∗t+i

)
=

[
s∑

i=−1

aict+i;
s∑

i=−1

aict+i

]

mit

ct+i =

{
xt+i,δ für ai ≥ 0

xt+i,δ für ai < 0

}
und

{
xt+i,δ für ai ≥ 0

xt+i,δ für ai < 0

}
.

Beweis: Wendet man Satz 3.5 auf die Funktion f(x−q, . . . , xs) =
∑s

i=−q aixi an, dann
erhält man mit

min
x∈Cδ[x∗]

a x =

{
a xδ für ai ≥ 0

a xδ für ai < 0

}
und max

x∈Cδ[x∗]
a x =

{
a xδ für ai ≥ 0

a xδ für ai < 0

}

das Resultat. �
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Bemerkung 4.10: Wenn im gleitenden Mittelwert negative Koe�zienten verwendet
werden, wird die Unschärfe der geglätteten Zeitreihe (y∗t )t=q+1,...,N−s gröÿer als die Un-
schärfe der beobachteten Zeitreihe (x∗t )t∈T . Zum Beispiel erhält man für die konstante Be-
obachtung x∗t = x∗, t = 1, . . . , N , als geglätteten Zeitreihenwert y∗t für t = q−1, . . . , N−s
nicht die originale konstante Zeitreihe. Für

y∗t =
s⊕

i=−q

ai · x∗t+i =
s⊕

i=−q

ai · x∗ mit

s∑
i=−q

ai = 1,

wobei ai > 0 (für i = −q, . . . , s− 1), as < 0 und Cδ[x∗t ] = [xt,δ;xt,δ] = [xδ;xδ]
(t = 1, . . . , N) gilt, folgt aus Satz 4.9 für die obere Grenze yt,δ des δ-Schnittes Cδ[y

∗
t ] =

[y
t,δ

; yt,δ]

yt,δ =
s−1∑
i=−q

aixδ + asxδ ≥

(
s−1∑
i=−q

ai

)
xδ + asxδ = xδ.

Die Unschärfe der Werte (y∗t )t=q+1,...,N−s ist für xδ < xδ gröÿer als die der ursprünglichen
Werte (x∗t )t∈T . Aus demselben Grund sind Filter mit unscharfen Koe�zienten a∗i nicht
sinnvoll.
Bei der Konstruktion von Filtern tritt folgende interessante Frage auf: Gibt es einen
nichttrivialen linearen Filter L = (a−2, a−1, a0, a1, a2) 6= (0, 0, 1, 0, 0), der für alle Beob-
achtungen x∗t von quadratischer Form x∗t = b∗1 ⊕ b∗2 · t ⊕ b∗3 · t2 (t ∈ T ), mit b∗1, b

∗
2 und

b∗3 ∈ F(R), als geglättete Zeitreihe y∗t = Lx∗t die originale Zeitreihe liefert?
Für reelle Beobachtungen (xt)t∈T erfüllt dies der Filter L = (a−2, a−1, a0, a1, a2) =
35−1(−3, 12, 37, 12,−3), siehe Schlittgen und Streitberg (Seite 36) [14] oder Janacek (Sei-
te 13) [7]. Für unscharfe Daten kann ein Filter mit den gewünschten Eigenschaften nur
positive Koe�zienten haben. In diesem Fall ist die Konstruktion eines solchen Filters
allerdings nicht möglich. Am besten sieht man das ein für den Spezialfall einer reellen
Zeitreihe xt = b1 + b2 · t+ b3 · t2. Die Bedingung lautet dann

2∑
i=−2

ai(b1 + b2 · (t+ i) + b3 · (t+ i)2) = b1 + b2 · t+ b3 · t2 für t = 2, . . . , N − 2.

Wenn man aus dieser Bedingung die Koe�zienten ai auf beiden Seiten für t = 2 mit den
bj (j = 1, 2, 3) vergleicht, erhält man folgende Gleichungen:

a−2 + a−1 + a0 + a1 + a2 = 1
a−1 + 2a0 + 3a1 + 4a2 = 2
a−1 + 4a0 + 9a1 + 16a2 = 4

Wenn man nun die erste Gleichung verdoppelt, diese von der zweiten Gleichung dreimal
abzieht und diese dann mit der dritten Gleichung addiert, dann erhält man
2a−2 + 2a1 + 6a2 = 0. Mit ai ≥ 0 (i = −2, . . . , 2) folgt daraus a−2 = a1 = a2 = 0.
Zieht man nun mit diesen Werten die erste Gleichung von der zweiten ab, dann haben
wir a−1 = 0 und a0 = 1, d.h. die Gleichungen können nur für den trivialen Filter erfüllt
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werden. Mit ähnlichen Überlegungen gilt, dass für polynomiale Zeitreihen (x∗t )t∈T mit
x∗t = b∗1 ⊕ b∗2 · t⊕ · · · ⊕ b∗n · tn (n ≥ 2) und b∗i ∈ F(R), (i = 1, . . . , n) im Allgemeinen kein
nichttrivialer linearer Filter mit positiven Koe�zienten existiert, sodass die geglättete
Zeitreihe mit der ursprünglichen übereinstimmt.

Bemerkung 4.11: Im Gegensatz zu reellen Zeitreihen gibt es für unscharfe Regressi-
onsmodelle

min
b∗1,b

∗
2,b

∗
3∈F2(R)

5∑
t=1

ρ2
2(x∗t , b

∗
1 ⊕ b∗2 · t⊕ b∗3 · t2)

mit der Metrik ρ2
2(·, ·) nach De�nition 4.15, mit Koe�zienten b∗1, b

∗
2 und b

∗
3 für die Anpas-

sung eines polynomialen Trends an die ersten 5 Beobachtungen keine lineare Berechnung
aus den Werten (x∗t )t=1,...,5, d.h. es gibt keine Koe�zienten λi,t ∈ R mit

b∗i =
5⊕
t=1

λi,t · x∗t , i = 1, 2, 3.

Im reellen Fall liefert der quadratische Ansatz den oben erwähnten Filter
L = (a−2, a−1, a0, a1, a2) = 35−1(−3, 12, 17, 12,−3).
Die Nichtexistenz linearer Schätzer in unscharfen Regressionsmodellen wird in Körner
[10] (Seite 69) erklärt.

Wenn man gewöhnliche Zeitreihen verallgemeinern möchte, ohne dass dabei die Unschärfe
durch das Glätten erhöht wird, benötigt man einen speziellen Filter, der die Lage und
die Unschärfe separat �ltert. Dazu benötigt man aber zuerst folgende De�nitionen:

De�nition 4.12: Sei ‖ · ‖ die Euklidische Norm, Sn−1 = {u ∈ Rn : ‖u‖ = 1} die
Einheitskugel und 〈·, ·〉 das innere Produkt in Rn. Dann ist jede nichtleere kompakte und
konvexe Teilmenge A ⊆ Rn charakterisiert durch deren Trägerfunktion

sA(u) := sup{〈u, a〉 : a ∈ A} ∀u ∈ Sn−1.

Die δ-Schnitte eines unscharfen Vektors x∗ ∈ F(Rn) sind kompakte und konvexe Teil-
mengen des Rn. Damit ist x∗ charakterisiert durch

sx∗(u, δ) := sup{〈u, a〉 : a ∈ Cδ[x∗]} ∀u ∈ Sn−1,∀δ ∈ (0; 1].

sx∗(·, ·) nennt man die Trägerfunktion des unscharfen Vektors x∗. Die Menge aller Trä-
gerfunktionen von n-dimensionalen unscharfen Vektoren ist

H(Rn) := {sx∗ : x∗ ∈ F(Rn)}.

und

De�nition 4.13: Der Steinerpunkt σx∗ ∈ Rn eines unscharfen Vektors x∗ ist folgender-
maÿen de�niert:

σx∗ := n

∫ 1

0

∫
Sn−1

usx∗(u, δ)µ(du)dδ
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Der Steinerpunkt einer unscharfen Zahl kann als eine Art Mittelwert angesehen werden,
der Auskunft über die Lage gibt. Die Beobachtung x∗t kann beschrieben werden durch
x∗t,0 = x∗t 	 σx∗t , wobei σx∗t die Lage und x

∗
t,0 die Unschärfe beschreibt.

De�nition 4.14: Ein erweiterter linearer Filter Le = ((a−q, b−q), . . . , (as, bs)), mit (ai, bi) ∈
R×R+

0 , i = −q, . . . , s, ist eine Transformation der unscharfen Zeitreihe (x∗t )t∈T zu einer
unscharfen Reihe (y∗t )t=q+1,...,N−s durch

y∗t = Lex
∗
t =

(
s∑

i=−q

aiσx∗t+i

)
⊕

(
s⊕

i=−q

bix
∗
t+i,0

)
, t = q + 1, . . . , N − s,

wobei x∗t,0 = x∗t 	 σx∗t die zentrierte unscharfe Beobachtung ist.
Es kann zudem eine andere Art von Filter beschrieben werden, wenn negative Zahlen als
Subtraktionen der entsprechenden Beobachtungen angesehen werden. Die Basis hierfür
ist die sogenannte Hukuhara-Addition. Dazu benötigt man zunächst gewisse De�nitionen:

De�nition 4.15: Eine nützliche Metrik kann auf F(Rn) de�niert werden auf Basis der
Trägerfunktion De�nition 4.12 und der Metriken auf den Funktionenräumen
Lp(Sn−1× (0; 1]), p ∈ [1;∞] (das ist der Raum aller p-fach integrierbaren Funktionen auf
Sn−1 × (0; 1].) Für x∗, y∗ ∈ F(Rn) und 1 ≤ p <∞ ist die Metrik ρp(·, ·) de�niert durch

ρp(x
∗, y∗) := ‖sx∗ − sy∗‖p =

(
n

∫ 1

0

∫
Sn−1

|sx∗(u, δ)− sy∗(u, δ)|pµ(du)dδ

)1/p

,

wobei µ das Lebesgue-Maÿ auf Sn−1 mit µ(Sn−1) = 1 bezeichnet.

De�nition 4.16: Für x∗, y∗ ∈ F2(Rn) := {x∗ ∈ F(Rn) : ‖x∗‖2 <∞} ist die sogenannte
Hukuhara-Di�erenz y∗ 	H x∗, falls sie existiert, die Lösung h∗ ∈ F2(Rn) der Gleichung
x∗ ⊕ h∗ = y∗.
Für x∗, y∗ ∈ F2(Rn) ist die verallgemeinerte Hukuhara-Di�erenz ∼H die l2-Approximation
der Hukuhara-Di�erenz, also

y∗ ∼H x∗ := h∗ ⇔ ρ2(x∗ ⊕ h∗, y∗) = min
z∗∈F2(Rn)

ρ2(x∗ ⊕ z∗, y∗).

Die verallgemeinerte Hukuhara-Di�erenz ∼H ist eine Erweiterung der Hukuhara-Di�erenz
	H auf dem gesamten Raum F(Rn), das heiÿt y∗ 	H x∗ existiert, wenn diese identisch
zu y∗ ∼H x∗ ist.

Somit kann man nun die Hukuhara-Addition beschreiben:

De�nition 4.17: Diese spezielle Addition der unscharfen Zahlen x∗, y∗ ∈ F2(R) und
α ∈ R wird de�niert durch

x∗ ⊕H α · y∗ =

{
x∗ ⊕ α · y∗ für α ≥ 0

y∗ ∼H |α| · y∗ für α < 0

}
.

Im Allgemeinen ist diese Addition nicht assoziativ, das heiÿt für x∗, y∗, z∗ ∈ F2(R) und
reelle Zahlen α, β ∈ R gilt im Allgemeinen (x∗⊕H α ·y∗)⊕H β ·z∗ 6= x∗⊕H (α ·y∗⊕H β ·z∗).
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Dies kann man an einem einfachen Beispiel unscharfer Intervalle x∗, y∗ mit zugehörigen
charakterisierenden Funktionen ξx∗(x) = I[−3,3](x) und ξy∗(x) = I[−1,1](x) sehen:

(x∗ ⊕H (−1) · y∗)︸ ︷︷ ︸
=2·y∗

⊕H(−1) · y∗ = y∗ 6= x∗ ⊕H ((−1) · y∗ ⊕H (−1) · y∗)︸ ︷︷ ︸
=0

= x∗

Wie wird nun α ·x∗⊕H β ·y∗ de�niert? Die Hukuhara-Summenoperation
⊕

H wird folgen-
dermaÿen beschrieben: Für unscharfe Zahlen x∗i ∈ F2(R), i = 1, . . . , N , und reelle Zahlen
ai ∈ R, i = 1, . . . , N , a+

i = max{0, ai} und a−i = max{0,−ai} ist

N⊕
H

i=1

ai · x∗i = a1 · x∗1 ⊕H · · · ⊕H aN · x∗N

:=


(

N⊕
i=1

a+
i · x∗i

)
∼H

(
N⊕
i=1

a−i · x∗i
)

für
N∑
i=1

a+
i ≥

N∑
i=1

a−i

(−1) ·
[(

N⊕
i=1

a−i · x∗i
)
∼H

(
N⊕
i=1

a+
i · x∗i

)]
für

N∑
i=1

a+
i <

N∑
i=1

a−i

 .

Zuerst werden die Summen aller unscharfen Zahlen mit positiven und entsprechend mit
negativen Koe�zienten separat berechnet. Anschlieÿend wird die Hukuhara-Di�erenz bei-
der Summen berechnet, wobei die Di�erenz von der Summe der positiven und negativen
Koe�zienten abhängt.

De�nition 4.18: Eine Transformation LH = (a−q, . . . , as) ∈ Rs+q+1 von einer Zeitreihe
(x∗t )t∈T zu einer Zeitreihe (y∗t )t=q+1,...,N−s durch

y∗t = LHx
∗
t =

s⊕
H

i=−q

ai · x∗t+i, t = q + 1, . . . , N − s,

wird ein allgemeiner Filter genannt.

Lemma 4.19: Ein allgemeiner Filter ist nicht linear, also gilt

LH(α · x∗t ⊕ β · y∗t ) 6= α · LHx∗t ⊕ β · LHy∗t .

Beweis: Für unscharfe Zahlen x∗1, x
∗
2, y
∗
1, y
∗
2 ∈ F2(R) und positive, reelle Zahlen α, β ∈ R+

haben wir im Allgemeinen

(α · x∗1 ⊕ α · y∗1) ∼H (β · x∗2 ⊕ β · y∗2) 6= (α · x∗1 ∼H β · x∗2)⊕ (α · y∗1 ∼H β · y∗2).

Dies kann man an einem einfachen Gegenbeispiel mit unscharfen Intervallen sehen, mit
charakterisierenden Funktionen ξx∗1(x) = I[0;1](x), ξx∗2(x) = I[0;3](x), ξy∗1 (x) = I[0;2](x) und
ξy∗2 (x) = I[0;3](x). Für diese Zahlen haben wir (2 · x∗1 ⊕ 2 · y∗1) ∼H (x∗2 ⊕ y∗2) = 0 6=
(2 · x∗1 ∼H x∗2) ⊕ (2 · y∗1 ∼H y∗2) =̂ I[−0.5;0.5](·). Diese Berechnung korrespondiert zum
allgemeinen Filter LH = (a0, a1) = (2,−1), den man auf (x∗t ⊕ y∗t ) mit α = β = 1
anwendet. Daraus erhält man dann das Ergebnis. �

Für allgemeine Filter ist es möglich, polynomiale Verläufe bei der Filterung zu erhalten.
Die Koe�zienten dieser allgemeinen Filter stimmen mit den entsprechenden Koe�zienten
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der in reeller Zeitreihenanalyse berechneten Filter überein. Für den quadratischen Ver-
lauf wird diese Eigenschaft im nachfolgenden Beispiel gezeigt, der Beweis für allgemeine
polynomiale Verläufe ist analog. Davor benötigen wir aber noch einen Satz:

Satz 4.20: Sei (H, ‖ · ‖) ein Hilbertraum, x ∈ H und K 6= ∅ eine geschlossene, konvexe
Teilmenge von H. Dann gibt es genau ein Element y ∈ K, welches folgendes erfüllt:

‖x− y‖ = inf
z∈K
‖x− z‖

Beweis: Gegeben in Büchern der Funktionalanalysis, siehe z.B. H. Woracek, M. Kal-
tenbäck und M. Blümlinger [26], S. 48. �

Beispiel 4.21: Wie bereits in Bemerkung 4.10 erwähnt, bleibt im Falle einer rellen
Zeitreihe für den Filter L = (a−2, a−1, a0, a1, a2) = 35−1(−3, 12, 17, 12,−3) ein quadrati-
scher Verlauf unverändert. Ein allgemeiner Filter LH mit Koe�zienten, die in klassischer
Weise berechnet wurden, d.h. LH = L, lässt unscharfe Beobachtungen mit quadratischem
Verlauf unverändert. Dies sieht man für eine Zeitreihe (x∗t )t∈T mit x∗t = b∗1⊕ b∗2 · t⊕ b∗3 · t2
(t ∈ T ) und b∗1, b

∗
2, b
∗
3 ∈ F2(R) folgendermaÿen:

y∗t = LHx
∗
t =

2⊕
H

i=−2

ai · x∗t+i

=

(
12

35
· x∗t−1 ⊕

17

35
· x∗t ⊕

12

35
· x∗t+1

)
∼H

(
3

35
· x∗t−2 ⊕

3

35
· x∗t+2

)
=

(
41

35
· b∗1 ⊕

41 · t
35
· b∗2 ⊕

41 · t2 + 24

35
· b∗3
)
∼H

(
6

35
· b∗1 ⊕

6 · t
35
· b∗2 ⊕

6 · t2 + 24

35
· b∗3
)

Wegen (
6

35
· b∗1 ⊕

6 · t
35
· b∗2 ⊕

6 · t2 + 24

35
· b∗3
)
⊕ (b∗1 ⊕ b∗2 · t⊕ b∗3 · t2)

=
41

35
· b∗1 ⊕

41 · t
35
· b∗2 ⊕

41 · t2 + 24

35
· b∗3

haben wir y∗t = b∗1 ⊕ b∗2 · t ⊕ b∗3 · t2, und nach Satz 4.20 ist diese Gleichung eindeutig
bestimmt. Die geglättete Zeitreihe hat somit wieder einen quadratischen Verlauf.

4.3.3 Exponentielle Glättung

Wenn man die Möglichkeit erwägen möchte, zu einer Zeitreihe zusätzliche Beobachtun-
gen hinzuzufügen, eignen sich dafür die rekursiv de�nierten Filter der exponentiellen
Glättung. Mit der Minimum-t-Norm Tmin ist es möglich, den Mittelwert x∗N der Beobach-
tungen (x∗t )t∈T rekursiv zu bestimmen. Ist der Mittelwert x∗N gegeben und eine weitere
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Beobachtung x∗N+1 wird aufgezeichnet, dann kann man den Mittelwert x∗N+1 bestimmen
durch

x∗N+1 =
1

N + 1
·
N+1⊕
t=1

x∗t =
N

N + 1
· x∗N ⊕

(
1− N

N + 1

)
· x∗N+1.

Wenn N
N+1

durch ein verallgemeinertes Gewicht β mit 0 < β < 1 ersetzt wird, erhält man
so einen Filter der einfachen exponentiellen Glättung. In der exponentiellen Glättung be-
rechnet man die Werte y∗t , t = 2, . . . , N der transformierten Reihe (y∗t )t∈T der unscharfen
Daten (x∗t )t∈T wie oben rekursiv von x∗t und des geglättenen Wertes y∗t−1 durch

y∗t = β · y∗t−1 ⊕ (1− β) · x∗t = (1− β) ·
t−2⊕
i=0

βi · x∗t−i ⊕ βt−1 · x∗1, t = 2, . . . , N,

wobei y∗1 = x∗1. Der Glättungsparameter β kontrolliert das Glättungsverhalten. Ein klei-
neres β hat einen gröÿeren Ein�uss, während β nahe 1 eine glattere transformierte Reihe
(y∗t )t∈T ergibt.
Ähnlich wie in klassischen Zeitreihen kann ein idealer Glättungsparameter mit einer Ein-
Schritt-Prognose x̂∗N,1(β) bestimmt werden. Diese Ein-Schritt-Prognose für x∗N+1 (basie-
rend auf den beobachteten Werten x∗1, . . . , x

∗
N und dem Parameter β) erhält man (analog

wie im klassischen Fall) von der vorhergehenden Schätzung x̂∗N−1,1 und der letzten Beob-
achtung x∗N durch

x̂∗N,1(β) = β · x̂∗N−1,1(β)⊕ (1− β) · x∗N = (1− β) ·
N−2⊕
i=0

βi · x∗N−i ⊕ βN−1 · x̂∗1,1(β),

wobei man in praktischen Anwendungen folgendes annimmt: x̂∗1,1(β) = x∗1
Derjenige Wert β̂ von den geeigneten Glättungsparametern β wird genommen, der den
mittleren quadratischen Fehler zwischen den Prognosen und den Beobachtungen mini-
miert:

N−1∑
t=1

ρ2
2(x̂∗t,1(β̂), x∗t+1) = min

β

N−1∑
t=1

ρ2
2(x̂∗t,1(β), x∗t+1)

Beispiel 4.22: In Abbildung 4.5 wird die exponentielle Glättung auf die Daten vom
Beispiel 4.6 dargestellt, wobei die Methode wie oben beschrieben mit β̂ verwendet wurde.
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Abbildung 4.5: Exponentielle Glättung mit optimalem Glättungsparameter

4.3.4 Komponentenmodell

Für die De�nition des Komponentenmodells nimmt man an, dass alle Werte der Zeitreihe
(x∗t )t∈T charakterisierende Funktionen haben mit kompakten Trägern. Da dies in prakti-
schen Anwendungen gewöhnlich gilt, ist dies keine Einschränkung.
In der klassischen beschreibenden Zeitreihenanalyse nimmt man an, dass die beobachteten
Daten durch folgendes Modell erzeugt werden:

xt = mt + st + εt, t = 1, . . . , N

• Die Komponente mt ist die Trendkomponente, welche das Langzeitverhalten der
Zeitreihe beschreibt.

• Die Komponente st ist die Saisonkomponente, welche das zyklische Verhalten mit
mehr oder weniger konstanter Zeitperiode beschreibt.

• Die Komponente εt, der sogenannte Fehlerterm, modelliert stochastische Ein�üsse.

Die Zeitperiode der Saisonkomponente wird mit p bezeichnet. Für ein stabiles Saisonver-
halten nimmt man an, dass st = st+kp, k ∈ Z gilt.
Im Falle von unscharfen Zahlen (x∗t )t∈T sind die Komponenten im Komponentenmodell
auch unscharf. Es gilt folgende Form:

x∗t ≈ m∗t ⊕ s∗t , t = 1, . . . , N

Hier nimmt man für die Saisonkomponente auch an, dass s∗t = s∗t+kp, k ∈ Z gilt. Im
Gegensatz zur klassischen Zeitreihenanalyse kann man die unscharfe Zahl x∗t nicht exakt
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in Trendkomponente, Saisonkomponente und Fehlerterm aufteilen. Der Grund dafür ist
die Semilinearität in F(R).
Aus diesem Grund kann man für gewisse Zeiten t keine unscharfe Zahl ε∗t �nden, sodass
x∗t = m∗t ⊕ s∗t ⊕ ε∗t für gegebene unscharfe Zahlen m∗t und s∗t gilt. Dies folgt für t mit
Tr[x∗t ] ⊆ Tr[m∗t ⊕ s∗t ]. Deswegen ist das obrige Modell auch approximativ.
Es ist nicht geeignet, für die Bestimmung der Trendkomponente und Saisonkomponen-
te das Erweiterungsprinzip anzuwenden, denn keine wirkliche Aufteilung kann, wie man
oben gesehen hat, gemacht werden. Auÿerdem hat die Summe m∗t ⊕ s∗t eine zu groÿe
Unschärfe, demnach sind alternative Lösungen notwendig.

In einem Modell ohne Saisonkomponente (also s∗t ≡ 0, t ∈ T ) ist die Bestimmung
von m∗t (ähnlich wie in der klassischen Situation) ein unscharfes Regressionsproblem für
die Werte (x∗t )t∈T . Die Bestimmung x̂∗Nf für x∗Nf zur Zeit Nf > N ist gegeben durch
x̂∗Nf = m̂∗Nf , also der Wert des Regressionstrends.

In einem Modell mit Saisonkomponente ist die Berechnung für m∗t und s∗t wegen
der Semilinearität in F(R) viel komplizierter als im klassischen Fall. Normalerweise ver-
wendet man gleitende Mittelwerte über eine Periode, um saisonale E�ekte zu entfernen.
Anschlieÿend bestimmt man die Saisonkomponente zu einer Zeit t mithilfe der Di�erenz
zwischen dem beobachteten Wert xt und dem gleitenden Mittelwert.
Diese Methode ist im unscharfen Fall nicht geeignet. Erstens steigt die Unschärfe der
einzelnen Zahlen mit der Summe. Zweitens ist die Bestimmung der Hukuhara-Di�erenz
zwischen dem beobachteten Wert x∗t und dem gleitenden Mittelwert problematisch, weil
zu manchen Zeitpunkten die Unschärfe der Beobachtung kleiner als die Unschärfe des
Mittelwertes ist. Mit der Hukuhara-Di�erenz würde eine präzise Zahl als Schätzung her-
auskommen.

Es gibt eine Methode [6], um die Bestimmung der unscharfen Komponenten auf die
Methoden der klassischen Zeitreihen zu reduzieren: Man kann den saisonalen Ein�uss auf
die Unschärfe der Beobachtungen (x∗t )t∈T an der Länge der δ-Schnitte Cδ[x∗t ] = [xt,δ;xt,δ]
erkennen. Die Länge der δ-Schnitte

lt,δ = lCδ[x∗t ] = xt,δ − xt,δ = m̃t,δ + s̃t,δ + ε̃t,δ ∈ R+
0

der Elemente (x∗t )t∈T für jedes δ ∈ (0; 1] kann man als eine gewöhnliche Zeitreihe (lt,δ)t∈T
mit Saisonkomponente betrachten. Die Bedingungen zur Trendkomponente m̃t,δ und zur
Saisonkomponente s̃t,δ sind m̃t,δ ≥ 0 und s̃t,δ ≥ 0. Diese sind erfüllt, da ja (lt,δ)t∈T ≥
0 gilt. Um zudem die Eindeutigkeit der Komponenten m̃t,δ und s̃t,δ zu zeigen, können
verschiedene Bedingungen verwendet werden. Im Folgenden wird die Bedingung

min
t=1,...,N

m̃t,δ = 0

verwendet. Damit wird die Unschärfe der Beobachtungen der Saisonkomponente zuge-
schrieben. Andere Möglichkeiten sind min

t=1,...,N
s̃t,δ = 0 oder eine Mischung von ähnlichen

Bedingungen.
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Die Quantitäten m̃t,δ und s̃t,δ werden durch die Unschärfe der individuellen Beobach-
tungen beein�usst, nicht durch ihre Lage. Damit können diese herangezogen werden zur
Schätzung der Unschärfe der Trendkomponente und Saisonkomponente. Wie im erwei-
terten linearen Filter (Def. 4.14) nimmt man den Steinerpunkt σx∗ für die Information
der Lage. x∗0 = x∗ 	 σx∗ kann man für die Information der Unschärfe von x∗ nehmen.

Zur Bestimmung der Trendkomponente und Saisonkomponente müssen zuerst für alle
Werte der unscharfen Zeitreihe (x∗t )t∈T die Steinerpunkte σx∗t berechnet werden, bei de-
nen es sich um reelle Zahlen handelt. Damit kann man von der klassischen Zeitreihe
(σx∗t )t∈T mit den Methoden der reellen Zeitreihen mt und st der Trendkomponente und
Saisonkomponente berechnen. Die Ermittlung der Unschärfe m∗t,0 und s∗t,0 der Kompo-
nenten folgt aus der Zeitreihe (x∗t,0)t∈T = (x∗t 	 σx∗t )t∈T . Mit dieser Zerlegung lautet nun
das ganze Komponentenmodell

x∗t ≈ (mt + st + εt)⊕ (m∗t,0 ⊕ s∗t,0), t = 1, . . . , N.

Die Zerlegung in Lage und Unschärfe ändert dabei nicht die Länge der δ-Schnitte (lCδ[x∗t ] =
lCδ[x∗t,0] = lt,0). Die Komponenten m̃t,δ, s̃t,δ und ε̃t,δ der klassischen Zeitreihe (lt,δ)t∈T und
die δ-Schnitte Cδ[m̂∗t,0] und Cδ[ŝ∗t,0] werden zur Berechnung von m∗t,0 und s

∗
t,0 auf folgende

Art und Weise verwendet:

Cδ[m̂
∗
t,0] =

m̃t,δ

lt,δ
Cδ[x

∗
t,0] und Cδ[ŝ

∗
t,0] =

s̃t,δ
lt,δ

Cδ[x
∗
t,0] wenn lt,δ 6= 0

mit Cδ[m̂
∗
t,0] = Cδ[ŝ

∗
t,0] = [0; 0] = 0 wenn lt,δ = 0

Diese Aufteilung der δ-Schnitte folgt der Berücksichtigung, bei der m̃t,δ den Ein�uss der
Trendkomponente und s̃t,δ den Ein�uss der Saisonkomponente auf die Länge des
δ-Schnittes Cδ[x∗t ] beschreibt.

Diese Methode hat folgende Probleme: Ohne zusätzliche Bedingungen bezüglich m̃t,δ und
s̃t,δ kann für die δ-Schnitte der Schätzungen der Komponenten Cδ2(m̂∗t,0) 6⊆ Cδ1(m̂∗t,0) und
Cδ2(ŝ∗t,0) 6⊆ Cδ1(ŝ∗t,0) (0 < δ1 < δ2 ≤ 1) geschehen. Zusätzliche Bedingungen, um diesen
Zustand zu vermeiden, sind aber in der Regel kompliziert und erhöhen die Rechenarbeit
zur Bestimmung der Komponenten.
Es gibt eine ähnliche, aber einfachere Methode [6]: Man zieht für die Bestimmung der
Unschärfe der Trendkomponente und Saisonkomponente nicht alle δ-Schnitte in Betracht,
sondern nur die "durchschnittliche" Länge der Unschärfe. Statt der Zeitreihe (lt,δ)t∈T ,
δ ∈ (0; 1], wird die Zeitreihe

(lt)t∈T =

(∫ 1

0

lt,δ dδ

)
genommen. (lt)t∈T ist eine Zeitreihe mit saisonalem Ein�uss, also lt = m̃t + s̃t + ε̃t ∈ R+

0 ,
t = 1, . . . , N , mit m̃t ≥ 0 und s̃t ≥ 0. Von diesen zwei Werten bestimmt man die
Schätzung der Unschärfe der Trendkomponente und Saisonkomponente durch

m̂∗t,0 =
m̃t

lt
· x∗t,0 und ŝ∗t,0 =

s̃t
lt
· x∗t,0 wenn lt 6= 0
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für t ∈ T . Für lt = 0 sind die Schätzungen m̂∗t,0 = ŝ∗t,0 = 0. Leider ist dann für diese
Schätzungen die Bedingung ŝ∗t,0 = ŝ∗t+kp,0, k ∈ Z, nicht notwendigerweise erfüllt.
Die letzte Schätzung der Saisonkomponente s∗t,0 ist der Durchschnitt aller Elemente ŝ∗t+kp,0,
k ∈ Z. Die unscharfe Trendkomponente m∗t,0 wird durch Regression der Zahlen m̂∗t,0
berechnet. Die Schätzung x̂∗Nf von x

∗
Nf

für die Zeit Nf > N ist

x̂∗Nf = (m̂Nf + ŝNf )⊕ m̂∗Nf ⊕ ŝ
∗
Nf

= (m̂Nf ⊕ m̂∗Nf )⊕ (ŝNf ⊕ ŝ∗Nf ),

wobei m̂Nf und ŝNf Schätzungen der reellwertigen Zeitreihe (σx∗t )t∈T sind, und m̂∗Nf und
ŝ∗Nf Schätzungen der Unschärfe sind. (m̂Nf ⊕ m̂∗Nf ) ist die unscharfe Trendkomponente
und (ŝNf ⊕ ŝ∗Nf ) die unscharfe Saisonkomponente.

Beispiel 4.23: Tabelle 4.1 enthält die 48 trapezförmigen unscharfen Beobachtungen mit
Saisonkomponente, deren Werte in Abbildung 4.6 dargestellt werden. Für diese Beobach-
tungen sollen die unscharfen Trendkomponenten m∗t und die unscharfen Saisonkompo-
nenten s∗t berechnet werden.
Zunächst wird zu jedem Zeitpunkt der Steinerpunkt σx∗t und die durchschnittliche Länge
lt der δ-Schnitte von den Beobachtungen berechnet. In Abbildung 4.7 wird die Zeitreihe(
σx∗t
)
t∈T der Steinerpunkte als durchgezogene Linie und die Zeitreihe (lt)t∈T der durch-

schnittlichen Längen der δ-Schnitte als gepunktete Linie dargestellt.
Man kann in Abbildung 4.7 sehen, dass die Periode beider Zeitreihen jeweils 12 beträgt.
Für die beiden Zeitreihen wurde mithilfe klassischer Methoden die Trend- und Saisonkom-
ponente berechnet. Nach Eliminierung der Saisonkomponente zeigen sowohl

(
σx∗t
)
t=1,...,48

als auch (lt)t=1,...,48 approximatives lineares Verhalten. An diese Werte wird mithilfe der
Regressionsrechnung eine Gerade angepasst.
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Tabelle 4.1: Werte von 48 trapezförmigen saisonabhängigen unscharfen Beobachtungen

x∗1 = t∗(1.35, 0.20, 0.44, 0.56) x∗2 = t∗(4.84, 0.16, 0.62, 0.74)
x∗3 = t∗(7.94, 0.26, 0.67, 1.25) x∗4 = t∗(9.57, 0.24, 0.62, 1.24)
x∗5 = t∗(7.41, 0.28, 0.74, 0.85) x∗6 = t∗(4.37, 0.25, 0.84, 0.84)
x∗7 = t∗(0.62, 0.16, 0.59, 0.66) x∗8 = t∗(−1.49, 0.16, 0.70, 0.48)
x∗9 = t∗(−1.47, 0.10, 0.56, 0.44) x∗10 = t∗(−1.41, 0.11, 0.29, 0.43)
x∗11 = t∗(−1.42, 0.12, 0.34, 0.57) x∗12 = t∗(−0.67, 0.13, 0.46, 0.58)
x∗13 = t∗(1.72, 0.19, 0.97, 0.63) x∗14 = t∗(5.45, 0.18, 0.55, 1.20)
x∗15 = t∗(9.74, 0.27, 1.28, 0.98) x∗16 = t∗(11.88, 0.26, 0.72, 0.77)
x∗17 = t∗(9.82, 0.27, 0.66, 1.14) x∗18 = t∗(6.46, 0.26, 0.85, 1.29)
x∗19 = t∗(2.65, 0.20, 0.81, 0.74) x∗20 = t∗(0.68, 0.18, 0.79, 0.49)
x∗21 = t∗(0.08, 0.12, 0.46, 0.46) x∗22 = t∗(0.49, 0.10, 0.49, 0.35)
x∗23 = t∗(0.33, 0.15, 0.58, 0.61) x∗24 = t∗(1.21, 0.14, 0.38, 0.74)
x∗25 = t∗(3.64, 0.22, 0.98, 0.52) x∗26 = t∗(7.24, 0.28, 1.17, 1.20)
x∗27 = t∗(10.67, 0.34, 0.80, 0.81) x∗28 = t∗(11.88, 0.28, 0.92, 0.98)
x∗29 = t∗(10.99, 0.30, 1.21, 1.36) x∗30 = t∗(8.20, 0.24, 0.72, 0.74)
x∗31 = t∗(4.66, 0.23, 0.67, 0.86) x∗32 = t∗(2.23, 0.19, 0.82, 0.84)
x∗33 = t∗(1.81, 0.16, 0.64, 0.51) x∗34 = t∗(2.46, 0.16, 0.53, 0.35)
x∗35 = t∗(2.32, 0.18, 0.60, 0.40) x∗36 = t∗(2.51, 0.19, 0.62, 0.56)
x∗37 = t∗(6.04, 0.22, 0.74, 0.73) x∗38 = t∗(10.34, 0.26, 1.15, 0.96)
x∗39 = t∗(12.45, 0.35, 0.93, 1.43) x∗40 = t∗(14.80, 0.27, 0.75, 1.36)
x∗41 = t∗(13.17, 0.33, 1.38, 1.34) x∗42 = t∗(8.86, 0.26, 0.96, 1.16)
x∗43 = t∗(6.02, 0.26, 1.10, 0.86) x∗44 = t∗(4.22, 0.18, 0.69, 0.74)
x∗45 = t∗(3.46, 0.19, 0.53, 0.47) x∗46 = t∗(3.58, 0.19, 0.55, 0.47)
x∗47 = t∗(3.92, 0.16, 0.67, 0.46) x∗48 = t∗(4.76, 0.21, 0.50, 0.77)

Abbildung 4.6: Unscharfe Beobachtungen mit saisonalem Ein�uss
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Abbildung 4.7: Zeitreihen der Steinerpunkte und der durchschnittlichen Länge der
δ-Schnitte

Auf diese Weise ergeben sich die unscharfen Saisonkomponenten s∗t , t = 1, . . . , 48, mit
s∗t = s∗t+12k, k ∈ Z. Diese sind in Tabelle 4.2 angegeben und in Abbildung 4.8 dargestellt.
Die unscharfen Trendkomponenten sind

m∗t = t∗(1.59, 0.043, 0.16, 0.19) + t∗(0.14, 0.0018, 0.0061, 0.0095) · t.

In Abbildung 4.9 werden zum Vergleich die beobachteten Daten x∗t , t = 1, . . . , 48 und die
prognostizierten Daten x̂∗t = m∗t ⊕ s∗t , t = 1, . . . , 48 dargestellt.

Tabelle 4.2: Werte der unscharfen Saisonkomponenten

s∗1 = t∗(−1.30, 0.13, 0.46, 0.37) s∗7 = t∗(−1.55, 0.12, 0.44, 0.44)
s∗2 = t∗(2.47, 0.16, 0.61, 0.75) s∗8 = t∗(−3.90, 0.10, 0.42, 0.35)
s∗3 = t∗(5.58, 0.22, 0.65, 0.78) s∗9 = t∗(−4.36, 0.05, 0.20, 0.18)
s∗4 = t∗(7.36, 0.17, 0.48, 0.69) s∗10 = t∗(−4.12, 0.03, 0.11, 0.10)
s∗5 = t∗(5.70, 0.22, 0.72, 0.87) s∗11 = t∗(−4.36, 0.06, 0.21, 0.20)
s∗6 = t∗(2.09, 0.16, 0.54, 0.63) s∗12 = t∗(−3.88, 0.07, 0.19, 0.26)
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Abbildung 4.8: Unscharfe Saisonkomponenten

Abbildung 4.9: Exponentielle Glättung mit optimalem Glättungsparameter
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4.3.5 Di�erenzen�lter

Es gibt eine weitere spezielle Art von Filtern: Beim Abgleichen von Polynomen mit Zeitrei-
hen (x∗t )t∈T besteht das Problem beim Grad des Polynoms. Ähnlich wie in klassischen
Zeitreihen ist es ebenso möglich für unscharfe Zeitreihen diese sogenannten Di�erenzen-
�lter zu verwenden.

Bemerkung 4.24: Für ein Polynom f(t) = a∗0 ⊕ a∗1 · t⊕ a∗2 · t2 ⊕ · · · ⊕ a∗m · tm von Grad
m > 0 und a∗0, a

∗
1, . . . , a

∗
m ∈ F2(R) ist die Di�erenz g(t) = f(t) ∼H f(t− 1) ein Polynom

vom maximalen Grad m− 1.

Beweis: Für die verallgemeinerte Hukuhara-Di�erenz gilt im Allgemeinen nicht
(x∗ ∼H y∗) ⊕ y∗ = x∗. Aber für eine bekannte Summe x∗ ⊕ y∗ und ein gegebenes x∗ ist
die verallgemeinerte Hukuhara-Di�erenz (x∗ ⊕ y∗) ∼H x∗ der bestmögliche Wert für das
unbekannte y∗.
Demnach ist (g(t)⊕ f(t− 1)) ∼H f(t− 1) der bestmögliche Wert für g(t). Setzt man

g(t) = a∗1 ⊕ a∗2 ·
(
t2 − (t− 1)2

)
⊕ · · · ⊕ a∗m · (tm − (t− 1)m)

und beachtet man, dass ti − (t− 1)i ≥ 0, i = 1, . . . ,m, erhalten wir

g(t)⊕ f(t− 1) =a∗1 ⊕ a∗2 ·
(
t2 − (t− 1)2

)
⊕ · · · ⊕ a∗m · (tm − (t− 1)m)⊕

a∗0 ⊕ a∗1 · (t− 1)⊕ a∗2 · (t− 1)2 ⊕ · · · ⊕ a∗m · (t− 1)m = f(t).

Somit ist die Hukuhara-Di�erenz g(t) ein Polynom vom Grad (m − 1), der durch Satz
4.20 eindeutig bestimmt werden kann. �

De�nition 4.25: Sei (x∗t )t∈T eine unscharfe Zeitreihe. Eine Zuordnung ∆, de�niert durch

∆x∗t = x∗t ∼H x∗t−1, t = 2, . . . , N,

wird auch Di�erenzen�lter der Ordnung 1 genannt. Di�erenzen�lter der Ordnung m mit
m > 1 sind rekursiv de�niert durch

∆mx∗t = (∆m−1x∗t ) ∼H (∆m−1x∗t−1), t = m+ 1, . . . , N,

Die Di�erenzenoperation reduziert den Grad des Polynoms um einen Grad. Anwendung
der Di�erenzenoperation (m−1)-mal auf ein Polynom vom Gradm resultiert in konstante
Werte.

Bemerkung 4.26: Ein Di�erenzen�lter im Kontext von De�nition 4.18 ist ein allge-
meiner Filter LH(a−1, a0) = (−1, 1).
Ähnlich wie in klassischen Zeitreihen können Di�erenzen�lter benützt werden, um sai-
sonale E�ekte zu eliminieren. Dazu werden sogenannte saisonale Di�erenzen der Länge p
verwendet. Sie sind de�niert durch

∆px
∗
t = x∗t ∼H x∗t−p, t = p+ 1, . . . , N.
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Man kann Di�erenzenoperationen mit saisonalen Di�erenzen kombinieren. Hat eine un-
scharfe Zeitreihe (x∗t )t∈T saisonale Oszillationen mit Periode p und einer linearen Trend-
komponente, dann ist die ge�lterte Reihe y∗t = ∆(∆px

∗
t ) (worauf zunächst ein saisonaler

Filter der Länge p, dann ein Di�erenzen�lter angewendet wird) approximativ konstant.

Für numerische Berechnungen der Länge der Periode und der Trendkomponente, kann
für verschiedene natürliche Zahlen p und m die Hypothese

∆m(∆px
∗
t ) ≡ const.

getestet werden.
Einige Referenzen über Hypothesentests auf Grundlage unscharfer Tests sind z.B. Arnold
[1], Grzegorzweski [5], Körner [11] oder Römer und Kandel [13].

4.3.6 Verallgemeinerte Holt-Winter-Methode

Auf Komponentenmodelle kann man die verallgemeinerte Holt-Winter-Methode anwen-
den (für den klassischen Fall siehe Schlittgen und Streitberg [14] bzw. Janacek [7]). Für
eine klassische Zeitreihe (xt)t∈T lautet das Komponentenmodell

xt = mt + st + εt, t = 1, . . . , N,

mit der lokalen linearen Trendkomponente mt = a + b · t und der Saisonkomponente st
mit Periodenlänge p. Sind zum Zeitpunkt N − 1 die Schätzungen m̂N−1, b̂N−1 und ŝN−p
gegeben, kann man die Schätzungen zum Zeitpunkt N rekursiv berechnen:

b̂N = (1− α) · (m̂N−1 − m̂N−2) + α · b̂N−1

m̂N = (1− β) · (xN − ŝN−p) + β · (m̂N−1 + b̂N)

ŝN = (1− γ) · (xN − m̂N) + γ · ŝN−p
Die Startwerte der Rekursion werden aus den ersten p Werten der Zeitreihe wie folgt
berechnet:

m̂p =
1

p

p∑
t=1

xt, b̂p = 0 und ŝt = xt − m̂p, t = 1, . . . , p

Der Wert b̂p = 0 folgt der Annahme, dass am Anfang kein Trend präsent war. Eine
h-Schritt-Prognose zum Zeitpunkt N (h > 0) ist gegeben durch

x̂N,h(α, β, γ) =


m̂N + h · b̂N + ŝN+h−p h = 1, . . . , p

m̂N + h · b̂N + ŝN+h−2p h = p+ 1, . . . , 2p
...

...

 .

Es gibt verschiedene Herangehensweisen für die Auswahl der Glättungsparameter α, β
und γ. Beispielsweise kann man die Ein-Schritt-Prognose x̂t,1(α, β, γ) mit den Werten
(xt)t∈T vergleichen und diejenigen Werte α̂, β̂ und γ̂ benützen, die

N−1∑
t=p

(
xt+1 − x̂t,1(α̂, β̂, γ̂)

)2

= min
α,β,γ

N−1∑
t=p

(xt+1 − x̂t,1(α, β, γ))2
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erfüllen.

Im Falle von unscharfen Daten (x∗t )t∈T wird ein Modell der Form

x∗t ≈ m∗t ⊕ s∗t , t = 1, . . . , N,

mit linearer Trendkomponente m∗t = a∗ ⊕ b∗ · t angenommen. Für gegebene Schätzungen
m̂∗N−1, b̂

∗
N−1 und ŝ

∗
N−p zum Zeitpunkt N − 1 kann man die Schätzungen m̂∗N , b̂

∗
N und ŝ∗N ,

ähnlich wie bei m̂N , b̂N und ŝN , folgendermaÿen erhalten:

b̂∗N = (1− α) · (m̂∗N−1 ∼H m̂∗N−2)⊕ α · b̂∗N−1

m̂∗N = (1− β) · (x∗N ∼H ŝ∗N−p)⊕ β · (m̂∗N−1 + b̂∗N)

ŝ∗N = (1− γ) · (x∗N ∼H m̂∗N)⊕ γ · ŝ∗N−p

Die Startwerte kann man, wie beim Komponentenmodell beschrieben, durch Zerlegung
der ersten p Werte in Lage und Unschärfe erhalten. Aus der Forderung mint=1,...,N m̃t,δ =
0, welche die Eindeutigkeit der Zerlegung bereitstellt, folgt, dass die Schätzung für m̂∗p
gleich der Durchschnitt der Steinerpunkte (σx∗i )t=1,...,p und somit eine reelle Zahl ist. Die
Saisonkomponente kann man bestimmen durch

ŝ∗t = x∗t 	 m̂∗p, t = 1, . . . , p.

Analog zum klassischen Fall verwendet man b̂∗p = 0. Die Prognose x̂∗N+h für x
∗
N+h, h > 0,

zum Zeitpunkt N lässt sich berechnen durch

x̂∗N,h(α, β, γ) =


m̂∗N ⊕ h · b̂∗N ⊕ ŝ∗N+h−p h = 1, . . . , p

m̂∗N ⊕ h · b̂∗N ⊕ ŝ∗N+h−2p h = p+ 1, . . . , 2p
...

...

 .

Die Bestimmung geeigneter Glättungsparameter α̃, β̃ und γ̃ ist wie im klassischen Fall
möglich durch

N−1⊕
t=p

ρ2
2

(
x∗t+1, x̂

∗
t,1(α̃, β̃, γ̃)

)
= min

α,β,γ

N−1⊕
t=p

ρ2
2

(
x∗t+1, x̂

∗
t,1(α, β, γ)

)
.

Beispiel 4.27: Die verallgemeinerte Holt-Winter-Methode wird auf die 48 Beobachtun-

gen aus Beispiel 4.22 angewendet. Die Glättungsparameter in
N−1⊕
t=p

ρ2
2

(
x∗t+1, x̂

∗
t,1(α̃, β̃, γ̃)

)
sind α = 0.95, β = 0.31 und γ = 0.38. In Abbildung 4.10 werden sowohl die beobachteten
Daten (liniert) als auch die Ein-Schritt-Prognosen (strichliert) bei Verwendung optionaler
Glättungsparameter dargestellt.
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Abbildung 4.10: Beobachtete und prognostizierte Daten

4.3.7 Präsentation im Frequenzbereich

Für absolut summierbare Reihen (xt)t∈T reeller Zahlen und die Funktionen

C(λ) =
∑
t∈Z

xt cos(2πλt) und S(λ) =
∑
t∈Z

xt sin(2πλt)

existiert die Inverse der Fouriertransformation. Dann gilt folgende Darstellung:

xt = 2

0.5∫
0

C(λ) cos(2πλt)dλ+ 2

0.5∫
0

S(λ) sin(2πλt)dλ.

Somit ist die Berücksichtigung von Reihen im Zeitbereich äquivalent der im Frequenz-
bereich. Im Falle von endlichen Zeitreihen (xt)t∈T genügt es, die Fouriertransformierte
für endlich viele Frequenzwerte zu wissen. Eine Zeitreihe mit einer ungeraden Anzahl
von Beobachtungen N = 2M + 1 kann eindeutig mit den sogenannten Fourierfrequenzen
λk = k

n
(k = 0, . . . ,M) dargestellt werden, also

C(λk) =
N∑
t=1

xt cos(2πλkt), k = 0, . . . ,M,
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und

S(λk) =
N∑
t=1

xt sin(2πλkt), k = 1, . . . ,M,

diese implizieren

xt = C(λ0) + 2
M∑
k=1

(C(λk) cos(2πλkt) + S(λk) sin(2πλkt)) .

Für eine unscharfe Zeitreihe (x∗t )t∈T existiert solch eine Präsentation nicht allgemein.
Der Grund dafür ist die Semilinearität von (F(R),⊕, ·). Eine andere Möglichkeit wäre
die Hukuhara-Addition zu benützen. Das untere Beispiel zeigt, dass Eindeutigkeit für
unscharfe Zeitreihen nicht erreicht werden kann.

Beispiel 4.28: Für drei Beobachtungen x∗1, x
∗
2, x

∗
3 ∈ F2(R) mit den entsprechenden cha-

rakterisierenden Funktionen ξx∗1(x) = I[−1;1](x), ξx∗2(x) = I[−1;1](x) und ξx∗3(x) = I{0}(x)

und Frequenzen λk = k
3

(k = −1, 0, 1) existieren keine unscharfen Koe�zienten C∗(λk)
und S∗(λk) (k = −1, 0, 1), welche folgendes erfüllen würden:

x∗t =
1⊕

H
k=−1

C∗(λk) · cos(2πλkt)⊕H
1⊕

H
k=−1

S∗(λk) · sin(2πλkt), t = 1, . . . , 3

Beweis: Für die Zeitpunkte t = 1, 2, 3 gelten folgende Gleichungen:
t = 1:

x∗1 =

(
−1

2

)
· C∗(λ−1)⊕H C∗(λ0)⊕H

(
−1

2

)
· C∗(λ1)⊕H(

−
√

3

2

)
· S∗(λ−1)⊕H

√
3

2
· S∗(λ1)

=

(
C∗(λ0)⊕

√
3

2
· S∗(λ1)

)
∼H

(
1

2
· C∗(λ−1)⊕ 1

2
· C∗(λ1)⊕

√
3

2
· S∗(λ−1)

)

t = 2:

x∗2 =

(
−1

2

)
· C∗(λ−1)⊕H C∗(λ0)⊕H

(
−1

2

)
· C∗(λ1)⊕H

√
3

2
· S∗(λ−1)⊕H

(
−
√

3

2

)
· S∗(λ1)

=

(
C∗(λ0)⊕

√
3

2
· S∗(λ−1)

)
∼H

(
1

2
· C∗(λ−1)⊕ 1

2
· C∗(λ1)⊕

√
3

2
· S∗(λ1)

)

55



t = 3:

x∗3 = C∗(λ−1)⊕H C∗(λ0)⊕H C∗(λ1)

Die Gleichung für t = 3 impliziert, dass alle Koe�zienten C∗(λk) (k = −1, 0, 1) reelle
Zahlen sind. Damit verbleiben die folgenden Gleichungen für die ersten zwei Zeitpunkte:

x∗1 =

√
3

2
· S∗(λ1) ∼H

√
3

2
· S∗(λ−1)

x∗2 =

√
3

2
· S∗(λ−1) ∼H

√
3

2
· S∗(λ1)

Für x∗1 = x∗2 erhalten wir
√

3

2
· S∗(λ1) ∼H

√
3

2
· S∗(λ−1) =

√
3

2
· S∗(λ−1) ∼H

√
3

2
· S∗(λ1).

Diese Gleichung kann nur erfüllt werden, wenn S∗(λ1) und S∗(λ−1) reelle Zahlen sind. In
diesem Fall können aber die Gleichungen der ersten zwei Zeitpunkte x∗1 und x∗2 (oben)
nicht erfüllt werden. �

Somit kann der Ansatz im Frequenzenbereich bei unscharfen Zeitreihen nicht angewendet
werden.

4.4 Fourier-Residuenanalyse im unscharfen Zeitreihen-

modell

Als Anwendung des unscharfen Zeitreihenmodells wird diese mit einer neuen Methode
der Residuenanalyse kombiniert, die in diesem Abschnitt eingeführt wird. Dieses Hybrid-
Modell [18] nutzt sowohl die hohe prognostizierte Leistung des unscharfen Zeitreihenmo-
dells , als auch das Fourierreihenmodell aus, indem man die Residuen in Frequenzspektren
transformiert, niedrigfrequente Terme auswählt und hochfrequentente Terme aussortiert,
um eine gute Prognoseleistung zu erhalten. Ein numerisches Beispiel für eine Prognose der
Einschreibungen wird dargestellt, um die verschiedenen Modelle für die Prognoseleistung
zu vergleichen.

4.4.1 Einführung

Das unscharfe Zeitreihenmodell, welches von Song und Chissom [15] [16] [17] vorgeschla-
gen wurde, wurde weiterentwickelt und �ndet Anwendung in Geschäftsprognosen [23]
[25], wobei die gegebenen Messwerte linguistisch sind oder aus weniger als 50 Daten
bestehen. Danach erhielt das unscharfe Zeitreihenmodell viel Aufmerksamkeit von For-
schern. Für Modelländerungen hat Chen [3] sich auf den Operator fokusiert, welcher im
Modell verwendet wird, und die arithmetischen Berechnungen vereinfacht zur Verbesse-
rung der Zusammensetzungen und der unscharfen logischen Gruppen, um die Prognose zu
verbessern; Tsaur, Wang und Yang [19] nutzten die Entropie des Systems zur Bestimmung
des kleinsten Wertes zum invarianten Zeitindex t, um die Fehler in den prognostizierten
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Werte der Einschreibungen zu minimieren; Cheng, Chen, Teoh und Chiang [4] stellten
unscharfe Zeitreihen von hoher Ordnung vor, die auf Mehrperiodenanpassungsmodelle
basieren, um Aktienmärkte zu prognostizieren.

In Theorie ist jeder Wert gleichermaÿen wichtig für die Prognose, wenn die gesammelten
Zeitreihenwerte begrenzt sind. In traditionellen Ansätzen beruht ein passendes Progno-
semodell auf der Annahme der Realisierung der Struktur des Systems, jedoch konnte
aufgrund begrenzter Informationen nur ein Teil der Systemstruktur vollständig erfasst
werden. Ummit diesem Problem zurechtzukommen, kommt die Residuenanalyse ins Spiel,
damit man einige mögliche wichtige Informationen wiederverwerten kann [12]. Die Idee
hinter Fourierreihen besteht darin, dass die Residuen in Frequenzspektren transformiert
werden, und dann niedrigfrequente Terme ausgewählt werden. Auf der anderen Seite
können Fourier-Ansätze hochfrequente Terme aus�ltern, welche als Rauschen angesehen
werden, und somit kann die Prognoseleistung verbessert werden.

4.4.2 Konzept unscharfer Zeitreihen

Sei U = {u1, u2, . . . , un} eine Universalmenge, in welche die unscharfen Mengen Ãi
(i = 1, . . . , n) durch

Ãi = fÃi(u1)/u1 + fÃi(u2)/u2 + · · ·+ fÃi(un)/un

de�niert werden, wobei fÃi die Zugehörigkeitsfunktion zur unscharfen Menge Ãi, uk Ele-

ment der unscharfen Menge Ãi und fÃi(uk) der Zugehörigkeitsgrad von uk ist, das zu Ãi
gehört, ∀k = 1, 2, . . . , n.

De�nition 4.29: Sei die Universalmenge Yt (t = 1, 2, . . . , n) eine Teilmenge von R
de�niert durch die unscharfe Menge Ãi. Wenn Ft aus Ãi besteht (i = 1, 2, . . . , n), wird Ft
de�niert als eine unscharfe Zeitreihe auf Yt (t = 1, 2, . . . , n).

De�nition 4.30: Angenommen Ft wird durch Ft−1 ausgelöst, dann kann die Beziehung
des Modells erster Stufe von Ft ausgedrückt werden als Ft = Ft−1 ◦ R(t, t − 1), wobei
R(t, t − 1) die Beziehungsmatrix ist, die die unscharfe Beziehung zwischen Ft−1 und Ft
beschreibt, und ◦ ist der max−min Operator.

Wenn die Beziehung zwischen Ft und Ft−1 durch Ft−1 → Ft, (t = 2, . . . , n) bezeichnet
wird, dann kann die unscharfe logische Beziehung zwischen Ft und Ft−1 folgendermaÿen
de�niert werden:

De�nition 4.31: Angenommen Ft = Ãj wird durch Ft−1 = Ãi ausgelöst, dann kann die

unscharfe logische Beziehung de�niert werden als Ãi → Ãj.

Wenn zum Beispiel unscharfe logische Beziehungen vom Zustand Ã2 erhalten werden und
einen Wechsel zu anderen Zuständen Ãj (∀j = 1, 2, . . . , n) machen, wie unten:

Ã2 → Ã1, Ã2 → Ã2, Ã2 → Ã3, , . . . ,
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dann können die unscharfen logischen Beziehungen folgendermaÿen gruppiert werden:

Ã2 → Ã1, Ã2, Ã3, . . .

Von den Modellen zur Festlegung von unscharfen Beziehungen, die es gibt, kann man
den Ansatz von Chen's unscharfer logischer Beziehungsgruppe [3] einfach im Modell von
Ruey-Chyn Tsaur verwenden. Dieses unscharfe Zeitreihenmodell, eingeführt durch Chen's
Methode [3], wird in folgenden Schritten beschrieben:

1. De�niere die Universalmenge für die historischen Daten:
Für die Universalmenge wird zunächst der Mindestwert Dmin und der Maximalwert
Dmax der gegebenen historischen Daten de�niert. Basierend auf Dmin und Dmax

de�nieren wir die Universalmenge U als [Dmin −D1;Dmax +D2], wobei D1 und D2

zwei geeignete positive Zahlen sind.

2. Teile die Universalmenge U in mehrere gleich groÿe Intervalle:
Wenn die Universalmenge U in n gleich groÿe Intervalle aufgeteilt wird, wobei deren
gemeinsame Länge l den Wert

l =
(Dmax +D2)− (Dmin −D1)

n

beträgt, dann kann jedes Intervall durch u1 = [Dmin − D1;Dmin − D1 + l], u2 =
[Dmin−D1 + l;Dmin−D1 + 2l], . . . , un = [Dmin−D1 + (n−1)l;Dmax +D2] erhalten
werden.

3. De�niere unscharfe Teilmengen der Universalmenge U :
Im Song und Chissom Modell gibt es keine Einschränkung dafür, wie viele linguis-
tische Variablen unscharfe Mengen sind. Zum Beispiel kann �Einschreibung� durch
folgende unscharfe Mengen beschrieben werden: Ã1 = (nicht viele), Ã2 = (nicht zu
viele), Ã3 = (viele), Ã4 = (ziemlich viele), Ã5 = (sehr viele), Ã6 = (zu viele), Ã7

= (viel zu viele). In diesem Beispiel wird jede unscharfe Menge Ãi (i = 1, 2, . . . , 7)

de�niert durch Ãi = {(µÃi(uj)/uj | µÃi(uj) ∈ [0; 1], uj ∈ R, j = 1, . . . , 7} mit
Zugehörigkeitsgrad µÃi(uj) von uj. Somit haben wir

Ã1 = 1/u1 + 0.5/u2 + 0/u3 + 0/u4 + 0/u5 + 0/u6 + 0/u7,

Ã2 = 0.5/u1 + 1/u2 + 0.5/u3 + 0/u4 + 0/u5 + 0/u6 + 0/u7,

Ã3 = 0/u1 + 0.5/u2 + 1/u3 + 0.5/u4 + 0/u5 + 0/u6 + 0/u7,

Ã4 = 0/u1 + 0/u2 + 0.5/u3 + 1/u4 + 0.5/u5 + 0/u6 + 0/u7,

Ã5 = 0/u1 + 0/u2 + 0/u3 + 0.5/u4 + 1/u5 + 0.5/u6 + 0/u7,

Ã6 = 0/u1 + 0/u2 + 0/u3 + 0/u4 + 0.5/u5 + 1/u6 + 0.5/u7,

Ã7 = 0/u1 + 0/u2 + 0/u3 + 0/u4 + 0/u5 + 0.5/u6 + 1/u7.

4. Fuzzi�ziere die historischen Daten:
Mit De�nition 4.31 kann man die unscharfen logischen Beziehungsgruppen leicht
bekommen.

58



5. Berechne die prognostizierten Ausgaben:
Für Ft−1 = Ãj kann die Prognose von Ft nach folgenden Regeln durchgeführt wer-
den.
Regel 1 : Ist die unscharfe logische Beziehungsgruppe von Ãj eine Beziehung von ei-
ner zu einer anderen unscharfen Menge (zum Beispiel Ãj → Ãk, ∀j, k = 1, 2, . . . , 7),
dann ist die Prognose von Ft gleich mk, dem Mittelpunkt von uk: Ft = mk.
Regel 2 : Ist die unscharfe logische Beziehungsgruppe von Ãj eine Beziehung von ei-
ner zu vielen unscharfen Mengen (zum Beispiel Ãj → Ã1, Ã3, Ã5, ∀j = 1, 2, . . . , 7),
dann ist die Prognose von Ft gleich dem arithmetischen Mittelwert von m1, m3 und
m5, den Mittelpunkten von u1, u3 und u5: Ft = m1+m3+m5

3
.

Obwohl unscharfe Zeitreihenmodelle angewandt und konstruiert wurden, um lingustische
Messwerte oder Messwerte mit weniger als 50 Daten zu prognostizieren, besteht immer
noch viel Entwicklungsbedarf, bei der irgendwelche Einführungen von Neuerungen zur
Verbesserung von Prognoseleistungen wichtig sind. Je mehr Informationen, die mit der
Systemdynamik in Beziehung stehen, in Betracht gezogen werden, desto besser wird die
Prognose sein. Somit ist die Residuenanalyse ins unscharfe Zeitreihenmodell eingebunden,
um die Prognosegenauigkeit weiter zu verbessern.

4.4.3 Unscharfe Zeitreihen für Residuenanalyse

Residuenanalyse ist in der Regressionsanalyse wichtig, wo ein wohlde�niertes Modell im-
mer einen zufälligen verteilten geschätzten Fehler ableitet. In der Praxis verwendet das
unscharfe Zeitreihenmodell die unscharfen logischen Methoden für die Prognose, ohne
den Datentyp in Betracht zu ziehen. Somit können für gewöhnlich groÿe prognostizierte
Fehlerterme die Prognoseleistung beeinträchtigen. Deswegen kommen jegliche Anpassun-
gen für diese groÿen Fehlerterme zu kleineren Fehlertermen infrage, welche die Progno-
seleistung steigern. Um mit solch einem Problem zurechtzukommen, wird die Idee der
Fourierreihe ausgewählt, um die Residuen in Frequenzspektren zu transformieren, nied-
rigfrequente Terme auszuwählen, hochfrequente Terme auszusortieren, die Rauschen sein
sollen, um dann gute Progonoseleistung zu bekommen. Die Analyseschritte werden in den
folgenden Schritten beschrieben:

1. De�niere die Universalmenge U für die historischen Daten:
Zuerst �nden wirDmin und der MaximalwertDmax der historischen Zeitreihendaten.
Dann kann U als [Dmin −D1;Dmax + D2] de�niert werden, wobei D1 und D2 zwei
geeignete positive Zahlen sind.

2. De�niere unscharfe Mengen Ãi der Universalmenge U :
Teile die gesammelten Daten in Intervalle u1, u2, . . . , un gleicher Länge. Diese Inter-
valle werden verwendet, um die unscharfen Mengen Ã1, Ã2, . . . , Ãn zu de�nieren:

Ãi = µÃi(u1)/u1 + µÃi(u2)/u2 + · · ·+ µÃi(un)/un, ∀i = 1, 2, . . . , n

3. Führe unscharfe logische Beziehungsgruppen ein:
Fuzzi�ziere die historischen Daten und passe sie zu den unscharfen Mengen Ãi
(i = 1, 2, . . . , n) an. Dann verwenden wir die unscharfe Beziehung zweiter Ordnung
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(beschrieben als Ãi, Ãj → Ãk). Das heiÿt, dass die Zeitpunkte t − 2 und t − 1

jeweils zu den Zuständen Ãi und Ãj gehören und der Zeitpunkt t zum nächsten
Zustand Ãk gehört. Am Ende können wir für alle unscharfen Beziehungen unscharfe
Beziehungsgruppen einführen und sie gruppieren.

4. Berechne die prognostizierten Ausgaben:
Basierend auf den unscharfen logischen Beziehungen zweiter Ordnung erhält man
die Prognose Ft, wenn Ft−2 = Ãi und Ft−1 = Ãj ist, nach folgenden Regeln:
Regel 1 : Ist die unscharfe logische Beziehungsgruppe Ãi, Ãj → Ãk, dann ist die
Prognose von Ft gleich my, dem Mittelpunkt von uy, ∀y = 1, 2, . . . , n, also Ft = mk.
Regel 2 : Sind die unscharfen logischen Beziehungsgruppen Ãi, Ãj → Ã1, Ãi, Ãj →
Ã2, . . . , Ãi, Ãj → Ãp, dann ist die Prognose von Ft gleich

Ft =
m1 +m2 + · · ·+mp

p
, p ≤ n.

5. Bereinige Prognoseergebnisse:
Das Ziel der Residuenanalyse ist es, die Residuen in Frequenzspektren zu transfor-
mieren, niedrigfrequente Terme auszuwählen, hochfrequente Terme auszusortieren
und dann gute Progonoseleistung zu bekommen. Der Analyseprozess wird wie folgt
beschrieben:
Zunächst erhält man die Residuenreihe durch

ε(k) = Yk − Fk, ∀k = 1, 2, . . . , n,

wobei Yk die tatsächlichen Werte und Fk die prognostizierten Werte zum Zeitpunkt
k sind. Die Matrix der geschätzten Residuenreihe ist dann

ε(k) = [ε(1), ε(2), . . . , ε(n− 1), ε(n)]T .

Als nächstes werden Fourierreihen verwendet, um die implizierten periodischen Phä-
nomene in der Residuenreihe zu erhalten. Dann können wir mittels der Fourier-
Korrekturtechnik von der Residuenanalyse die Prognosefähigkeit aus dem betrach-
teten Eingabedatensatz erhöhen. Die geschätzte Residuenreihe kann mittels Fou-
rierreihen durch

ε̂(k) =
1

2
a0 +

z∑
i=1

[
ai cos

(
2πi

T
k

)
+ bi sin

(
2πi

T
k

)]
, für k = 1, 2, . . . , n

modelliert werden, wobei T die Länge der Residuenreihe und z die minimale Ein-
satzhäu�gkeit der Fourierreihen ist. Für letzteres wird vorgeschlagen [18], dass z
der ganzzahlige Anteil von n−1

2
ist. Die Parameter a0, ai und bi (i = 1, 2, . . . , z)

werden mit der Methode der kleinsten Quadratsumme geschätzt und durch C =
(P TP )−1P T ε(k) erhalten, wobei C = [a0, a1, b1, a2, b2, . . . , az, bz]

T gilt. Für die Ma-
trix P haben wir

P =


1
2

cos(2π
T

) sin(2π
T

) cos(2π2
T

) sin(2π2
T

) · · · cos(2πz
T

) sin(2πz
T

)
1
2
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T
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Indem man die geschätzten Parameter aus C = [a0, a1, b1, a2, b2, . . . , az, bz]
T be-

rechnet und diese in die Gleichung ε̂(k) oben einsetzt, erhält man die geschätzte
Residuenreihe

ε̂(k) = [ε̂(1), ε̂(2), . . . , ε̂(n), ε̂(n+ 1)]T .

Damit kann der revidierte Prognosewert in diesem Schritt durch

Ŷt+1 = Ft+1 + ε̂(t+ 1)

erhalten werden, wobei Ft+1 und ε̂(t+1) jeweils der Prognosewert und der geschätzte
Residuenwert zum Zeitpunkt t+ 1 sind.

4.4.4 Prognose der Einschreibungen

Es wird in diesem Abschnitt für ein Experiment eine Prognose der Einschreibungen il-
lustiert, adaptiert von Song und Chissom [16]. In diesem Experiment werden Daten von
Studenteneinschreibungen an der University of Alabama von 1971-1992 verwendet, um
zu zeigen, dass das vorgeschlagene Modell von Ruey-Chyn Tsaur [18] besser ist als die
anderen Modelle.

1. De�niere die Universalmenge U für die historischen Daten:
Aus Tabelle 4.3 entnimmt man den Minimalwert Dmin = 13055 und den Maxi-
malwert Dmax = 19337 der Einschreibungen, mit D1 = 55 und D2 = 663. Damit
beträgt die Universalmenge U = [13000; 20000].

2. De�niere unscharfe Mengen Ãi der Universalmenge U :
U wird in sieben Intervalle eingeteilt als u1 = [13000; 14000], u2 = [14000; 15000],
u3 = [15000; 16000], u4 = [16000; 17000], u5 = [17000; 18000], u6 = [18000; 19000]
und u7 = [19000; 20000]. Die linguistischen Variablen sind die unscharfen Mengen
Ã1 = (nicht viele), Ã2 = (nicht zu viele), Ã3 = (viele), Ã4 = (ziemlich viele), Ã5 =
(sehr viele), Ã6 = (zu viele), Ã7 = (viel zu viele). Somit haben wir

Ã1 = 1/u1 + 0.5/u2 + 0/u3 + 0/u4 + 0/u5 + 0/u6 + 0/u7,

Ã2 = 0.5/u1 + 1/u2 + 0.5/u3 + 0/u4 + 0/u5 + 0/u6 + 0/u7,

Ã3 = 0/u1 + 0.5/u2 + 1/u3 + 0.5/u4 + 0/u5 + 0/u6 + 0/u7,

Ã4 = 0/u1 + 0/u2 + 0.5/u3 + 1/u4 + 0.5/u5 + 0/u6 + 0/u7,

Ã5 = 0/u1 + 0/u2 + 0/u3 + 0.5/u4 + 1/u5 + 0.5/u6 + 0/u7,

Ã6 = 0/u1 + 0/u2 + 0/u3 + 0/u4 + 0.5/u5 + 1/u6 + 0.5/u7,

Ã7 = 0/u1 + 0/u2 + 0/u3 + 0/u4 + 0/u5 + 0.5/u6 + 1/u7.

3. Führe unscharfe logische Beziehungsgruppen ein:
Die unscharfen Mengen für jede Einschreibung sind in Tabelle 4.4 gelistet, deren
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unscharfe logische Beziehungen zweiter Ordnung folgendermaÿen abgeleitet werden:

Ã1, Ã1 → Ã1 Ã1, Ã1 → Ã2 Ã1, Ã2 → Ã3 Ã2, Ã3 → Ã3 Ã3, Ã3 → Ã3

Ã3, Ã3 → Ã3 Ã3, Ã3 → Ã4 Ã3, Ã4 → Ã4 Ã4, Ã4 → Ã4 Ã4, Ã4 → Ã3

Ã4, Ã3 → Ã3 Ã3, Ã3 → Ã3 Ã3, Ã3 → Ã3 Ã3, Ã3 → Ã3 Ã3, Ã3 → Ã4

Ã3, Ã4 → Ã6 Ã4, Ã6 → Ã6 Ã6, Ã6 → Ã7 Ã6, Ã7 → Ã7 Ã7, Ã7 → Ã6

Als nächstes können wir die oben genannten Beziehungen verwenden, um unscharfe
logische Beziehungsgruppen festzulegen. Sie werden in Tabelle 4.4 dargestellt, wobei
die ersten elf unscharfen Beziehungsgruppen Trainingsmuster sind, und die letzte
Gruppe ist ein untrainiertes Muster.

4. Berechne die prognostizierten Ausgaben:
Erinnern wir uns zurück, wie man nach zwei Regeln die Prognose Ft berechnet,
wenn Ft−2 = Ãi und Ft−1 = Ãj ist. Diese Prognesewerte sind in der dritten Spalte
von Tabelle 4.4 aufgelistet.

5. Bereinige Prognoseergebnisse:
Mit ε(k) = Yk − Fk (∀k = 1, 2, . . . , n) können die Residuenterme zwischen den
tatsächlichen Werten und den Prognosewerten abgeleitet werden, welche in Spal-
te 4 von Tabelle 4.5 aufgelistet sind. Um als nächstes genauere Prognosewerte zu
ermitteln, lösen wir mithilfe der gesammelten Daten die Paramteter der Fourier-
reihe nach C = (P TP )−1P T ε(k). Damit können die geschätzten Residuenwerte
ε̂(k) = [ε̂(1), ε̂(2), . . . , ε̂(n)]T berechnet werden, die Rauschterme aussortiert wer-
den und die bereinigten Residuenterme erhalten werden, die in der fünften Spalte
von Tabelle 4.5 aufgelistet sind.
Nach dem Vorgehen der oben genannten Schritte werden die Prognoseleistungen
mithilfe des Prozentsatzes des absoluten Fehlers des Erwartungswertes (MAPE )
und der Wurzel des mittleren quadratischen Fehlers (RMSE ) gemessen. Damit man
die Prognosegenauigkeit dieses Modells mit den anderen Modellen vergleichen kann,
wurden MAPE und RMSE für alle Methoden berechnet, die in Tabelle 4.6 aufge-
listet sind und der Vergleich der Prognosewerte wird in Abbildung 4.11 illustiert.
Somit ist ersichtlich, dass das Modell von Ruey-Chyn Tsaur kleinere MAPE und
RMSE hat als die anderen Modelle und auch, dass die vorgeschlagene Methode
besser ist als die anderen.
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Tabelle 4.3: Historische tatsächliche Einschreibungen und unscharfe Einschreibungen

Jahr
Tatsächliche Fuzzi�zierte

Jahr
Tatsächliche Fuzzi�zierte

Einschreibung Einschreibung Einschreibung Einschreibung

1971 13055 Ã1 1982 15433 Ã3

1972 13563 Ã1 1983 15497 Ã3

1973 13867 Ã1 1984 15145 Ã3

1974 14696 Ã2 1985 15163 Ã3

1975 15460 Ã3 1986 15984 Ã3

1976 15311 Ã3 1987 16859 Ã4

1977 15603 Ã3 1988 18150 Ã6

1978 15861 Ã3 1989 18970 Ã6

1979 16807 Ã4 1990 19328 Ã7

1980 16919 Ã4 1991 19337 Ã7

1981 16388 Ã4 1992 18876 Ã6

Tabelle 4.4: Unscharfe Beziehungsgruppen zweiter Ordnung und Prognosewerte

Unscharfe Beziehungsgruppen Prognosewerte

Gruppe 1 Ã1, Ã1 → Ã1 Ã1, Ã1 → Ã2 14000 (= (m1 +m2)/2)

Gruppe 2 Ã1, Ã2 → Ã3 15500 (= m3)

Gruppe 3 Ã2, Ã3 → Ã3 15500 (= m3)

Gruppe 4 Ã3, Ã3 → Ã3 Ã3, Ã3 → Ã4 16000 (= (m3 +m4)/2)

Gruppe 5 Ã3, Ã4 → Ã4 Ã3, Ã4 → Ã6 17500 (= (m4 +m6)/2)

Gruppe 6 Ã4, Ã4 → Ã4 Ã4, Ã4 → Ã3 16000 (= (m4 +m3)/2)

Gruppe 7 Ã4, Ã3 → Ã3 15500 (= m3)

Gruppe 8 Ã4, Ã6 → Ã6 18500 (= m6)

Gruppe 9 Ã6, Ã6 → Ã7 19500 (= m7)

Gruppe 10 Ã6, Ã7 → Ã7 19500 (= m7)

Gruppe 11 Ã7, Ã7 → Ã6 18500 (= m6)
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Tabelle 4.5: Prognose der Einschreibungen

Jahr
Tatsächliche

Prognosewerte Residuen
Bereinigte Bereinigte

Einschreibung Residuen Prognosen

1971 13055

1972 13563

1973 13867 14000 -133 -133 13867

1974 14696 14000 696 882.388 14882.39

1975 15460 15500 -40 -171.57 15328.43

1976 15311 15500 -189 -301.895 15198.11

1977 15603 16000 -397 -310.17 15689.83

1978 15861 16000 -139 -163.561 15836.44

1979 16807 16000 807 896.049 16896.05

1980 16919 17500 -581 -527.066 16972.93

1981 16388 16000 388 265.29 16265.29

1982 15433 16000 -567 -546.807 15453.19

1983 15497 15500 -3 -14.455 15485.55

1984 15145 16000 -855 -853.119 15146.88

1985 15163 16000 -837 -724.818 15275.18

1986 15984 16000 -16 -75.28 15924.72

1987 16859 16000 859 772.452 16772.45

1988 18150 17500 650 682.677 18182.68

1989 18970 18500 470 363.633 18863.63

1990 19328 19500 -172 -18.616 19481.38

1991 19337 19500 -163 -74.004 19426

1992 18876 18500 376 205.869 18705.87
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Tabelle 4.6: Vergleich der Prognoseresultate der Einschreibungen mit anderen Modellen

Jahr Einschreibung
Ruey-Chyn Song & Tsaur et S.R. Cheng et

Chen [3]
& Tsaur [18] Chissom [16] al. [19] Singh [17] al. [4]

1971 13055
1972 13563 14000 14000 13680.5 14000
1973 13867 13867 14000 14000 13731.3 14000
1974 14696 14882.39 14000 14000 14500 13761.7 14000
1975 15460 15328.43 15500 15500 15358 15194.6 15500
1976 15311 15198.11 16000 15500 15500 15374.8 16000
1977 15603 15689.83 16000 16000 15500 15359.9 16000
1978 15861 15836.44 16000 16000 15500 16410.3 16000
1979 16807 16896.05 16000 16000 16500 16436.1 16000
1980 16919 16972.93 16813 16500 16500 17130.7 16833
1981 16388 16265.29 16813 16500 16500 17141.9 16833
1982 15433 15453.19 16789 15500 15581 15363.8 16833
1983 15497 15485.55 16000 15500 15500 15372.1 16000
1984 15145 15146.88 16000 15500 15500 15378.5 16000
1985 15163 15275.18 16000 15500 15500 15343.3 16000
1986 15984 15924.72 16000 15500 15500 15345.1 16000
1987 16859 16772.45 16000 16500 16402 16448.4 16000
1988 18150 18182.68 16813 18500 18500 17135.9 16833
1989 18970 18863.63 19000 19000 18500 18915 19000
1990 19328 19481.38 19000 19000 19471 18997 19000
1991 19337 19426 19000 19000 19500 19032.8 19000
1992 18876 18705.87 19651 19033.7 19000

MAPE(%) 0.49512 3.22376 1.87481 1.71204 2.08722 3.11005
RMSE 98.92944 650.405 367.3187 340.5475 438.2768 638.363

Abbildung 4.11: Vergleich zwischen den unscharfen Zeitreihenmethoden

19
71

19
72

19
73

19
74

19
75

19
76

19
77

19
78

19
79

19
80

19
81

19
82

19
83

19
84

19
85

19
86

19
87

19
88

19
89

19
90

19
91

19
92 Jahr

12000

13000

14000

15000

16000

17000

18000

19000

20000

E
in
sc
hr
ei
bu

ng

Tatsächliche
Einschreibungen

Vorgeschlagene
Methode

S&C's
Resultate

Tsaur et al.'s
Resultate

Singh's
Resultate

Cheng et al.'s
Resultate

Chen's
Resultate

65



Kapitel 5

Zusammenfassung

In dieser Diplomarbeit sieht man, dass für die De�nition einer unscharfen Zahl ihre cha-
rakterisierende Funktion notwendig ist, und wie man diese Funktion mithilfe sogenannter
δ-Schnitte und des Darstellungssatzes einfach beschreiben kann. Es wurden zudem un-
scharfe Intervalle, n-dimensionale unscharfe Intervalle und unscharfe Vektoren betrach-
tet, wobei letztere durch die Kombination von mehreren unscharfen Zahlen durch die
Minimum-Kombinationsregel entstehen.

Auf dieser Grundlage ist die Verallgemeinerung von Funktionen bei Unschärfe möglich.
Dabei werden sowohl unscharfe Funktionen als auch Funktionen unscharfer Argumente
betrachtet. Letzteres behandelt man mit dem Erweiterungsprinzip, wobei der Funktions-
wert bei einer stetigen Funktion und unscharfem n-dimensionalem Intervall als Argument
ein unscharfes Intervall ist. Letzteres benötigt man, um die Arithmetik für unscharfe Zah-
len erweitern zu können. Die Verallgemeinerung der Integration ist sowohl bei unscharfen
Funktionen als auch bei unscharfen Integrationsbereichen erfolgreich, wobei man für letz-
teres eine charakterisierende Funktion für den unscharfen Integrationsbereich benötigt.
Beispiele von diesen aufgelisteten Verallgemeinerungen sind dabei mithilfe trapezförmiger
unscharfe Zahlen t∗(m, s, l, r) leicht darstellbar.

Für die Verallgemeinerung des Bayes'schen Theorems, für welches die De�nition der un-
scharfen Dichte benötigt wird, bedarf es einer gewissen Modi�kation, damit die sequen-
tielle Eigenschaft des Aktualisierungsprozesses erhalten bleibt.
Bei unscharfen Zeitreihen werden Filter (darunter auch gleitende Mittelwerte) betrach-
tet, um die Werte einer Zeitreihe zu transformieren. Bei negativen Koe�zienten wird
zusätzlich die Hukuhara-Addition verwendet, damit die Unschärfe der transformierten
unscharfen Zeitreihe nicht gröÿer als die der originalen unscharfen Zeitreihe wird und die
Transformation somit einen Sinn ergibt. Solch ein allgemeiner Filter ist aber nicht linear.
Um zu einer Zeitreihe zusätzliche Beobachtungen hinzuzufügen, wird die exponentielle
Glättung benötigt. Dazu wird auch beschrieben, wie die zugehörigen Glättungsparameter
optimiert werden. Bei der Aufteilung der Zeitreihe in Komponenten werden im Falle von
unscharfen Daten verschiedene Methoden aufgelistet, die jedoch entweder nicht geeignet
sind, zusätzliche Bedingungen benötigen oder zusätzliche Probleme aufweisen. Für den
Di�erenzen�lter und die Holt-Winter-Methode gibt es eine Verallgemeinerung bei un-
scharfen Zeitreihen, für die Präsentation im Frequenzbereich jedoch nicht.
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Der Autor des Hybrid-Modells kombiniert das Fourierreihenmodell mit dem unschar-
fen Zeitreihenmodell, um groÿe prognostizierte Fehlerterme behandeln zu können. Das
illustierte Beispiel konnte kleinere MAPE und RMSE im Vergleich zu anderen unschar-
fen Zeitreihenmethoden aufweisen. Diese Vorgehensweise könnte bei Vorliegen begrenzter
Daten für Prognosen eine wichtige Rolle spielen.
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