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KAPITEL 1

Einfiihrung

Eine wesentliche Eigenschaft von Stromnetzen ist, dass sie keine Elektri-
zitét speichern konnen. Allerdings variiert der Verbrauch und die Erzeugung
stdndig und unverziiglich. Um die Funktion eines Netzes zu gewihrleisten,
muss die eingespeiste Menge der entnommenen entsprechen, weswegen ein
standiger Ausgleich erforderlich ist. Regelenergie wird durch den Netzbe-
treiber beschafft und fungiert als letzte Instanz zur Erhaltung des Gleichge-
wichts.

In den letzten Jahren gab es Entwicklungen am Strommarkt, welche Ef-
fekte auf die Anforderungen an Regelenergie hinterlassen haben. Bedenken
aufgrund steigender C'O2-Emissionen, globaler Erwérmung und wandelnder
Klimaverhéltnisse haben zu einem Ausbau an erneuerbaren und nachhalti-
gen Energieformen gefiihrt. Insbesondere die Stromerzeugung durch Wind-
und Photovoltaikanlagen hat zunehmend an Bedeutung gewonnen. Mafinah-
men wie diese sind ohne Zweifel notwendig und verniinftig. Allerdings ist die
Einspeisung durch erneuerbare Energieformen mit einer gewissen Volatilitét
verbunden, welche sich auf den Bedarf nach Regelenergie auswirkt.

Des Weiteren hat sich auch das regulatorische Umfeld stark versindert. Oster-
reich stellt eine eigene Regelzone dar, der Ubertragungsnetzbetreiber ist Au-
strian Power Grid [APG]. Diese ist mit einer Vielzahl an weiteren Regelzo-
nen Europas verbunden. Netzbetreiber haben die Aufgabe eine ausgegliche-
ne Strombewirtschaftung ihrer Mitglieder zu garantieren, was ein komplexes
Unterfangen darstellt.

Regelenergie ist das entsprechende Instrument zur Ausbalancierung von
Einspeisung und Verbrauch. Die vorzuhaltende Menge wird in Osterreich
statisch und wochentlich bestimmt. Mit Verdnderungen im Umfeld tritt
auch die Frage nach treibenden Faktoren auf. In dieser Arbeit werden mit
Ansétzen der Statistik und der Zeitreihenanalyse mogliche Einfliisse auf Ab-
rufmengen von Regelenergie in der Regelzone des Austrian Power Grid un-



KAPITEL 1. EINFUHRUNG

tersucht. Auflerdem werden Intraday-Prognosen erstellt und evaluiert. Der
exakte Bedarf nach Regelenergie ist schwer vorhersagbar. Wire er das nicht,
so liefle sich die entsprechende Menge einfach in die regulire Planung mit-
einbeziehen. Diese Arbeit tragt dazu bei diese Schwierigkeiten besser quan-
tifizierbar zu machen. Sie umfasst folgende Punkte.

1. Zunéchst werden Details zu Regelenergie erldutert um das Verstdndnis
des Apparates zu erleichtern. Aulerdem werden wissenschaftliche Ar-
beiten in diesem Kontext vorgestellt.

2. Anschlieflend werden die Abrufmengen von Regelenergie einer deskrip-
tiven statistischen Betrachtung unterzogen. Hierbei handelt es sich um
Zeitreihendaten des Jahres 2015 mit viertelstiindlicher Auflésung.

3. Danach werden Faktoren mit méglichem Einfluss auf die Abrufmengen
von Regelenergie vorgestellt. Ferner wird dargelegt, wie ihr Einfluss
untersucht wird, respektive Prognosen erstellt werden.

4. Hierzu werden in der Folge verschiedene Modellansétze verwendet.
Diese umfassen das lineare Regressionsmodell, das Tobit Modell, SA-
RIMA und Nearest Neighbour Regression.

5. Zuletzt werden die Ergebnisse zusammengefasst und die Qualitét der
erstellten Prognosen verglichen.

Da Regelenergie einen Ausgleich zwischen Stromeinspeisung und -entnahme
erzielen soll, liegt die intuitive Vermutung nahe, dass Schwankungen der
Erzeuger- beziehungsweise Verbraucherseite wesentliche Einflussfaktoren dar-
stellen.

In dieser Arbeit werden sowohl literarische als auch Quellen aus dem Inter-
net angefiihrt. Erstere werden mit dem Namen der Autorinnen respektive
Autoren und einer entsprechenden Jahreszahl referenziert. Zahlen in runden
Klammern beziehen sich auf Websites. Samtliche statistische Analysen und
Modellschatzungen wurden mit der Statistik Software R durchgefiihrt.
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Einfiihrung in Regelenergie

2.1 Grundlegende Erlduterungen zum Strommarkt
und zur Regelenergie in Osterreich

Die allgemeine Stromversorgung ist ein verwobenes Netz verschiedener Ak-
teure. Angebot und Nachfrage werden durch Erzeuger und Verbraucher
bestimmt. Der Austausch von Strom erfolgt durch das Ubertragungsnetz,
welches sdmtliche Teilnehmer verbindet. Eine wesentliche Eigenschaft von
Stromnetzen ist, dass Elektrizitit darin nicht gespeichert werden kann. Da-
mit Strom fiir Verbraucher verwertbar ist, sind gewisse Rahmenbedingun-
gen einzuhalten - die Netzfrequenz muss beispielsweise stets 50 Hz betragen.
Dies ist nur moglich solange die eingespeiste der entnommenen Menge ent-
spricht. Da die Nachfrage nach Elektrizitit sténdig und unverziiglich erfolgt,
ist die Ausbalancierung von Angebot und Bedarf ein komplexes Unterfan-
gen. Regelenergie gleicht sowohl Uberschiisse als auch Méngel im Stromnetz
augenblicklich aus um die fortwihrende Funktion zu gewéhrleisten.

In Osterreich herrscht bei Stromerzeugung sowie -handel und -vertrieb frei-
er Wettbewerb. Dariiber hinaus existiert fiir diese Bereiche ein sogenanntes
Bilanzgruppensystem. Teilnehmende dieser Bereiche miissen zur Abrech-
nung Mitglied einer Bilanzgruppe sein, vom Groflerzeuger bis zum einfachen
Haushalt. Dazwischen befindet sich der Bereich fiir Ubertragung und Ver-
teilung von Strom. Dieser ist in Osterreich reguliert. Austrian Power Grid
ist der Ubertragungsnetzbetreiber fiir einen GroBteil Osterreichs und hat
damit eine Monopolstellung inne. Der zugehorige Bereich wird auch Regel-
zone APG genannt. Der Ubertragungsnetzbetreiber ist verantwortlich fiir
die ordnungsgemifle Zéhlung von Einspeisung und Verbrauch, die vertrau-
liche Verwaltung der Daten sowie den ausgeglichenen Betrieb der Regel-
zone. Regelenergie wird von priqualifizierten Erzeugern bereitgestellt, und
vom Ubertragungsnetzbetreiber durch ein Auktionsverfahren organisiert.
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Die Auflagen fiir die Teilnahme am Regelenergiemarkt sind strenger als die
Anforderungen an ,normale Erzeuger“, damit der sichere Betrieb des Strom-
netzes gewahrleistet wird. Die Wiederherstellung der Strombewirtschaftung
nach einem Totalausfall wiirde immense Anstrengungen erfordern.

Man unterscheidet zwischen positiver und negativer Regelenergie. Positive
Regelenergie ist zusétzlicher Strom der dem Netz zugefithrt wird, falls die
Nachfrage den Verbrauch iibersteigt, was sich durch einen Abfall der Netz-
frequenz bemerkbar macht. Negative Regelenergie wird im gegenteiligen Fall
eingesetzt. Hierfiir werden entweder zusétzliche Verbrauchsanlagen aktiviert
oder die Einspeisung zuriickgeschraubt. Ferner wird Regelenergie aus tech-
nischen und wirtschaftlichen Griinden in drei Kategorien geteilt. Die Akti-
vierung von Primérreserven ist die schnellste Art eines moglichen Ausgleichs
zwischen Stromerzeugung und -verbrauch. Sie erfolgt dezentral, automatisch
und in Abhé#ngigkeit der Netzfrequenz. Primérregelenergie gleicht perma-
nent Schwankungen aus, von dementsprechender Bedeutung ist ihre sténdige
Verfiigbarkeit. Die maximale Aktivierung muss spétestens 30 Sekunden nach
einem Storfall verfiigbar sein. Zu diesem Zeitpunkt wird bei einem anhalten-
den Ungleichgewicht parallel zur Primérregelung die Sekundérregelung akti-
viert um diese schrittweise abzultsen und damit ihre urspriingliche Funktion
wieder zu ermoglichen. Sollte die Ausbalancierung des Netzes langer als 15
Minuten andauern, wird die Sekundérregelung durch die Tertidrregelung un-
terstiitzt und inkrementell substituiert, um dieser wiederum die Unterstiit-
zung der Primérregelung in einem Bedarfsfall zu ermoglichen. Der Ablauf
wird schematisch in Abbildung dargestellt.

A Primdrregelung Sekunddrregelung Tertidrregelung

A

MW

30 Sekunden 15 Minuten 30 Minuten

Abbildung 2.1: Schematische Darstellung von Regelenergieabrufen (E-
Control: 2013), (12)



2.1. GRUNDLEGENDE ERLAUTERUNGEN ZUM STROMMARKT UND ZUR
REGELENERGIE IN OSTERREICH

In der Grafik wird auf der Ordinate ein Leistungsabfall dargestellt, wel-
cher vorerst durch Primérreserven ausgeglichen wird. Diese werden anschlie-
Bend schrittweise durch die iibrigen Regelenergiearten substituiert. Sollte es
sich bei dem Leistungsabfall um eine andauernde Gegebenheit wie einen
Kraftwerksausfall handeln, so ist dieser spétestens nach einer Stunde in die
reguldre Planung miteinzubeziehen, sodass dadurch kein weiterer Bedarf an
Regelenergie verursacht wird. Allerdings lassen sich nicht alle Ursachen von
Leistungsschwankungen so einfach und schematisch abhandeln.

Die ausgeschriebenen Mengen an Regelenergie unterliegen gewissen Auf-
lagen um den ordnungsgeméflen Betrieb der Regelzone zu gewihrleisten.
Die Regelzone APG ist verbunden mit anderen Regelzonen Europas. Dies
ermdglicht den Stromaustausch zwischen den Zonen. Allerdings hat dies zur
Folge, dass sich Ungleichgewichte einer Regelzone auf andere iibertragen.
Priméarregelenergie wird deshalb durch sdmtliche Mitglieder des européischen
Verbundnetzes zur Verfligung gestellt. Die Aktivierung erfolgt automatisch
in Abhéngigkeit der gemessenen Netzfrequenz und unabhéngig von der Quel-
le. Primérreserven die aus anderen Regelzonen nach Osterreich dringen wer-
den von der APG als ungewollter Austausch registriert. Dasselbe gilt fiir
Primérreserven, welche durch Gsterreichische Anbieter zur Verfiigung ge-
stellt werden. Dahingegen werden Sekundér- und Tertidrregelenergie gezielt
in Regelzonen mit anhaltenden Ungleichgewichten aktiviert. Unter anderem
wurde sich deswegen fiir die Analyse der Abrufmengen von Sekundér- und
Tertidrregelenergie in dieser Arbeit entschieden (E-Control: 2013), (L, 2, [7).

Situationen welche den Einsatz von Regelenergie erfordern lassen sich nur
schwer prognostizieren. Andernfalls kénnte man die betroffenen Momente
in die reguldre Planung miteinkalkulieren. Des Weiteren liefert der steigen-
de Anteil an erneuerbaren Energiequellen Diskussionsstoff. Ein plotzlicher
Abfall bei der Einspeisung von Strom durch Windenergie muss klarerwei-
se durch andere Erzeugungsquellen kompensiert werden. Allerdings ist bei-
spielsweise in Deutschland der Bedarf an Regelenergie in Zeiten wachsen-
der Einspeisung durch erneuerbare Energiequellen nicht proportional ge-
stiegen (Hirth und Ziegenhagen: 2013, Kippelt et al. : 2013). Somit bleibt
die Frage nach den wichtigsten Treibern beim Bedarf nach Regelleistung.
In dieser Arbeit soll die Abhéngigkeit der Abrufmengen von Sekundér- und
Teritéarregelenergie von moglichen Einflussfaktoren untersucht und auf ver-
schiedene Arten modelliert werden. Ferner werden Intraday-Prognosen der
Abufmengen erstellt und evaluiert.



KAPITEL 2. EINFUHRUNG IN REGELENERGIE

2.2 State of the Art

In diesem Abschnitt sollen wissenschaftliche Arbeiten vorgestellt werden,
welche sich in den letzten Jahren ebenfalls mit der Modellierung von Rege-
lenergie beschéftigt haben.

Die Dimensionierung der vorzuhaltenden Regelleistung erfolgt im deutschen
Sprachraum durch statische Verfahren. Dies bedeutet, dass fiir einen be-
stimmten Zeitraum ein gleich bleibender Wert an Regelenergie vorzuhalten
ist. Bei Primérreserven erfolgt die Dimensionierung in Zentraleuropa deter-
ministisch und wird durch ein Referenzereignis - genau genommen durch die
fehlenden Kapazitéiten bei bestimmten Kraftwerksausfillen - festgelegt. Ge-
naue Vorgaben werden beispielsweise in (10) beschrieben. Die Grundlage fiir
die probabilistische Dimensionierung des Sekundér- und Tertidrregelbedarfs
in Deutschland bildet das Graf-Haubrich-Verfahren. Hierbei handelt es sich,
vereinfacht gesprochen, um die Approximation der Verteilungen der Kraft-
werksausfille, des Lastrauschens, der Fahrplanspriinge und der Prognosefeh-
ler der Regelzone und deren anschliefende Faltung (9). Die daraus resultie-
rende Verteilung soll anschlieBend Auskunft iiber die einzuhaltenden Sicher-
heitsniveaus liefern. Genaueres ist beispielsweise in Haubrich (2008) nach-
zulesen. Forscher des Fraunhofer-Instituts in Deutschland haben im Rah-
men eines Forschungsprojekts ein dynamisches probabilistisches Verfahren
zur Dimensionierung der Sekundér- und Tertidrregelreserven entwickelt und
evaluiert. Eine Zusammenfassung hiervon ist in Jost et al. (2015) zu finden.
Bei dieser Methode wurde eine Kombination aus neuronalen Netzen und
Quantil-Regression verwendet, um Sicherheitsniveaus fiir die vorzuhaltende
Leistung an Regelreserven, jeweils am Tag zuvor, in Abhéngigkeit von an-
deren Variablen des Strommarkts zu bestimmen. Ohsenbriigge (2015) stellt
ebenfalls Verfahren zur dynamischen Dimensionierung von Regelleistungsre-
serven am Vortag vor, wobei hier k-Nearest Neighbour Verfahren und Gra-
dient Boosting Trees zur Anwendung kommen.

In Wenzel (2010) wird die konsolidierte Menge an Sekundér- und Tertiérregel-
energie eines deutschen Ubertragungsnetzbetreibers einer Komponentenzer-
legung unterzogen. Der Restterm wird anschliefend mit Hilfe eines ARIMA-
Modells modelliert. In Méller et al. (2011) wird nicht die Menge an Rege-
lenergie, sondern Ausgleichsenergie betrachtet. Diese ist eng verwandt, je-
doch nicht ident zu Abrufmengen an Regelreserven. Eine genaue Erkldrung
des Unterschieds der beiden Groen ist beispielsweise in E-Control (2013)
zu finden. Der Fokus in dieser Arbeit liegt auf der Betrachtung der Residuen
im Kontext von SARIMA-Modellen von Zeitreihen, wobei auch Prognosen
erstellt und evaluiert werden. In Kurscheid und Diivelmeyer (2009) werden
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Abrufe von Tertidrregelung als Poisson-Prozess modelliert. Wolfram et al.
(2015) beinhalt eine Analyse der Korrelation zwischen Regelenergieabruf-
mengen und moglichen Einflussfaktoren sowie der Autokorrelation.

Zusétzlich ist zu erwihnen, dass Methoden der Okonometrie und Zeitreihen-
analyse in den letzten Jahren auch bei anderen Gelegenheiten auf vielfiltige
Arten im Kontext der Regelenergiemérkte Anwendung gefunden haben. Des
Ofteren wurden hierbei die Preise anstatt der abgerufenen Mengen betrach-
tet. Beispiele hierfiir sind Swzider (2008), Ilieva und Bolkesjg (2014) sowie
Nicholson et al. (2010). Neben okonometrischen Modellen werden auch al-
ternative wahrscheinlichkeitstheoretische Ansétze zur Bestimmung des Re-
gelleistungsbedarfs entwickelt, wie beispielsweise in Briickl (2006) respektive
Hirth und Ziegenhagen (2013).

Da die Rahmenbedingungen der Elektrizitdtsméarkte und somit auch der
Mirkte fiir Regelenergie in den letzten Jahren laufend Anderungen unter-
zogen wurden, existiert eine Vielzahl an Ansétzen um den Bedarf an Regel-
leistung zu modellieren beziehungsweise zu prognostizieren. In dieser Arbeit
liegt der Fokus nicht auf der Dimensionierung oder der Einhaltung von Si-
cherheitsniveaus, sondern auf dem Modellieren der Zeitreihe sowie deren
Abhéngigkeit von weiteren Faktoren. In Betrachtung stehen Abrufmengen
von Sekundéir- und Tertidrregelleistung in der Regelzone APG des Jahres
2015. Die Modellierung erfolgt hierbei durch ein klassisches lineares Re-
gressionsmodell, ein Tobit Modell sowie SARIMA und k-Nearest Neighbour
Regression. Im Kontext dieser Ansétze sollen jeweils exogene Faktoren her-
vorgestrichen werden, welche vergleichsweise hohen Einfluss auf die Abruf-
mengen an Regelenergie im Rahmen des jeweiligen Modells ausiiben sowie
Intraday Prognosen erstellt werden. Da der exakte Bedarf an Regelenergie
schwer vorhersagbar ist, sollen die Prognosen der Abrufmengen in dieser
Arbeit helfen, diese Schwierigkeit etwas besser zu quantifizieren.
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KAPITEL 3

Analyse der Abrufmengen von Regelenergie

In diesem Abschnitt werden die Mengendaten der aktivierten Regelener-
gie in der Regelzone APG des Jahres 2015 analysiert, mit Ausnahme der
Primérregelung. Der Grund fiir die Vernachléssigung der Primérregelung in
dieser Analyse ist, dass unter anderem keine Daten fiir ebendiese durch die
APG zur Verfiigung gestellt werden. Des Weiteren dient die Primérregelener-
gie im gesamten européischen Verbundnetz als erste Instanz zum ausgegli-
chenen Betrieb des Strommnetzes. Dahingegen werden Sekundér- und Ter-
tidrregelenergie gezielt in den Regelzonen aktiviert, die das Leistungsdefizit
beziehungsweise den -iiberschuss verursacht haben (E-Control: 2013).

Ferner ist zu erwéhnen, dass bei der anschlielenden Analyse lediglich die
konsolidierte Menge an Sekundér- und Tertidrregelenergie betrachtet wird.
Dies geschieht aus dem Grund, dass beide Formen der Regelenergie das
gleiche Ziel verfolgen - Abweichungen der Regelzone auszugleichen. Auch
wenn diese Regelenergie-Mérkte unterschiedliche technische Charakteristika
haben und getrennt gehandelt werden, besteht die physikalische Notwendig-
keit des stdndigen Ausgleichs zwischen Stromeinspeisung und -entnahme (2]).
Die gesamte Leistungsvorhaltung kénnte beispielsweise auch nur im Rahmen
der Sekundarregelung erfolgen. Ein grofler anhaltender Prognosefehler der
Einspeisung aus Windenergie kann den Einsatz sémtlicher Stufen der Rege-
lenergievorhaltung verursachen. Dieses Ungleichgewicht verursacht Bedarf
an Regelenergie, der Einfluss auf die einzelnen Komponenten ist allerdings
nicht immer klar trennbar und héingt vom zeitlichen Verlauf ab. Aufgrund
dieser Uberlegung wird bei der Analyse der abgerufenen Mengen an Regel-
energie die konsolidierte Menge an abgerufener Sekundér- und abgerufener
Tertisrregelenergie betrachtet. Im Folgenden bezeichnet - wenn nicht an-
ders beschrieben - Regelenergie somit die Summe aus Sekundér- und Ter-
tidrregelenergie.
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3.1 Deskriptive Statistiken und empirische Analy-
se der Daten

Hier wird eine Trennung von positiver und negativer Regelenergieﬂ vorge-
nommen. In Abbildung [3.1] ist die abgerufene Menge an positiver Regel-
energie fiir jede Viertelstunde des Jahres 2015 abgebildet. Die Daten hierfiir
stammen von APG, welche Zeitreihen verschiedener statistischer Daten der
Netzregelung in der Regelzone APG mit einer viertelstiindlichen Auflésung
frei zur Verfiigung stellt (3]). Man kann aus Abbildung ablesen, dass sich
viele Aktivierungen positiver Regelenergie in einer gewissen Bandbreite um
Null aufhalten. Ein Wert von Null entspricht keinem Bedarf an positiver
Regelenergie in der jeweiligen Viertelstunde des Jahres 2015. Weder eine
Trend- noch eine Saisonkomponente sind eindeutig erkennbar, was unter
anderem durch die viertelstiindliche Auflésung der Daten und den langen
Betrachtungszeitraum von einem Jahr bedingt ist.

Aktivierte positive Regelenergie im Laufe des Jahres 2015

100-

Abrufmengen positiver Regelenergie
100

Jan 2015 Apr 2015 Jul2015 Okt 2015 Jan 2016
Zeit

Abbildung 3.1: Abgerufene Menge an positiver Regelenergie fiir jede Vier-
telstunde des Jahres 2015

In Abbildung[3.2) werden ein Histogramm und eine Kerndichteschétzung der
Abrufmengen der positiven Regelenergie 2015 dargestellt. Null-Aufrufe wer-

'Regelenergie bezieht sich hier, wie zuvor erwihnt, auf die Summe aus Sekundér- und
Tertidrregelenergie.
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den hier nicht miteinbezogen, da sich auf die tatséchlich abgerufene Menge
an positiver Regelenergie bezogen werden soll. Man sieht, dass die meisten
Abrufe von positiver Regelenergie in einem Bereich nahe bei Null liegen
und hohere Mengen mit tendenziell niedrigerer Wahrscheinlichkeit abgeru-
fen werden. Die Balkenbreite des Histogramms betragt 2,5 MWh.

Haufigkeitsverteilung der aktivierten Menge an positiver Regelenergie des Jahres 2015

0.15- 1

0.10-

Dichte

0.05-

0.00-
0 30 60 9%
Abgerufene Menge an positiver Regelenergie in [MWh]

Abbildung 3.2: Haufigkeitsverteilung der aktivierten Menge an positiver Re-
gelenergie des Jahres 2015

Abbildung und Abbildung im Abbildungsappendix entsprechen den
eben vorgestellten Plots, jedoch fiir die Menge an abgerufener negativer
Regelenergie. In den Abbildungen und ist zu erkennen, dass Men-
gen grofler als 50 MWh nur selten abgerufen werden, was dem abrupten
Riickgang der Balkenhohe im Histogramm ab diesem Wert entspricht. 50
MWh entsprechen dem Maximum der abgerufenen Menge an Sekundérregel-
energie jeder Viertelstunde in der Regelzone APG (4). Eintréige iiber dieser
Grenze entsprechen also Abrufen von Tertidrregelleistung. Die folgende Ta-
belle enthélt einige weitere Kenngroflen der Verteilungen der Mengen an
abgerufener Regelenergie. Die Werte sind gerundet.
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Statistiken Positive Regelenergie
G G

Typ Min | 2% |Med. | MW |73% | Max |Schiefe|Kurtos| SD  |MAD | YUl
Quant. Quan. Aufrufg

Positive Regelenergie

0,01 |0,31 |359 |9,74 |[14,41 |106,00| 1,88 | 6,80 |[13,34 | 5,23 -
ohne Null-Aufrufe

Positive Regelenergie | 0,00 | 0,01 | 0,82 | 7,33 | 9,73 |106,00| 2,27 | 8,78 |12,32 |1,216 |24,67%

Statistiken Negative Regelenergie
Typ Min 25%- Med. | MW 75%- Max | Schiefe| Kurtos| SD  |MAD | Null-
Quant. Quan. Aufrufg

Negative Regelenergie

0,01 0,63 4,49 |11,82 |16,84 [103,79| 1,88 6,57 16,10 | 6,46 -
ohne Null-Aufrufe

Negative Regelenergie | 0,00 | 0,03 | 1,84 |9,36 [12,26 |103,79| 2,20 | 8,05 |15,11 | 2,73 [20,81%

Tabelle 3.1: Deskriptive Statistiken zu den Zeitreihen der Abrufmengen an
Regelenergie des Jahres 2015

Man sieht, dass Abrufmengen, sowohl fiir positive als auch fiir negative Re-
gelenergie, rechtsschiefe und leptokurtische Verteilungen mit einigen Aus-
reiffern aufweisen. Negative Regelenergie wurde im Jahr 2015 6fter und im
Schnitt in hoheren Mengen abgerufen. Beide Zeitreihen weisen einen beacht-
lichen Anteil an Null-Aufrufen vor, welcher die Schiatzung einiger Statistiken
stark beeinflusst [

Abbildung stellt die Schétzung der Autokorrelationsfunktion [ACF] und
der partiellen Autokorrelationsfunktion [PACF] der Menge der abgerufenen
positiven Regelenergie im Jahr 2015 dar. Bei diesen Werten werden nun wie-
der alle Werte der Zeitreihe - also auch Null-Aufrufe - miteinbezogen. Man
sieht, dass ACF und PACF auch mit wachsenden Zeitabstéinden fiir gewisse
Lags statistisch signifikant von Null verschieden sind. Aus dieser Darstellung
ldsst sich nicht nur eine Abhéngigkeit der abgerufenen Regelenergiemenge
zu unmittelbar vorhergehenden Werten ablesen, sondern auch eine periodi-
sche Komponente in der ACF erkennen. Dies kann unter anderem durch
einen Trend oder eine saisonale Komponente der Zeitreihe begriindet sein,
wie beispielsweise in Brockwell und Davis (2006: Abschnitt 1.4) erldutert.
Da es sich bei den zugrundeliegenden Daten um Zeitreihen mit einer vier-
telstiindlichen Auflésung handelt, entspricht ein Abstand von 96 lags genau
einer zeitlichen Differenz von einem Tag. Die ACF besitzt lokale Maxima bei
Vielfachen von 96 und die PACF lokale Minima bei Vielfachen von 96 plus
einem Lag. Abbildung im Abbildungsappendix enthéilt die Darstellung
der ACF und der PACF der Menge der abgerufenen negativen Regelenergie
und liefert ein sehr dhnliches Bild.

2Min ... Minimum, 25%-Quant. ... 25%-Quantil, Med. ... Median, MW ... Mittelwert,
75%-Quant. ... 75%-Quantil, Max ... Maximum, Kurtos. ... Kurtosis, SD ... Standardab-
weichung, MAD ... Median Absolute Deviation
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Abbildung 3.3: ACF und PACF der Abrufmengen positiver Regelenergie
2015

Zeitreihen werden in der Theorie stochastischer Prozesse als Realisation
ebensolcher Prozesse aufgefasst. Im Folgenden werden die Zeitreihen der
abgerufenen Mengen an positiver und negativer Regelenergie daher als Tra-
jektorien stochastischer Prozesses aufgefasst. Eine zentrale Eigenschaft von
stochastischen Prozessen ist Stationaritdt. In dieser Arbeit wird zum grofiten
Teil Bezug auf schwache Stationaritét von zeitdiskreten stochastischen Pro-
zessen genommen. Die Definitionen der genannten Begriffe sind in der Li-
teratur vielfach erldutert und iiblicherweise folgendermafien definiert (nach-
zulesen beispielsweise in Hamilton (1994)).

Sei (2, F, p) ein Mafiraum, (¥, ) ein Raum, welcher mit der Sigma-Algebra
Y versehen ist und T eine Indexmenge. In dieser Arbeit handelt es sich bei
¥ um R beziehungsweise R, ¥ entspricht der borelschen Sigma-Algebra
hierauf und 7" bezeichnet Z und wird {iblicherweise als Zeit interpretiert. Es
werden also nur zeitdiskrete Prozesse betrachtet. Ein stochastischer Prozess
entspricht einer Familie von Zufallsvariablen, welche auf einem gemeinsamen
MaBraum (€2, F, u) definiert sind, also einer Abbildung der Gestalt

X:Qxt—=V: (wt) = Xi(w)

wobel X; @ w — Xi(w) eine F-3-messbare Abbildung ist. U beinhaltet
alle Werte, welche der Prozess annehmen kann. H#lt man in der obigen
Abbildung w fest und betrachtet
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X(w,.): T = V:t— X(w)

So spricht man von Trajektorien, Pfaden oder Realisationen des Prozesses.
Wenn in dieser Arbeit von Zeitreihen gesprochen wird so sind derartige Tra-
jektorien gemeint.

Ein stochastischer Prozess X, ist schwach stationdr (beziehungsweise Kovarianz-
stationir), falls er folgende Eigenschaften erfiillt:

EX/><c0 VtcZ, EX;j=p VtcZ
x(tt—j) = Cov(Xy, Xi—j) = B(Xy — p)(Xy—j — ) =
=vx({t+s,t—j+s) Vt,js€Z

Ein schwach stationédrer Prozess ist quadratisch integrierbar. Der Erwar-
tungswert und die Varianz eines derartigen Prozesses hdngen nicht von ¢ ab,
die Autokovarianzfunktion ebenso wenig, sondern lediglich vom zeitlichen
Abstand der Terme. Im Folgenden ist stets diese Definition der schwachen
Stationaritdt gemeint wenn Aussagen zu Stationaritdt formuliert werden.
Wenn Bezug auf strikte Stationaritit genommen wird, so wird dies explizit
erwéahnt.

Auf die Zeitreihen der Regelenergieabrufe wurden nun einige iibliche Tests
zwecks Uberpriifung von Stationaritit des zugrunde liegenden Prozesses
angewendet, namentlich der Augmented-Dickey-Fuller-Test [ADF] und der
Kwiatowski-Philips-Schmidt-Shin-Test [KPSS]. Néhere Erlduterungen zu die-
sen Tests finden sich in Hamilton (1994) und Kwiatkowski et al. (1992).
Genau genommen wird hierbei getestet, ob die Stichprobe moglicherweise
durch einen integrierten Prozess beziehungsweise einen Prozess mit einer
Einheitswurzel erzeugt wurde. Ein Prozess wird integriert der Ordnung d
genannt, falls er nach d-maligem Differenzieren den oben genannten Sta-
tionaritétseigenschaften geniigt. Niedrigere Grade der Differentiation eines
solchen Prozess fithren nicht zu einem stationdren Prozess. Diese Eigen-
schaft bei stochastischen Prozessen wird {iblicherweise als I(d) notiertﬂ Ein
in diesem Sinne nicht stationdrer Prozess wird auch als differenzenstationér
bezeichnet - da d-maliges Differenzieren des Prozesses zum einem stationéren
Prozess fithrt. Bei den erwihnten Tests zur Uberpriifung des Integrations-
grades besteht ein wesentlicher Unterschied: der ADF-Test geht in seiner
Nullhypothese von der Présenz einer Einheitswurzel aus, wohingegen, der
KPSS-Test die Absenz einer Einheitswurzel annimmt.

31(0) bedeutet in diesem Zusammenhang stationér.
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ADF-Test Hy : Der datengenerierende Prozess beinhaltet eine Einheitswurzel

H 4 : Der datengenerierende Prozess beinhaltet keine Einheitswurzel

KPSS-Test  Hp : Der datengenerierende Prozess beinhaltet keine Einheitswurzel

H 4 : Der datengenerierende Prozess beinhaltet eine Einheitswurzel

Die Tests wurden mit Hilfe der R-Funktionen wur.df und wur.kpss aus dem
R-Paket urca realisiertlz_fl (23). In der nachfolgenden Tabelle sind alle durch R
berechneten Teststatistiken sowie die dazugehorigen Quantile, anhand derer
iiber die Annahme oder Ablehnung der Nullhypothese entschieden wird, zu
verschiedenen Signifikanzniveaus abgebildet.

Test ADF ADF ADF KPSS KPSS
Typ Nichts Konstante| Trend Konstante| Trend
1%-Quantil -2.58 -3.43 -3.96 0.739 0.216
5%-Quantil -1.95 -2.86 -3.41 0.463 0.146
10%-Quantil -1.62 -2.57 -3.12 0.347 0.119
Positive Regelenergie | -59.401 | -71.895 | -72.910 | 6.010 0.240
Negative Regelenergie | -48.349 | -58.536 | -59.430 | 5.658 0.092

Tabelle 3.2: ADF- und KPSS-Statistiken der Abrufmengen an Regelenergie
des Jahres 2015

Wie die Tabelle andeutet, gibt es verschiedene Versionen der genannten
Tests. Im Wesentlichen beziehen sich die unterschiedlichen Varianten auf den
deterministischen Teil, der bei den Tests fiir die Modellierung des Prozesses
einflieit: keine deterministische Komponente, eine Konstante beziehungswei-
se ein linearer deterministischer Trend. Die Nullhypothese des ADF-Tests
wird zu einem Signifikanzniveau von 1% fiir positive und negative Regel-
energie in jeder Variante abgelehnt, was Stationaritéit im Sinne dieses Tests
bedeutetE] Das Ergebnis des KPSS-Tests ist jedoch weniger eindeutig. Die
Nullhypothese - welche von der Absenz einer Einheitswurzel ausgeht - wird
lediglich fiir negative Regelenergie und die Version des Tests mit einem li-
nearen deterministischen Trend zu den angefiihrten Signifikanzniveaus an-
genommen. Falls beim KPSS-Test keine Lags zur Fehlerterm-Korrektur ver-
wendet werden, wird die Nullhypothese in jedem Fall abgelehnt.

“Die Anzahl der Lags fiir den ADF-Test wurde fiir jede Variable durch AIC ausgewdhlt.
Beim KPSS-Test wurde {/12155, gerundet auf die néchste ganze Zahl, als Anzahl der
verwendeten Lags gewéhlt.

®Als Anzahl der Lags wird jeweils nur ein Lag durch AIC ausgewiihlt. Das Ergebnis
des Tests bleibt jedoch unveréndert auch wenn 100 gelaggte Werte verwendet werden.
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Das konsolidierte Ergebnis der Tests ldsst keine einfache Interpretation zu.
Es ist zu bemerken, dass es streng genommen nur eine Art der Stationaritét
gibt, jedoch unendlich viele Arten die vorgestellten Stationaritédtsbedingun-
gen nicht zu erfiillen. Jeder integrierte Prozess ist nicht stationér, aber nicht
jeder nicht stationédre Prozess ist integriert. Damit soll ausgedriickt werden,
dass die Voraussetzung, dass Erwartungswert, Varianz und ACF eines Pro-
zesses zeitinvariant sind durch eine Vielzahl von Faktoren beeinflusst werden
kann. Beispielsweise kann ein Prozess einen deterministischen Trend oder ei-
ne deterministische Saisonkomponente enthalten, welche verschiedenste Ge-
stalten annehmen kénnen. Des Weiteren kann aber auch ein auflenstehendes
Phédnomen oder ein Strukturbruch bewirken, dass die Stationaritét einer
Zeitreihe durch statistische Tests abgelehnt Wirdﬁ Integrierte Prozesse sind
eine Art nicht stationérer Prozesse. Zeitreihen aus der Realitéit gentigen sel-
ten exakt theoretischen Konzepten, weswegen heuristische Uberlegungen zu
den Eigenschaften des dahinterstehenden Prozesses ebenso wichtig sind wie
statistische Tests.

Mbller et al. (2011) verwenden in ihrer Arbeit Daten zur Ausgleichsenergie
in Deutschland von 2003 bis 2008, wenden darauf einen ADF-Test an und
stellen einige heuristische Argumente fiir die Stationaritit der Zeitreihe VOTE
Ausgleichsenergie ist eng verkniipft mit Regelenergie, jedoch nicht ident,lﬂal—
lerdings lassen sich einige der erwidhnten Argumente auch auf Regelenergie
anwenden: Obwohl Regelenergie jedes Ungleichgewicht an Verbrauch und
Erzeugung ausgleichen soll, wird sie durch Kraftwerke zur Verfiigung ge-
stellt, die selbst Grenzen unterliegen und nicht unbeschrinkt und unmittel-
bar anpassungsfihig sind. Ferner existieren Schranken fiir die Menge an
Schwankungen, die ein Netzbetreiber bewiltigen kann. Auflerdem ist zu
erwahnen, dass Regelenergie durch festgelegte Ober- und Untergrenzen, im
Sinne der ausgeschriebenen Mengen, beschrinkt ist. Die Menge an abgeru-
fener Regelenergie kann dadurch nicht beliebig grofl werden und ist somit
in einem Band um Null enthalten. Auch wenn hohe Mengen an Regelener-
gie abgerufen werden, folgen darauf Perioden, in denen die Zeitreihe wieder
kleine Werte beziehungsweise Null annimmt.

5Ein Lehrbuch-Beispiel wire einen stationéren Prozess mit Mittelwert ungleich Null
mit (—1)" zu multiplizieren.

"Genau genommen, wird in der Arbeit die Zeitreihe nach Abzug zweier deterministi-
scher Komponenten betrachtet. Die dargelegten Argumente bleiben jedoch giiltig.

8Regelenergie wird angefordert bei der Unausgeglichenheit einer Regelzone. Ausgleichs-
energie wird einer Bilanzgruppe verrechnet, wenn ihr Verbrauch nicht mit ihrer Erzeugung
iibereinstimmt. Allerdings konnen sich zwei unausgeglichene Bilanzgruppen gegenseitig
ausbalancieren, wodurch kein Regelenergiebedarf erzeugt wird, wodurch die Summe an
Ausgleichsenergie einer Regelzone stets grofier oder gleich der entsprechenden Regelenergie
ist. Der Saldo der Ausgleichsenergie iiber alle Bilanzgruppen ergibt den Regelenergiebedarf
einer Regelzone (E-Control: 2013).
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Zusammenfassend lésst sich sagen: die Menge an abgerufener Regelenergie
ist eine Zeitreihe nichtnegativer beschrinkter Werte. Ein linearer determi-
nistischer Trend erscheint wenig sinnvoll fiir die Modellierung, da die Werte
stets zu Null zuriickkehren. Ein Differenzieren der Zeitreihe aufgrund der
Vermutung einer Einheitswurzel im datengenerierenden Prozess erscheint
ebenso fragwiirdig. Eine Einheitswurzel wiirde implizieren, dass die Vari-
anz des Prozesses mit der Zeit divergieren wiirde, was bei der beobachteten
Zeitreihe klarerweise nicht der Fall ist. Mit derselben Argumentation ldsst
sich die Existenz einer saisonalen KEinheitswurzel anzweifeln. Dahingegen
scheint die Prisenz einer saisonalen Komponente plausibel. Saisonale Kom-
ponenten spielen eine grofle Rolle bei vielen Variablen des Strommarktes.
Die Stromnachfrage hingt beispielsweise von Auflentemperaturen ab. Auch
die Stromerzeugung variiert saisonal, wie beispielsweise die Verfiigbarkeit
von Solar- und Windenergie.

Als mogliche saisonale Komponenten wurden jahreszeitliche Muster, wo-
chentagbezogene und tageszeitbezogene Muster identifiziert. In Abbildung
ist die Verteilung der abgerufenen Menge an positiver Regelenergie fiir
die unterschiedlichen Monate der Jahre 2012 bis 2015 dargestellt (3]). Hier-
in ist zu erkennen, dass sich die Verteilung der Abrufmengen fiir dasselbe
Monat unterschiedlicher Kalenderjahre teilweise stark unterschieden.

2012 2013
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Abbildung 3.4: Boxplots der Abrufmenge positiver Regelenergie fiir Monate
in 2012-2015

17



KAPITEL 3. ANALYSE DER ABRUFMENGEN VON REGELENERGIE

Ein klares deterministisches Jahresmuster scheint somit nicht vorzuliegen.
Abbildung beinhaltet Boxplots der Abrufmengen von positiver Regel-
energie an jedem Wochentag des Jahres 2015. Hieraus lédsst sich erkennen,
dass Abrufmengen positiver Regelenergie sehr homogen iiber die verschiede-
nen Wochentage verteilt sind, lediglich bei Ausreifiern gibt es klar ersichtli-
che Unterschiede. Montag und Mittwoch weisen den gréfiten Interquantils-
abstand der Boxen auf, allerdings scheint eine Wochentagskomponente nicht
der dominierende saisonale Faktor der Abrufmengen zu sein. Abbildung
stellt die Verteilung der Abrufmengen positiver Regelenergie des Jahres 2015
fiir verschiedene Tageszeiten dar.

Aus Abbildung ist ersichtlich, dass Abrufmengen positiver Regelenergie
im Jahr 2015 sehr tageszeitabhingig sind. Allerdings ist hierbei anzumer-
ken, dass nicht nur Unterschiede in der Lage der Daten vorliegen, sondern
vor allem hohe Diskrepanzen in der Volatilitdt verschiedener Tageszeiten er-
sichtlich sind. Dies lésst sich unter anderem an den Interquantilsabsténden,
also den Breiten der Boxen ablesen, welche ein Maf fiir die Streuung der
Daten darstellen. Abbildung[A.4] [A.5]und [A.6lim Abbildungsappendix sind
das Pendant des eben Gezeigten fiir die Menge an abgerufener negativer
Regelenergie. Die Interpretation der Plots ldsst auf Analoges schliefen. Al-
lerdings ist zu bemerken, dass in Abbildung der Interquantilsabstand
der Boxen bei negativer Regelenergie auch zu Zeitabschnitten in der Nacht
mit erhohter Frequenz auffillig grof§ ist, im Gegensatz zu der positiven Re-
gelenergie in Abbildung

Abbildung stellt den Mittelwert und die Standardabweichung der Ab-
rufmengen positiver Regelenergie zu verschiedenen Tageszeiten dar. Hierbei
werden die beiden Statistiken in einem Punktediagramm gegebiibergestellt,
wobei sie sich proportional zueinander verhalten zu scheinen. Tageszeiten
mit erh6htem Mittelwert besitzen tendenziell eine erhohte Standardabwei-
chung. Abbildung [A.7] im Appendix entspricht dem Pendant fiir negative
Regelenergie und zeichnet ein dhnliches Bild.
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tage in 2015
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Abbildung 3.6: Boxplots der Abrufmenge positiver Regelenergie fiir Tages-
zeiten in 2015
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Abbildung 3.7: Mittelwert und Standardabweichung der Abrufmenge posi-
tiver Regelenergie zu verschiedenen Tageszeiten im Jahr 2015

Um die erwdhnten tageszeitlichen Schwankungen zumindest teilweise abzu-
bilden, werden in der weiteren Analyse saisonale Dummies fiir die Tageszeit
in jedes Modell miteinbezogen. Eine Alternative hierzu wiére, die Zeitrei-
he durch die tageszeitlichen Mittelwerte zu bereinigen. Allerdings wiirden
hierdurch negative Werte entstehen. Des Weiteren lésst sich durch die Mo-
dellierung mit Dummies der tageszeitliche Effekt am Modell ablesen und In-
terpretationen der Abhéingigkeiten der abgerufenen Regelenergie zu anderen
Variablen sind klarer, da keine Transformation auf die Zeitreihe angewendet
wird. Allerdings ist zu bemerken, dass die Verwendung von Dummies fiir
verschiedene Tageszeiten, beispielsweise in einem linearen Regressionsmo-
dell, der Modellierung eines unterschiedlichen Mittelwertes fiir jede Tageszeit
entspricht. Ein Boxplot der Residuen einer linearen Regression ausschlief3-
lich auf die genannten Dummies, wie in Abbildung wiirde lediglich die
Zentren der Boxen ndher aneinander bringen. Jedoch wire der Interquan-
tilsabstand - und die damit assoziierte Streuung der Daten - unveréindert.

Weiters soll die Menge an abgerufener Regelenergie im Folgenden nicht nur
durch deterministische Faktoren, sondern auch durch exogene Variablen er-
klart werden. Im folgenden Abschnitt werden ausgewihlte Variablen vor-
gestellt, deren Einfluss auf die Abrufmengen vorerst intuitiv erklart und
anschlieBend durch verschiedene Modelle iiberpriift wird.
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3.2. ABHANGIGKEIT DER REGELENERGIEABRUFMENGEN VON VARIABLEN DES
STROMMARKTS

3.2 Abhiangigkeit der Regelenergieabrufmengen von
Variablen des Strommarkts

Die Aktivierung von Sekundér- und Tertidrregelenergie erfolgt nach einem
gewissen Zeitraum respektive einer wesentlichen Differenz zwischen Einspei-
sung und Entnahme von Strom. Diese Abweichungen kénnen verschiedene
Ursachen haben, sowohl auf der verbrauchenden als auch der erzeugenden
Seite. In der Literatur werden derartige Ungleichgewichte zusétzlich auf un-
terschiedliche Art und Weise klassifiziert, wie beispielsweise zeitlich oder
quellengebunden.

3.2.1 Variablen mit moéglichem Einfluss auf die abgerufene
Menge an Regelenergie

Verschiedene Variable stehen mit Schwankungen von Stromverbrauch und
-erzeugung in Verbindung und koénnen somit auch den Bedarf an Regel-
energie beeinflussen (siehe beispielsweise Jost et al. (2015), Kabinger et al.
(2014)). Die folgenden Variablen werden fiir weitere Analysen betrachtet.

e Last — Niveau, Prognose, Prognosefehler
e Einspeisung aus Wind — Niveau, Prognose, Prognosefehler

e Einspeisung aus Photovoltaik — Prognose

Ungewollter Stromaustausch mit Nachbarnetzen — Import, Export

Nicht geplante Nicht-Verfiighbarkeiten von Erzeugungsanlagen
e Volumen am Intraday-Markt fiir Strom — Kauf- und Verkaufsvolumen

e Tageszeiten und Feiertage

Es ist zu bemerken, dass einige der angefiihrten Variablen keineswegs un-
abhéngig voneinander sind - beispielsweise beeinflusst Wetter die Einspei-
sung aus Wind und Photovoltaik, kann aber auch einen Effekt auf die Ge-
samtlast haben. Auflerdem konnen Effekte der Variablen oft nur iiberlagert
wahrgenommen werden kénnen. Ein Beispiel wire ein Uberschiitzen der Last
und eine gleichzeitig zu hoch prognostizierte Einspeisung aus Windenergie,
wodurch ein Ausgleich der Stromentnahme und -erzeugung erzielt werden
kann. Allerdings kénnen ebendiese Effekte in anderen Situationen sehr wohl
die Ursache eines erhthten Bedarfs an Regelenergie darstellen.
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Last

Die Last bezeichnet den Gesamtverbrauch an Strom. Prognosefehler der Last
erfordern eine erhdhte beziehungsweise eine verminderte Stromeinspeisung
um ein ausgeglichenes Netz zu betreiben. Bei einem steilen Anstieg oder Ab-
fall der Last kann es zu Anpassungsschwierigkeiten der Erzeugerseite kom-
men, wodurch ebenfalls ein Bedarf an Regelenergie entstehen kann. Hierzu
ist noch zu bemerken, dass auch das Design des Strommarkts, im speziel-
len die diskreten Abrechnungsintervalle der Bilanzgruppen beziehungsweise
das Handeln von Stundenprodukten am Strommarkt, zu sprunghaften Ab-
weichungen der Last fithren kénnen. Auch wenn Bilanzgruppen den Bedarf
an Strom in einem Zeitintervall korrekt prognostizieren, werden innerhalb
dieses Intervalls von ihnen oft keine Anpassungen vorgenommen, was zu
kurzfristigen Leistungsiiberschiissen und -defiziten fithren kann (CONSEN-
TEC: 2007).

Wind und Photovoltaik

Die Einspeisung von Energie durch Wind und Photovoltaik ist eine wichtige,
emissionsfreie und zukunftsorientierte Quelle von Energie. Allerdings lasst
sie sich nur bedingt steuern und ist zu einem gewissen Mafle den Geset-
zen der Natur ausgeliefert, daher der mégliche Einfluss von Prognosefehlern
dieser Energieformen auf den Regelleistungsbedarf. Hierzu ist zu bemerken,
dass Zeiten mit sehr hoher und sehr niedriger Einspeisung durch Wind und
Photovoltaik iiblicherweise besser prognostiziert werden kénnen, als Zeiten
mit mittlerer Einspeisung (Jost et al. : 2015). Es ist zu erwéhnen, dass fiir
die Einspeisung aus Photovoltaik in Osterreich durch die angefiihrte Daten-
quelle lediglich prognostizierte Werte zur Verfiigung stehen.

Ungewollter Stromaustausch mit Nachbarnetzen

Da die Regelzone APG Teil des Verbands europiischer Ubertragungsnetzbe-
treiber ist, kommt es gelegentlich zu ungewollten Stromimporten und -expor-
ten zwischen den Regelzonen (5, [7)). Hierzu gibt es die folgende unmittelbare
Interpretationsmoglichkeit: eine hohe Menge an ungewolltem Stromimport
kann einen Bedarf an negativer Regelleistung nach sich ziehen, da womoglich
zu viel Strom im Netz ist. Allerdings wird zum ungewollten Austausch auch
die Primérregelenergie gezéhlt, welche aus anderen Landern in die Regelzone
APG dringt, beziechungsweise umgekehrt (2). Der Zusammenhang zwischen
dem Bedarf nach Regelenergie und ungewolltem Stromaustausch ist somit
nicht vollig eindeutig.
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Nicht geplante Nicht-Verfiigbarkeiten von Erzeugungsanlagen

Ungeplante Kraftwerksausfélle verursachen kurzfristigen Bedarf an Regel-
energie, da das dadurch entstehende Defizit in der Stromerzeugung nicht
antizipiert wurde. Allerdings werden derartige Ausfille binnen kurzer Zeit
in die Planung miteinbezogen, wodurch nur ein kurzfristiger Bedarf nach
Regelenergie entsteht.

Volumen am Intraday-Markt fiir Strom

Produkte des Intraday-Strommarktes erméglichen es, den Bilanzgruppenver-
antwortlichen schneller auf nicht antizipierte Anderungen zu reagieren. Ein
hohes Volumen am Intraday-Markt kann es den Bilanzgruppen ermdéglichen,
flexibler und dynamischer zu planen und somit Prognosefehlern entgegenzu-
steuern, beziehungsweise den Bedarf an Regelenergie zu senken (Kabinger
et al. : 2014).

Tageszeiten und Feiertage

Sowohl die Stromerzeugung als auch der -verbrauch sind abhéngig von der
Tageszeit und dem Wochentag. Beispielsweise schlift ein grofler Anteil der
Bevolkerung nachts, wodurch sich in dieser Zeit eine andere Last ergibt als
tagsiiber. Auf der Erzeugerseite wird nachts durch Photovoltaikanlagen kein
Strom eingespeist. Allgemein hingt eine Vielzahl von Prozessen von der Ta-
geszeit ab, was einen indirekten Einfluss auf den Bedarf an Regelenergie ver-
ursacht. Des Weiteren gibt es signifikante Unterschiede zwischen der Last an
normalen Arbeitstagen und an Wochenenden (6). Feiertage konnen ebenso
derartige Abweichungen mit sich bringen (Jost et al. : 2015). Ferner wurde
in Abschnitt bereits das tageszeitliche Muster von Regelenergieabrufen
untersucht und eine sichtbare Abhéngigkeit der Regelenergieabrufe von der
Tageszeit festgestellt. Die Abhéngigkeit der Abrufmenge von verschiedenen
Wochentagen wurde ebenfalls bereits betrachtet, jedoch als nebenséchlich
eingestuft.

Datengrundlage

Die Datenquelle fiir die Menge an aufgerufener Sekundér- und Tertifirregel-
energie bilden die ,,Balancing Statistics“ der APG (3]). Diese beinhalten auch
Daten zum ungewollten Stromaustausch mit Nachbarnetzen. Last, die Ein-
speisung aus Wind und Photovoltaik und die entsprechenden Prognosen
wurden der ENTSO-E transparency platform entnommen (g]). Anhand die-
ser Zahlen wurden dazugehorige Prognosefehler berechnet. Fiir ungeplante
Nicht-Verfiigharkeiten von Erzeugungsanlagen wurden ebenfalls Daten der
ENTSO-E transparency platform verwendet. Bei einem nicht-geplanten Aus-
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fall einer Erzeugungsanlage wurde die dadurch verloren gegangene Kapazitét
dieser Anlage fiir die néchste Stunde in einer Zeitreihe zusammengefasst. Die
Quelle fiir das Volumen am Intraday-Markt fiir Strom ist die Strombérse
EPEX Spot (LI). Hierbei wurde das Kauf- und Verkausfvolumen der Pro-
dukte ausgewihlt, die zur jeweiligen Viertelstunde zur Verfiigung standen -
Werte fiir Stundenprodukte wurden ignoriert.

Abschlielend ist noch zu bemerken, dass es sich bei allen Daten um Zeitrei-
hen aus dem Jahr 2015 mit viertelstiindlicher Auflésung handelt und bei
der weiteren Analyse sowohl kontemporére als auch gelaggte Werte der ge-
nannten Variablen verwendet werden, um deren Einfluss auf die Menge an
abgerufener Regelenergie zu erkléren.

Kommentar zu vernachlissigten Variablen

Bei einigen Modellen, welche in den kommenden Abschnitten fiir die weite-
re Analyse verwendet werden, handelt es sich um Regressionsmodelle, wel-
che lineare Unabhéngigkeit in der Datenmatrix der unabhéngigen Variablen
fiir eine sinnvolle Schéitzung erfordernﬂ Aus diesem Grund wurden hier ei-
nige Variablen nicht angefiihrt, die in anderen Arbeiten fiir die Analyse
der Regelenergiemenge verwendet wurden, wie beispielsweise Residuallast
und Gradienten in Jost et al. (2015). Residuallast ergibt sich aus der Last
abziiglich der Einspeisung aus Wind und Photovoltaik und stellt somit ei-
ne Linearkombination bereits verwendeter Variablen dar. Mit Gradienten
verschiedener Variablen sind, in diesem Kontext, deren Werte in ersten Dif-
ferenzen gemeint, welche Entwicklungen der Variablen in bestimmte Rich-
tungen beschreiben und somit zusétzlichen Erkldrungsgehalt liefern kénnen.
Allerdings werden in der weiteren Analyse auch gelaggte Werte der an-
gefithrten Variablen verwendet, wodurch sich Gradienten hieraus linear kom-
binieren lassen wiirden und deswegen ausgeschlossen werden. Ferner wurden
noch aggregierte Fiillmengen von Speicherpegelstinden in Osterreich, sowie
Daten zur Temperatur, Windgeschwindigkeit und solaren Einstrahlung als
mogliche Kandidaten fiir die Analyse in Betracht gezogen. Allerdings konn-
ten keine Datenquellen identifiziert werden, welche die relevanten Daten mit
einer zufriedenstellenden Auflésung zur freien Verfiigung gestellt hitten.

9Die Annahme der linearen Unabhingigkeit der Spalten der Matrix der Regressoren ist
eine Standard-Annahme im Kontext von Regressionsmodellen, nachzulesen zum Beispiel
in Hamilton (1994), Hayashi (2000).
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3.3 Verfahren zur Uberpriifung des Einflusses ver-
schiedener Variablen und der Prognose

In diesem Abschnitt soll erklart werden, wie die Abhéngigkeit der Regel-
energieabrufmengen von verschiedenen Variablen iiberpriift wird. Aufierdem
soll das Verfahren dargelegt werden, mit welchem die Intraday-Prognosen
erstellt und evaluiert wurden.

3.3.1 Uberpriifung der Abhingigkeiten von anderen Varia-
blen

Zur Evaluierung des Einflusses der Variablen werden verschiedene stati-
stische Modelle geschitzt, welche die Abrufmengen von Regelenergie als
Funktion der im vorausgehenden Abschnitt vorgestellten Variablen darstel-
len. Dabei werden jeweils verschiedene Spezifikationen desselben Modells
geschitzt und anhand eines Mafes fiir die Giite des Modells evaluiert. Durch
den Vergleich der Evaluationskriterien soll herausgearbeitet werden, welche
Variablen, im jeweiligen Modell, den héchsten Erkldrungsbeitrag in Bezug
auf die abgerufene Menge an Regelenergie liefern.

Im Kontext des linearen Regressionsmodells bedeutet dies beispielsweise: fiir
jede Variable, deren Einfluss iiberpriift werden soll, werden zwei Modellspe-
zifikationen geschétzt: Einmal wird die Menge an abgerufener Regelenergie
lediglich auf die betroffene Variable regressiert - ein anderes Mal werden
sdmtliche iibrigen Variablen als Regressoren verwendet. Die Idee in diesem
Zusammenhang ist Folgende: Fiihrt das Ausschlielen einer Variablen zu ei-
nem vergleichsweise schlechten Evaluationskriterium, so bedeutet dies, dass
das Beriicksichtigen dieser Variablen, im Kontext des linearen Regressions-
modells, zu einer hoheren Erklarungsgiite der Abrufmengen von Regelener-
gie fithrt. Respektive: Liefert ein Modell, welches lediglich einen Regressor
enthélt vergleichsweise bessere Ergebnisse fiir eine bestimmte Variable, so
kann argumentiert werden, dass diese Variable, bei den vorhandenen Daten,
einen vergleichsweise hohen Einfluss auf die abgerufene Menge an Regelener-
gie, im Sinne des verwendeten Modells, ausiibt.

Die Regressoren umfassen in jeder Modellspezifikation auch immer gelaggte
Werte der entsprechenden Variablen und saisonale Dummies fiir determini-
stische Faktoren wie Tageszeit und Feiertagem Grund hierfiir ist, dass Se-
kundér- und Tertidrregelenergie fiir den ausgeglichenen Betrieb des Strom-
netzes verantwortlich sind, jedoch bei Schocks erst verzogert abgerufen wer-
den. Sollte die Priméarregelenergie nicht ausreichen um eine Unausgeglichen-

107 ediglich fiir deterministische Dummies werden keine gelaggten Werte verwendet.

25



KAPITEL 3. ANALYSE DER ABRUFMENGEN VON REGELENERGIE

heit zu beseitigen, werden sukzessive die anderen Regelenergiearten hinzu-
geschaltet. Dadurch kann beispielsweise eine schlechte Prognose der Einspei-
sung von Windenergie jetzt mit dem Aufruf von Sekundér- beziehungsweise
Tertidrregelenergie einige Zeit spiter zusammenhingen.

Die Schitzung jeder Modellspezifikation basiert jeweils auf Daten von elf
Monaten des Jahres 2015. AnschlieBend wird das Modell auf die Daten des
im Schétzprozess nicht verwendeten Monats angewendet. Aus den daraus
resultierenden Residuen lassen sich verschiedene Fehlermafle wie der Root
Mean Squared Error [RMSE] oder der Mean Absolute Error [MAE] be-
rechnen, welche Evaluationskriterien der jeweiligen Modelle darstellen. Dies
entspricht einem Kreuzvalidierungsverfahren, welches unter anderem oft zur
Priifung der Vorhersagegenauigkeit eines statistischen Modells verwendet
wird (Hyndman und Athanasopoulos: 2014). Bei dem vorgestellten Ansatz
wird dies erweitert, indem ein Kreuzvalidierungsverfahren fiir verschiede-
ne Varianten eines Modells durchgefiihrt wird, wodurch Variablen, welche
verhéltnisméBig mehr zum Ergebnis beitragen, hervorgehoben werden.

Die Anzahl der verwendeten Lags in sdmtlichen Modellen wird vor der
Schétzung global bestimmt. Es wird ein Modell iiber den gesamten Da-
tensatz mit sdmtlichen Variablen und deren gelaggten Werten geschétzt,
wobei {iber die Anzahl der verwendeten Lags gemeinsam variiert wird. E
Anschliefend wurde die Lag-Anzahl des Modells mit dem kleinsten AIC fiir
das weitere Verfahren verwendet.

Abbildung stellt die Ergebnisse des Verfahrens fiir das lineare Regressi-
onsmodell und positive Regelenergie dar. Im Késtchen, welches als wind_fc_
error bezeichnet wird, sind fiir jeden Monat zwei RMSE-Werte aufgetragen.
Der dunkle Punkt bezieht sich auf den RMSE des linearen Regressionsmo-
dells, dessen Regressoren alle bisher erwadhnten relevanten Variablen mit
Ausnahme des Prognosefehlers der Einspeisung aus Wind umfassenB Der
helle Punkt bezieht sich auf den RMSE-Wert des Modells, bei dem lediglich
auf den Windprognosefehler regressiert wird. Die RMSE-Werte ergeben sich
hier durch das Schétzen der Modelle mit den Daten fiir elf Monate und dem
Evaluieren der Modelle im Monat an der jeweiligen Stelle der WerteE

"Es werden nur Modelle geschitzt, in denen die Anzahl der Lags fiir alle Variablen
gleich ist. Wiirde man auch iiber die verwendeten Lags jeder einzelnen Variable variieren,
so wiirde ein Modell ausgewéhlt werden welches gewissen Variablen a priori mehr Einfluss
zurechnet.

2Natiirlich sind mit Variablen wiederum auch deren gelaggte Werte gemeint.

3Die Schitzung erfolgt hier durch die Ordinary-Least-Squares-Methode. Der Daten-
punkt zu Januar entspricht also dem Wert, welchen man erhélt, wenn das Modell mit den
Daten von Februar bis Dezember 2015 geschétzt und im Januar evaluiert wird.
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Abbildung 3.8: RMSE-Vergleich gesamt: Lineares Regressionsmodell — ab-
gerufene positive Regelenergie

In diesem Plot lassen sich also auch Unterschiede in der Erklarungsgiite
der einzelnen Variablen fiir unterschiedliche Monate herauslesen. Rechts in
jedem Kistchen sind die iiber die Monate gemittelten RMSE-Werte der
Variablen aufgetragen, welche sozusagen eine Zusammenfassung der Er-
klarungsgiite der einzelnen Variablen fiir dieses Modell, basierend auf dem
gesamten Datensatz, darstellen. Dies lédsst sich auch in einem Plot wie in
Abbildung 3.9 zusammenfassen, wobei hier ebenfalls MAE-Werte dargestellt
werden. Dabei lésst sich schneller erkennen, welche Variablen, im Sinne der
vorgestellten Methode und des verwendeten Modells, im Schnitt iiber die
Monate des Jahres 2015, relativ gesehen am meisten Erklarungsgiite im Hin-
blick auf die abgerufenen Mengen an Regelenergie beisteuern.

Fehlermafle wie RMSE-Werte lassen sich auch fiir verschiedene Modelle von
Punktschéatzern vergleichen. Daher liegt die Wahl eines derartigen Evaluati-
onskriteriums naheE Im linearen Regressionsmodell wiirden sich beispiels-
weise auch das adjustierte Bestimmtheitsmafl RZdj sowie Informationskrite-
rien wie AIC und BIC anbieten. Allerdings fuflen Informationskriterien wie
diese oft auf zusétzlichen Annahmen beziehungsweise sind nicht in allen, hier

1Es lassen sich auch verschiedene Schitzmethoden derselben Modellspezifikation ver-
gleichen.
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Abbildung 3.9: RMSE/MAE-Vergleich gemittelt: Einfluss der Variablen: Li-
neares Regressionsmodell — abgerufene positive Regelenergie

verwendeten, statistischen Modellen deﬁniert@ AIC-Werte fiir verschiede-
ne statistische Modellklassen zu vergleichen ist problematisch, jedoch sind
sie ein hdufig genutztes Werkzeug um innerhalb einer Modellklasse iiber
die Auswahl verwendeter Variablen zu entscheiden (Hyndman und Athana-
sopoulos: 2014). Vor der Anwendung des vorgestellten Verfahrens soll das
Erstellen und Evaluieren der Intraday-Prognosen skizziert werden.

3.3.2 Erstellung und Evaluierung von Intraday-Prognosen

Bei der Prognose ist zu beachten: Nicht alle Werte der vorgestellten Varia-
blen sind zu den prognostizierten Zeitpunkten bekannt. Beispielsweise wére
es unzuléssig, die Last zu einem bestimmten Zeitpunkt fiir die Prognose der
Regelenergiemenge in ebendiesem Moment zu verwendenm Die folgende

15AIC und BIC sind nur im Kontext der Maximum-Likelihood-Schitzung definiert
(Schwarz: 2011). Im linearen Regressionsmodell wird hierfiir {iblicherweise die Normal-
verteilung des Fehlerterms angenommen. Ridj existiert im Kontext von Tobit Modellen
beispielsweise nicht. Es gibt ein Pendant, R%.,,,4,, welches gelegentlich fiir Modellverglei-
che herangezogen wird, aber anders interpretiert wird.

16Zwar kann fiir eine Vier-Schritt-Prognose der Abrufmenge an Regelenergie die Last-
prognose zu diesem Zeitpunkt verwendet werden, nicht aber der tatsédchliche Wert der
Last, da er sich gleichzeitig mit der Abrufmenge an Regelenergie realisiert. In diesem Sze-
nario liegt der letzte bekannte Wert der tatséchlichen Last vier Perioden zuriick. Werte
danach kénnen nicht verwendet werden.
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Tabelle soll eine Ubersicht iiber das a priori-Wissen verschiedener Variablen
darstellen. Der maximale Prognosehorizont belduft sich in dieser Arbeit auf
vier Stunden.

Prognose der Last Bekannt
Prognose der Einspeisung aus Wind Bekannt
Prognose der Einspeisung aus Photovoltaik Bekannt
Lastprognosefehler und Lastniveau Nicht bekannt
Windprognosefehler und Einspeisung aus Wind Nicht bekannt
Ungewollter Stromimport und -export Nicht bekannt
Nicht-geplante Nicht-Verfiigbarkeiten Nicht bekannt
Kauf- und Verkaufsvolumen am Intraday-Markt Nicht bekannt

Tabelle 3.3: Ubersicht zu a priori-Wissen von Variablen des Strommarktes
bei der Prognose

Bei den verschiedenen Prognosewerten handelt es sich um day-ahead-Prog-
nosen, weswegen sie fiir die relevanten Vorhersagehorizonte als bekannt an-
genommen werden kénnen. Neben den oben angefiihrten Variablen werden
auch vergangene Werte der Regelenergieabrufmengen fiir die Prognose ver-
wendet. Die Motivation fiir diese Entscheidung ergibt sich unmittelbar aus
dem Autokorrelogramm, welches eine hohe Abhéngigkeit der Abrufmengen
zu ihrer eigenen Vergangenheit aufweist. Aufler unmittelbar vergangenen
Werten werden auch Abrufmengen zu den Lags 96 und 97 miteinbezogen.
Diese Werte entsprechen einem zeitlichen Abstand von einem Tag. Die PACF
der Zeitreihe weist eine entsprechende Auffilligkeit bei diesem Zeitabstand
auf, wie in Abschnitt [3.1]dargelegt wurde. Des Weiteren werden Dummies fiir
Tageszeiten und Feiertage sowie einseitige Moving Averages der Abrufmen-
gen und der Prognose-Variablen verwendet, um Regelenergie vorherzusagen.
Hierbei wird eine Ordnung von 24 verwendet, was den letzten sechs Stunden
entspricht.

Klarerweise muss das verwendete statistische Modell fiir jeden Prognose-
horizont neu geschéitzt werden, da sich der Zusammenhang zwischen den
Variablen mit dem zeitlichen Abstand dndert[’’] Das Modell bezieht sich in
diesem Kontext auf die Funktion, welche den Zusammenhang zwischen den
Abrufmengen und den angefiihrten Variablen beschreibt.

"Kurz gesagt: Die Last zum Zeitpunkt ¢ iibt auf die Abrufmenge der Regelenergie zum
Zeitpunkt ¢t + 1 einen anderen Effekt aus als auf die Abrufmenge zum Zeitpunkt t + 2.
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Regelenergieiy, = f(Regelenergiey, . .., Regelenergie;_p,
Lastprognoseiip, ..., Lastprognose;p—gq, - - .,
Ungewollter Import,, ..., Ungewollter Import,_,

ce ,Dummylo:lg,, . )

In einem linearen Regressionsmodell wiirde man beispielsweise fiir jeden
Prognosehorizont den Koeffizientenvektor 8 neu schétzen. Bei der Wahl der
verwendeten Lags der verschiedenen Variablen fiir die Prognose wurde wie-
der auf AIC zuriickgegriffen. Dabei wurden in den verschiedenen Modellen
gelaggte Werte der Prognosevariablen, der Abrufmengen und der a priori
nicht bekannten Variablen zugelassen, welche als einflussreich im Kontext
des Modells kategorisiert wurden. Da bei der Prognose ein akkurates Ergeb-
nis im Vordergrund steht, wird {iber die verwendeten Lags jeder Variablen
individuell variiert, wobei als Obergrenze fiir die exogenen Variablen drei
gelaggte Werte gewéhlt wurden. Die Anwendung der R-Funktion ar des
Pakets stats (13) auf die Abrufmengen der Regelenergie resultiert in einer
Schitzung der AR-Ordnung iiber 700. Die Anwendung der Funktion auf
die Residuen der Regression der Abrufmengen auf die genannten Variablen
der Prognose ergibt ebenfalls dreistellige Ordnungsschétzungen. Da bei der
Prognose allgemeine Zusammenhénge erfasst werden sollen und eine perfek-
te Anpassung der Schitzung an den vorhandenen Datensatz hierfiir nicht
dienlich ist, muss eine sinnvolle Obergrenze fiir die verwendeten Lags der
Abrufmengen festgelegt werden, wobei sich fiir acht entschieden wurde, was
den Werten der zwei letzten bekannten Stunden entspricht.

Es wurde somit fiir jeden Prognosehorizont eine Modellspezifikation be-
stimmt, basierend auf dem gesamten Datensatz. Anschliefend wurde wie-
der ein Kreuzvalidierungsverfahren durchgefiihrt: Die verschiedenen Modelle
der jeweiligen h-Schritt-Prognose wurden anhand der Daten von 11 Mona-
ten des Jahres 2015 geschéitzt und anschlieend auf das verbliebene Monat
angewendet. Auf die daraus resultierenden Residuen lassen sich wiederum
verschiedene Fehlermafle wie RMSE oder MAE anwenden, wodurch sich die
Prognosegiite der Modelle vergleichen ldsst. Abbildung [3.10] illustriert dies
anhand des linearen Regressionsmodells der abgerufenen Menge an positiver
Regelenergie. Die einzelnen Datenpunkte fiir jeden Monat stehen hierbei fiir
den RMSE der h-Schritt-Prognosen, wobei die Anzahl der Schritte in der
Legende angegeben ist.
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RMSE-Werte der Prognose: Lineares Regressionsmodell
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Abbildung 3.10: RMSE-Werte der Prognose: Lineares Regressionsmodell der
Abrufmengen positiver Regelenergie

Man sieht, dass die Ein-Schritt-Prognose des Prognosemodells einen geringe-
ren RMSE-Wert erzeugt, als die Modelle zur Analyse der Abhéngigkeiten,
da vergangene Werte der abhingigen Variablen dementsprechend viel Er-
klarungsgiite beisteuern. Im Folgenden wird das in diesem Abschnitt Vor-
gestellte auf das lineare Regressionsmodell angewendet und die Ergebnisse
interpretiert.
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3.4 Das lineare Regressionsmodell

In diesem Abschnitt wird das Ausmaf} des Einflusses verschiedener Variablen
auf die abgerufene Menge an Regelenergie durch ein lineares Regressionsmo-
dell beschrieben. Aulerdem wird eine Intraday-Prognose der Abrufmengen
vorgestellt und evaluiert. Anschliefend werden die Annahmen des Modells
evaluiert. Zunéchst wird das Modell kurz vorgestellt.

3.4.1 Das Modell

Regressionsmodelle sind ein h#ufig genutztes Werkzeug zur statistischen
Analyse von Daten, werden in vielen unterschiedlichen wissenschaftlichen
Disziplinen verwendet und eignen sich insbesondere auch zur Analyse von
Zeitreihen - Daten werden hierbei als Realisationen von Zufallsvariablen
behandelt. Das Modell versucht eine Variable, welche auch als abhénige
Variable, endogene Variable oder Regressand bezeichnet wird, durch eine
Funktion anderer Variablen zu erkldren. Die erkldrenden Variablen in die-
sem Zusammenhang heiflen auch unabhingige Variable oder Regressoren.
Im linearen Regressionsmodell wird versucht die abhéingige Variable durch
eine lineare Funktion der Regressoren zu approximieren. Die angefiihrten
Ausfiithrungen zum linearen Regressionsmodell folgen hier Hayashi (2000).

Yy = 21401+ -+ T B + &

yr bezieht sich auf den beobachteten Wert der abgerufenen Menge an Re-
gelenergie zum Zeitpunkt ¢, wobei ¢ einer Viertelstunde des Jahres 2015
entspricht. z;; bezieht sich auf in den vorhergehenden Abschnitten vorge-
stellte Variable. Fasst man diese in einem Zeilenvektor zusammen, so lésst
sich die obige lineare Beziehung auch folgendermaflen darstellen.

yr = XiB + ey

B ist ein unbekannter Parametervektor, der durch Multiplikation mit den
Regressoren die Abrufmenge der Regelenergie zum Zeitpunkt ¢ approximie-
ren soll. Der Unterschied zwischen diesem Ndherungswert und dem entspre-
chenden Wert von ¥, entspricht ¢;, dem unbekannten Fehlerterm der be-
schriebenen linearen Beziehung. Der lineare Zusammenhang der Variablen
wird in vielen Anwendungsfillen allerdings nicht exakt beobachtet sondern
lediglich postuliert. Dadurch muss die Beziehung - also der unbekannte Para-
metervektor 8 - auf Basis einer Stichprobe geschétzt werden. Hierfiir gibt es
verschiedene Verfahren, das bekannteste in diesem Zusammenhang ist das
Ordinary Least Squares - Schétzverfahren [OLS]. Die Fehler, welche sich
aus einem Schétzverfahren ergeben werden Residuen genannt. Das lineare
Regressionsmodell wird im folgenden Abschnitt auf die angefiihrten Daten
angewendet um herauszufinden welche Variablen, im Sinne dieses Modells,
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einen vergleichsweise hohen Einfluss auf die Menge an abgerufener Regel-
energie ausiiben.

3.4.2 Einfluss der Variablen im Modell

Wie im Abschnitt erklart, wurden nun mehrere lineare Regressionsmo-
delle iiber verschiedene Zeitrdume geschéitzt und evaluiert. Die Ergebnisse
fiir Abrufmengen von positiver Regelenergie wurden bereits im genannten
Abschnitt dargestellt. Abbildung und stellen das jeweilige Pendant
der Plots zu den Abrufmengen negativer Regelenergie dar. Hierbei wurden
jeweils acht als Obergrenze der verwendeten Lags festgelegt.

pos_deviation neg_deviation wind_actual
17.5
15.0
. . Y . .
125 g L) . 17 . T o Yo n
L) v . . i - .
10.0- * . . ° . il
. W . ' L] ” .
wind_fc_error solar_forecast load_actual
17.5
Wi 4504 I Modell
2] $i . . T . o Modell mit einzelner Variable
2 125- L o 1t
o - s T . 4 + ¥ 5 o ¥ @ Volles Modell ohne Variable
10.0- . 1T . . .
. - . L . o
load_fc_error sell_vol_intraday missing_capacity
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. . . . . .
125+ LN ® o . L]
° .
10.0- A T 1 :

Abbildung 3.11: RMSE-Vergleich gesamt: Lineares Regressionsmodell — ab-
gerufene negative Regelenergie

In Abbildung [3.11] lisst sich erkennen, dass grofie Unterschiede der RMSE-
Werte der Modelle fiir unterschiedliche Monate bestehen. Monate mit hohen
RMSE-Werten weisen auch tendenziell einen hohen Interquantilsabstand in
Abbildung [A:4] auf. Fiir die Abrufmengen von positiver Regelenergie lésst
sich eine dhnliche Interpretation in Abbildung 3.8 und Abbildung[3.4] heraus-
lesen. Abbildung stellt iiber die Monate gemittelte RMSE- und MAE-
Werte fiir die unterschiedlichen Variablen dar. Hierbei lédsst sich erkennen,
dass der Ausschluss von ungewolltem Stromexport und dem Windprogno-
sefehler, im Schnitt iiber die Monate, zu einem hoheren RMSE respektive
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MAE beim linearen Regressionsmodell fithrt. Modelle, bei welchen ledig-
lich auf diese beiden Variablen, sowie die Einspeisung aus Wind, regressiert
wird, schneiden vergleichsweise besser als andere Modellspezifikationen die-
ser Art ab. Fiir die Menge an abgerufener positiver Regelenergie trifft eine
analoge Interpretation zu, wobei hier der ungewollte Stromimport anstatt
des -exports zu den einflussreichen Variablen z&hlt. Die exakten Werte des
Kreuzvalidierungsverfahrens kénnen einer Tabelle im Appendix entnommen
werden.

]
134 Y
P Modell/Evaluationskriterium
IEI(J PY Modell mit einzelner Variable MAE
% 11- ® ° " Volles Modell ohne Variable MAE
(é) v . . e b H ® Modell mit einzelner Variable RMSE

® Volles Modell ohne Variable RMSE

& B & 2 2
e 9 ST e & K
Y J § ) Qb/ AN 4 fbé/ Y
27 P & X AN L7
2 > &
B &
Variable

Abbildung 3.12: RMSE/MAE-Vergleich gemittelt: Lineares Regressionsmo-

dell — abgerufene negative Regelenergie

3.4.3 Prognose

Die Prognose der Abrufmengen von Regelenergie wurde, wie im Abschnitt
beschrieben, durchgefiihrt, wobei schon Ergebnisse fiir positive Regel-
energie in Abbildung angefithrt wurden. Dabei handelt es sich um die
RMSE-Werte der h-Schritt-Prognosen des linearen Regressionsmodells, wo-
bei OLS fiir die Parameterschéitzung verwendet wurde. Abbildung [3.13|stellt
nun das entsprechende Pendant fiir die Abrufmengen negativer Regelenergie
dar.
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RMSE-Werte der Prognose: Lineares Regressionsmodell
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Abbildung 3.13: Prognose: Lineares Regressionsmodell der Abrufmengen ne-
gativer Regelenergie

Neben der Schitzung der Regressionsbeziehung der untransformierten Zeit-
reihen durch OLS werden noch weitere Ansétze zur Erstellung von Intraday-
Prognosen verwendet. Einerseits sollen durch die Schétzung mit Weigh-
ted Least Squares [WLS] sowie die Schéitzung mittels einer Prais-Winsten-
Transformation [PW] mogliche Verletzungen der Annahmen an den Fehler-
term beriicksichtigt werden. Die Prognose nach einer Yeo-Johnson-Transfor-
mation der abhéngigen Variablen sowie die Prognose mit sdmtlichen Varia-
blen in ersten Differenzen, jeweils mit OLS, werden ebenfalls betrachtet.

Fiir die Schétzung mit WLS werden drei Spezifikationen evaluiert. Einmal
wird angenommen, die Modellresiduen sind heteroskedastisch in Bezug auf
die Tageszeiten, jedoch unabhéngig von anderen Faktoren. Bei einer wei-
teren Variante werden die quadrierten Residuen einer OLS-Regression auf
die gefitteten Werte der Regression regressiert. Bei der dritten Moglichkeit
werden die quadrierten OLS-Residuen einfach auf die urspriinglichen Regres-
soren regressiertE In allen Fillen erhilt man eine Schiatzung der Varianz-
Kovarianz-Matrix des Fehlerterms, wodurch Gewichte w; berechnet werden
konnen.

18Genau genommen handelt es sich bei diesen Schétzvarianten um eine Feasible Gene-
ralized Least Squares-Schéitzung, da die Gestalt der Varianz-Kovarianz-Matrix des Feh-
lerterms nicht bekannt ist, sondern auf einer Annahme basiert und durch eine Stichprobe
geschétzt wird.
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E(gTs'lf) = QJ27 0= diag(’hy s 77T)

. 1
e =Ee} = f(z), @ =—

Nan

Eine wesentliche Annahme bei der WLS-Schitzung ist, dass die Varianz-
Kovarianz-Matrix die Struktur einer Diagonalmatrix besitzt. Die berech-
neten Gewichte ermoglichen eine WLS-Schétzung, die mit der R-Funktion
Im aus dem Paket stats realisiert wird (13). Die Varianten der Parame-
terschiatzung werden im Folgenden mit WLS I, IT respektive III bezeichnet.
Diese Art der Schitzung soll Heteroskedastizitét, also einer nicht konstanten
Varianz, im Fehlerterm entgegenwirken, beriicksichtigt allerdings keine Au-
tokorrelation. Hierfiir eignet sich beispielsweise eine PW-Transformation.
Dabei wird angenommen, dass der Fehlerterm einem AR(1)-Prozess ent-
spricht@ Die Variablen der Regressionsgleichung werden folgendermafien
transformiert.

€t =pPEt—1t+ €&

1—p2y, firt=1 % V1I-p2 Xy, firt=1
) t
Yt — pYr—1, firt>1 Xy —pXpq, firt>1

Yt =

Treffen die Annahmen des Modells, insbesondere die an den Fehlerterm, zu
so handelt es sich bei gy = X¢8 + ¢; um ein , klassisches“ Modell (Scherrer:
2015).

Zeitreihen werden oftmals transformiert, sodass Eigenschaften, wie der An-
stieg ihrer Variabilitit mit dem Niveau, eingeddmmt werden. Dies fiihrt
in einigen Fillen zu einfacheren Prognose-Modellen respektive priziseren
Prognosen (Hyndman und Athanasopoulos: 2014). Eine bekannte Transfor-
mation dieser Art ist die Familie der Box-Cox-Transformationen, allerdings
erfordert diese die strikte Positivitat simtlicher Zeitreiheneintriage. Die Yeo-
Johnson-Transformation kann als eine Erweiterung hiervon betrachtet wer-
den und ist fiir nichtnegative Zeitreihen folgendermafen definiert (Yeo und
Johnson: 2000):

WHPZL - fir A £0, 5 > 0
log(y +1) firA=0,y>0

1I)(Aa y) -

Wie die Box-Cox-Transformation héngt sie von einem Parameter A ab, der
in Abhéngigkeit von den Daten gew&hlt wird. Fiir nichtnegative Werte ent-
spricht sie der Box-Cox-Transformation einer Variablen, zu welcher Eins ad-
diert wurde. Die Schétzung von A basiert auf dem gesamten Datensatz und
wird fiir die gesamte anschliefende Kreuzvalidierung verwendet. Dabei wird
die transformierte Zeitreihe prognostiziert, anschlieend riicktransformiert

YFiir Genaueres zu autoregressiven Prozessen, siehe beispielsweise m
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und schlieflich die Prognosefehler berechnet. Die Schétzung des Parameters
erfolgt mit der R-Funktion powerTransform aus dem Paket car (15)). Hier
ist zu erwahnen, dass fiir positive Regelenergie A = —0.4 respektive A = —0.3
fiir negative Regelenergie gewéhlt wird. Die resultierende transformierte Va-
riable ist nichtnegativ und besitzt eine wesentlich geringere Streuung. Al-
lerdings ist bei der Riicktransformation folgendes zu beachten: Durch die
Negativitdat des Parameters A ist sie, fiir reellwertige Inputs, nur bis zu einer
gewissen Grenze deﬁniert@ Des Weiteren divergiert die Funktion bei der
Anndherung an diese Grenze. Werden also im Modell der transformierten
Daten Werte prognostiziert, welche nahe an oder gar iiber dieser Grenze
liegen, so ergeben sich bei der entsprechenden Riicktransformation unreali-
stische beziehungsweise gar keine Werte. Deshalb wurden Prognosen welche
das globale Maximum der jeweiligen Zeitreihe iiberschreiten auf ebendieses
Maximum gesetzt.

Des Weiteren werden auch die ersten Differenzen sémtlicher Zeitreihen ver-
wendet um Prognosen zu erstellen. Der Grund hierfiir sind die Ergebnisse
von Einheitswurzeltests, auf die in Abschnitt ndher eingegangen wird.
Mit Hilfe der differenzierten Variablen werden Prognosen der ersten Diffe-
renzen der Abrufmengen berechnet und anschliefend mit dem zum jewei-
ligen Prognosehorizont letzten bekannten Wert auf die urspriingliche Ska-
la riicktransformiert und somit Residuen der Prognose berechnet. Auf3er-
dem werden bei einer weiteren Modifikation die prognostizierten Werte der
gewohnlichen OLS-Schitzung bei Null zensiert, da des Ofteren durch die
beschriebenen Regressionsmodelle negative Werte vorhergesagt werden.

Ferner wurde eine Variante der Prognose realisiert, bei welcher nicht ein
einziges Modell, sondern jeweils ein Modell fiir jede Viertelstunde des Ta-
ges geschitzt wird. Sdmtliche beschriebene Schétzverfahren werden auch auf
diese Spezifikation angewendet, mit Ausnahme von Prais-Winsten und WLS
I, da diese in dem beschriebenen Kontext nicht sinnvoll erscheinen.

Die genaue Struktur der Ein-Schritt-Prognose-Modelle, also die Wahl der
exogenen Variablen, sind in Abschnitt angefiihrt. Die Ergebnisse der
verschiedenen Prognosevarianten sind nun in den folgenden Tabellen zusam-
mengefasst, jeweils fiir positive und negative Abrufmengen. Hierbei wurde
aus Griinden der Ubersichtlichkeit auf die Werte der Fehlermafie der einzel-
nen Monate verzichtet und lediglich die Durchschnittswerte der verschiede-
nen Varianten, iiber die Monate, aufgetragen. Die Anzahl der verwendeten
Lags der Variablen wurde dabei wie in Abschnitt basierend auf dem
gesamten Datensatz ausgewihlt.

2Fjir ein negatives A\ und die angefiihrte Transformation entspricht der reellwertige
Definitionsbereich der Riicktransformation {z € R : z < ‘—i‘}
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RMSE Positive Regelenergie

Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Normal 6,97 |9,12 |9,83 [10,21|10,59 10,82 10,96/ 11,05 11,15/ 11,22 11,28/ 11,32/ 11,37 11,41| 11,44| 11,47
WLS I 6,98 |9,13 |9,83 |10,21|10,59 10,82 10,96/ 11,06| 11,15/ 11,23| 11,28/ 11,33 11,37 11,41| 11,44| 11,47
WLS II 7,05 9,23 | 9,88 |10,23/10,60| 10,83 10,96| 11,04| 11,14 11,21| 11,26) 11,51| 11,35 11,89 11,42 11,43
WLS III 7,04 |9,22 |9,88 |10,24/10,61/ 10,83 10,96| 11,05 11,15 11,22 11,27 11,31/ 11,36| 11,40| 11,43| 11,46
5&;‘2;6“ 6,98 |12,77/10,59 10,72 11,13 11,20/ 11,22| 11,26 11,37] 11,41| 11,44{ 11,47 11,51/ 11,53| 11,57 11,59
}:ﬁ;son 9,84 | 11,02/ 11,47 11,79| 12,08| 12,26 12,40| 12,45 12,52| 12,58| 12,62| 12,66| 12,70/ 12,73| 12,76| 12,78

Differenzen |7,10 (9,40 |10,20/10,72(11,22(11,56/11,80|11,99|12,17 12,32 12,44] 12,52 12,58 12,64| 12,70/ 12,79

Zensiert 6,86 19,02 | 9,77 | 10,18 10,56 10,80 10,95 11,05/ 11,14] 11,22 11,27 11,32 11,37 11,40| 11,44] 11,47

96 Modelle |7,14 |9,60 |10,49/ 10,98/ 11,35/11,60(11,75/11,87/11,93|12,02/12,12(12,13|12,16|12,19| 12,25 12,28
96 Modelle
WLS II
96 Modelle
‘WLS IIT
96 Modelle

7,04 9,37 10,19]10,66| 10,98| 11,23 11,41| 11,55 11,67 11,73 11,81/ 11,85 11,87 11,91| 11,94| 11,95

7,11 | 9,37 |10,22/10,68| 11,00 11,28/ 11,52 11,63| 11,72 11,79 11,92 11,94] 11,95 11,93| 12,00| 12,04]

11,31/ 12,47/ 12,69] 12,86| 13,19| 13,34] 13,39/ 13,27| 13,33| 13,34 13,37| 13,35| 13,34] 13,47 13,41| 13,36
Yeo-Johnson

96 Modelle

7,57 | 10,18 11,24] 11,93| 12,48| 12,89| 13,26| 13,66| 13,93 14,18] 14,41| 14,64 14,80| 14,93| 15,09| 15,28

Differenzen
96 Modelle

. 6,93 [9,34 10,23 10,75(11,14 11,40/ 11,54/ 11,66| 11,74] 11,82 11,90| 11,94| 11,99| 12,01| 12,04{ 12,08
zensiert
MAE Positive Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Normal 4,78 |6,34 |6,75 |6,93 | 7,23 | 7,44 | 7,55 | 7,61 |7,70 | 7,77 | 7,83 |7,86 |7,91 | 7,95 | 7,99 |8,01
WLS T 4,75 |6,32 |6,74 |6,93 | 7,23 | 7,44 | 7,56 | 7,62 |7,71 |7,78 | 7,84 |7,87 |7,92 | 7,96 | 7,99 |8,02
WLS 11 4,65 |6,18 |6,62 |6,84 | 7,16 |7,37 | 7,50 | 7,58 | 7,67 |7,74 |7,80 |7,84 |7,89 | 7,93 | 7,96 | 7,99
WLS IIT 4,64 |6,19 |6,62 |6,84 | 7,16 |7,38 | 7,51 | 7,58 | 7,67 |7,75 | 7,80 |7,84 |7,89 | 7,93 | 7,96 | 7,99
%ﬁi:gen 4,77 |9,02 |7,30 | 7,39 | 7,72 | 7,78 | 7,80 | 7,84 | 7,93 |7,96 |7,99 [8,01 8,06 |8,08 |8,11 |8,13
. 4,86 | 5,76 | 6,04 | 6.20 | 6,38 | 6,51 | 6,59 | 6,63 | 6,68 | 6,71 | 6,74 | 6,76 | 6,79 | 6,81 | 6,83 | 6,84

Differenzen |4,84 |6,54 7,00 | 7,27 | 7,66 |7,94 |8,13 |8,26 |8,41 8,55 |8,66 8,75 8,82 | 8,86 |8,93 |9,02

Zensiert 4,40 |6,00 |6,52 |6,80 | 7,12 | 7,34 | 7,47 | 7,56 | 7,66 |7,73 |7,79 |7,83 |7,88 | 7,92 | 7,96 | 7,99

96 Modelle [4,82 |6,55 |7,13 | 7,47 | 7,71 | 7,89 | 7,99 |8,07 |8,14 [8,20 [8,26 [8,31 8,36 |8,39 | 8,42 |8,46

96 Modelle
4,55 | 6,15 (6,70 |7,03 |7,27 |7,46 | 7,60 |7,70 |7,79 | 7,85 |7,92 |7,95 [8,00 |8,03 |8,05 |8,07
WLS II
96 Modelle
WLS 111 4,60 6,18 |6,71 (7,03 (7,28 7,48 |7,67 |7,71 |7,81 |7,87 |7,96 [8,00 [8,04 |8,05 |8,09 |8,13

96 Modelle
5,27 6,17 6,41 | 6,56 | 6,76 |6,86 |6,91 [6,92 [6,97 |7,00 |7,01 |7,00 |7,01 |7,06 |7,06 |7,05
Yeo-Johnson
96 Modelle
Differenzen
96 Modelle

zensiert

4,97 |6,82 | 7,50 | 7,93 |8,33 8,63 [8,89 |9,14 [9,36 |9,56 |9,76 9,97 10,12 10,23/ 10,38 10,57

4,37 6,06 |6,69 (7,07 (7,36 7,57 |7,69 |7,79 |7,87 |7,94 |8,00 [8,06 [8,12 |8,15 |8,17 |8,22

Tabelle 3.4: Evaluationskriterien der Prognose mit einem linearen Regressi-
onsmodell fiir positive Regelenergie
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RMSE Negative Regelenergie

Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Normal 7,30 19,48 [ 10,56 11,28/ 11,99] 12,45/ 12,73/ 12,93) 13,10 13,24 13,34 13,43| 13,50| 13,55| 13,60| 13,65
WLS I 7,30 19,48 [ 10,56 11,28/ 12,00] 12,45/ 12,73/ 12,93) 13,10 13,24 13,34 13,43| 13,50| 13,55| 13,60| 13,65
WLS II 7,37 19,59 [10,63[11,32(12,04] 12,48/ 12,75/ 12,93) 13,09) 13,22| 13,33 13,41 13,48 13,54 138,58 13,6
WLS III 7,37 19,59 [10,62(11,32(12,03] 12,48 12,75/ 12,93) 13,09 13,23) 13,33| 13,41| 13,49| 13,54| 13,59| 13,64
5;?;;6" 7,30 |12,98 11,90| 12,39| 13,37 13,37] 13,35| 13,40 13,53| 13,60| 13,62| 13,69| 13,72 13,74| 13,76 13,80
}(sl‘;’;lson 10,56| 12,22( 12,83| 13,31| 13,92 14,36| 14,55| 14,69| 14,80| 14,91| 14,98| 15,04] 15,09| 15,11| 15,16| 15,22

Differenzen |7,46 |9,78 | 10,90/ 11,77/ 12,64 13,24 13,66| 13,98| 14,29| 14,54| 14,75| 14,93| 15,06| 15,17] 15,29 15,39

Zensiert 7,17 | 9,87 | 10,49 11,24 11,98 12,41] 12,71] 12,91] 13,08 13,29 13,33| 13,42/ 13,49) 13,54/ 13,59| 13,64

96 Modelle |7,60 10,18 11,50/ 12,40/ 13,11 13,56 13,87 14,13| 14,28| 14,36| 14,41| 14,55| 14,61| 14,67] 14,71 14,79
96 Modelle
WLS II
96 Modelle
‘WLS IIT
96 Modelle

7,44 (9,92 |11,13]11,99]12,64] 13,10| 13,45| 13,72 13,89 14,00 14,03 14,12| 14,15| 14,17| 14,23| 14,29

7,41 19,93 | 11,16]12,02[ 12,69| 13,15| 13,45 13,72 13,91| 14,08| 14,07| 14,19| 14,26| 14,29 14,31 14,35

11,63| 13,49| 14,00] 14,50| 14,91/ 15,17| 15,40/ 15,52 15,58 15,71| 15,84| 15,90| 15,94/ 16,10| 16,13| 16,16
Yeo-Johnson

96 Modelle

7,73 (10,47 11,84] 12,88| 13,80| 14,54] 15,01| 15,44 15,81 16,15| 16,45| 16,75| 16,99| 17,20| 17,43| 17,67|

Differenzen
96 Modelle

i 7,43 (9,96 |11,27/12,17/12,87 13,31/ 13,61| 13,83/ 13,97| 14,08 14,14| 14,27 14,35| 14,43 14,48| 14,56
zensiert
MAE Negative Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Normal 5,07 6,63 | 7,26 |7,70 |8,24 | 8,55 |8,75 [8,90 [9,05 | 9,18 |9,26 [9,33 |9,39 |9,44 |9,48 | 9,53
WLS I 5,06 |6,63 |7,26 |7,70 |8,24 | 8,56 |8,76 |8,91 |9,06 | 9,19 |9,27 [9,34 |9,40 |9,45 |9,49 | 9,53
WLS II 4,98 16,57 | 7,21 | 7,68 |8,21 8,52 |8,73 |8,87 |9,01 [9,14 9,23 [9,30 |9,36 [9,41 |9,45 |9,49
WLS III 4,96 |6,56 | 7,21 | 7,67 |8,20 [8,52 |8,72 [8,86 |9,01 (9,13 |9,22 [9,29 |9,36 [9,40 |9,44 |9,49
s\lrii:;en 5,06 (9,18 |8,32 |8,66 (9,35 |9,35 (9,34 |9,37 [9,48 [9,54 |9,55 [9,60 |9,63 |9,65 |9,66 |9,70
}sﬁ;son 5,43 | 6,59 | 7,00 | 7,32 | 7,63 | 7,86 | 7,98 | 8,07 | 8,14 | 8,21 | 8,25 | 8,28 | 8,31 | 8,33 | 8,36 | 8,39

Differenzen |5,16 |6,85 | 7,52 | 8,04 |8,69 |9,09 |9,34 |9,55 |9,77 |9,96 |10,11]10,26| 10,37] 10,46| 10,54 10,63

Zensiert 4,71 | 6,31 | 7,07 | 7,58 |8,12 | 8,46 |8,68 |8,85 [9,00 [9,13 9,21 9,29 | 9,36 |9,41 |9,45 |9,49

96 Modelle |5,10 (6,94 |7,83 |8,44 (8,90 |9,21 |9,45 |9,62 |9,75 |9,85 |9,92 |10,02 10,09 10,14/10,19| 10,22
96 Modelle
WLS II
96 Modelle
‘WLS III
96 Modelle

4,88 |6,63 | 7,45 8,02 |8,46 8,77 [9,01 [9,20 [9,33 |9,44 |9,48 9,54 | 9,60 |9,65 |9,69 |9,72

4,84 16,59 (7,41 7,99 (8,43 | 8,74 |8,97 |9,15 [ 9,30 9,42 9,47 [9,55 |9,62 |9,66 |9,68 |9,73

5,77 |7,02 | 7,42 | 7,78 | 8,03 [8,20 8,35 [8,44 (8,51 (8,59 (8,66 8,72 |8,74 8,81 |8,81 |8,83
Yeo-Johnson

96 Modelle

5,24 7,25 (8,21 8,95 |9,58 | 10,09 10,48/ 10,77/ 11,08/ 11,36 11,60| 11,84] 12,04| 12,21/ 12,39 12,58
Differenzen

96 Modelle

4,73 |6,52 | 7,43 8,07 |8,55 [8,87 [9,13 |9,31 9,44 |9,55 9,62 9,72 | 9,80 | 9,85 |9,90 |9,93

zensiert

Tabelle 3.5: Evaluationskriterien der Prognose mit einem linearen Regressi-
onsmodell fiir negative Regelenergie

Aus den berechneten Fehlerwerten wird ersichtlich, dass die eben vorge-
stellten alternativen Schétzmethoden grofiteils schlechter abschneiden, als

die ,,gewohnliche* OLS-Schitzung der untransformierten Zeitreihe, mit der
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Zensierung bei Null. Einzig die Schitzung mit WLS II liefert marginal bes-
sere Ergebnisse fiir gewisse Schrittweiten. Ab einem Prognosehorizont von
elf iibertrifft diese Methode die OLS-Schétzung im Sinne des RMSE sowohl
fiir positive als auch fiir negative Regelenergie. Die OLS-Schitzung liefert
jedoch fiir ,kleine“ Schrittweiten auch ohne Zensierung bessere Ergebnisse.
Dies deutet nicht nur auf Heteroskedastizitit in den OLS-Residuen hin, son-
dern auch auf eine schwankende Varianz der Zeitreihe der Abrufmengen an
Regelenergie, die zum Beispiel auch in Abbildung beziehungsweise
ersichtlich ist. Auch wenn die Modellierung der genannten Eigenschaft durch
WLS II keineswegs optimal ist, scheint die Beriicksichtigung dieser Tatsache
eine Verbesserung der Prognose fiir gewisse Schrittweiten zu ermdoglichen.
Die Prognose der Zeitreihe in Differenzen schneidet schlechter ab als die
Prognose der untransformierten Daten, was wiederum gegen einen positi-
ven Integrationsgrad des datengenerierenden Prozesses der Abrufmengen
spricht.

Bei der Modellierung anhand 96 separater Regressionsmodelle wird nicht be-
riicksichtigt, dass die Fehlerterme der Modelle korreliert sein kénnten. Ins-
gesamt schneidet diese Variante schlechter ab als die gemeinsame Schitzung
der Daten. Jedem Modell stehen hier weniger Datenpunkte zur Verfiigung,
weswegen teils sehr extreme Werte prognostiziert werden, welche die Model-
levaluierung verzerren. Um eine Verbesserung der Prognose in diesem Kon-
text zu ermoglichen sollten mehr Daten herangezogen werden beziehungs-
weise konnen die Regressionsmodelle als interdependente Mehrgleichungs-
modelle aufgefasst und modelliert werden.

Beim Betrachten der MAE-Werte ist auffiillig, dass die Bewertung der Pro-
gnosegiite der verschiedenen Modellspezifikationen unterschiedlich zu der der
RMSE-Werte ausfillt. Insbesondere stechen die Ergebnisse der Prognose mit
Hilfe einer Yeo-Johnson-Transformation hervor. Diese Variante erzeugt zwar
nicht fiir die Ein-Schritt-Prognose, jedoch bereits ab einem Prognosehorizont
von drei konsequent niedrigere MAE-Werte als andere Spezifikationen. Bei
positiver Regelenergie wird durch die Prognose mit 96 Modellen und der
Zensierung der Werte fiir eine Schrittweite von Eins ein besseres Ergebnis
erzielt, jedoch wird diese Variante fiir die Mehrzahl der Prognosehorizonte
iibertroffen.

Fiir die vielversprechendsten Schétzmethoden der Evaluation wird in der fol-
genden Tabelle der Anteil der korrekt prognostizierten Nullen zusammenge-
fasst. Ein korrekt prognostizierter Null-Aufruf entspricht hier einer Prognose
von einem negativen Wert respektive Null. Da Null-Aufrufe einen wesent-
lichen Bestandteil der gegeben Daten darstellen, ist die korrekte Prognose
hiervon ein weiteres wertvolles Kriterium zur Beurteilung der Prognosegiite
der vorgestellten Modellspezifikationen.
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Nullen —
Anteil in Positive Regelenergie
Prozent
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Normal 47,52|37,82( 28,02(21,34/18,67/ 16,67/ 13,59 11,48| 10,91| 10,04/ 9,07 |7,98 | 7,83 | 7,59 | 7,11 | 6,56
WLS II 39,20( 24,97 17,15/ 12,81/10,74{ 9,39 | 7,86 | 6,47 | 6,11 | 5,78 | 5,20 [4,55 |4,22 |4,15 |3,97 | 3,84
Yeo

30,63|19,33/12,78/8,79 (7,97 | 6,27 | 4,93 |3,90 |3,61 |3,59 [3,30 2,71 |2,37 |2,33 |2,16 | 1,84
Johnson
Nullen —
Anteil in Negative Regelenergie
Prozent
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Normal 44,07| 37,46| 25,14/ 18,03/ 15,48 13,81 10,43 8,91 | 8,02 |8,01 [6,96 |6,56 |6,35 |6,22 |5,79 | 5,91
WLS II 36,86|25,24] 14,50(9,18 (7,52 | 6,33 | 4,68 | 4,27 | 4,18 | 3,81 |3,46 |3,26 |3,15 |3,12 |2,78 | 2,63
Yeo

20,98/11,03/5,12 |3,01 (2,47 |1,96 |1,33 |1,03 [0,99 0,89 0,68 [0,45 |0,43 |0,44 |0,33 | 0,33
Johnson

Tabelle 3.6: Anteil der korrekt prognostizierten Null-Aufrufe fiir ausgewéhlte
Spezifikationen des linearen Regressionsmodells - postitive und negative Re-
gelenergie

Die Null-Aufrufe werden durch die gewthnliche OLS-Schitzung am prézises-
ten modelliert. Jedoch nimmt der Anteil der korrekt prognostizierten Werte
rapide mit dem Prognosehorizont ab und pendelt sich in einem knappen Be-
reich um Null ein. Insbesondere die Yeo-Johnson-Transformation weist schon
fiir niedrige Schrittweiten einen vergleichsweise geringen Anteil an korrekt
prognostizierten Werten vor.

Ergidnzend zu obigen Ergebnissen ist zu erwéhnen, dass analog zu Abschnitt
Monate, welche eine erhéhte Streuung der Daten aufweisen, auch ten-
denziell hohere RMSE- und MAE-Werte hervorbringen - sowohl bei positiver
als auch bei negativer Regelenergie. Dies kann ein Hinweis darauf sein, dass
die Dynamik der Zusammenhénge zwischen den Daten durch das lineare Re-
gressionsmodell zu Zeiten erhohter Volatilitdt nur suboptimal beschrieben
wird. Es hat nicht zur Folge, dass das postulierte Modell vollig falsch ist. Al-
lerdings wird die Dynamik in Zeiten mit einer erhthten Streuung der Daten
dadurch schlechter beschrieben, was zu einer Verschlechterung der Ergebnis-
se fithren kann. Ferner ldsst sich erkennen, dass die Fehlermafle fiir groflere
Prognosehorizonte klarerweise ansteigen, wobei die Zwei-Schritt-Prognose
schon eine wesentliche Verschlechterung der Ergebnisse liefert. Zuziiglich ist
zu erwihnen, dass die Fehlermafie von Abrufmengen negativer Regelenergie
im Allgemeinen hoher sind als die Werte positiver Regelenergie. Dies ldsst
sich unter anderem durch die Skalenabhéingigkeit von RMSE- und MAE-
Werten in Verbindung mit héheren statistischen Kennzahlen bei Abrufmen-
gen negativer Regelenergie (siehe Abschnitt erklaren.
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3.4.4 Evaluation der Modellannahmen

In diesem Abschnitt sollen die Annahmen des linearen Regressionsmodells
und der dafiir verwendeten Schétzverfahren kurz angefiihrt und anschlie-
Bend, soweit dies moglich ist, fiir wichtige Modelle aus diesem Abschnitt
tiberpriift werden. In diesem Kontext ist anzumerken: die verwendeten Re-
gressoren sind streng genommen ebenfalls als Realisationen von Zufallsva-
riablen aufzufassen. Des Weiteren handelt es sich bei sémtlichen Variablen
um Zeitreihen-Daten. In diesem Zusammenhang sind Annahmen des klassi-
schen linearen Regressionsmodells, wie es zum Beispiel in Hayashi (2000) zu
finden ist, oft verletzt. Allerdings hat sich als Konsequenz hieraus die asym-
ptotische - oder grofle-Stichproben - Theorie fiir lineare Regressionsmodelle
entwickelt, welche ein breites Anwendungsspektrum in der Okonomie be-
sitzt. Es werden nun kurz die Annahmen der asymptotischen Theorie fiir
lineare Regressionsmodelle aus Hayashi (2000) vorgestellt.

LM 1. Linearitdt y =X+ (t=1,...,n) (3.1)
LM 2. Ergodische Stationaritit Der (K+1)-dimensionale  (3.2)

Zufallsvektor (y;, X¢) ist gemeinsam stationdr und ergodisch

LM 3. Priadeterminierte Regressoren E(z;;e:) =0 (3.3)
(t=1,....,n,k=1,...,K)

LM 4. Rangbedingung YXxx = E(X; X,) in RF*K ist (3.4)
nicht singulédr (und somit endlich) ¢t =1,...,n

LM 5. g, = X;e, ist eine Martingaldifferenzenfolge mit (3.5)

endlichen zweiten Momenten, die K x K-Matrix E(g; g,) ist
nicht singular

Hierbei wird angenommen, dass die Beobachtungen, welche in der Regres-
sion verwendet werden, durch einen (K + 1)-dimensionalen stochastischen
Prozess - eine Folge von Zufallsvektoren in diskreter Zeit - erzeugt wurden,
an welchen die obigen Annahmen gerichtet werden. Allerdings ist das einzige
Instrument um diese zu iiberpriifen die gegebene Stichprobe.

Die Linearitdtsbedingung ist analog zum klassischen linearen Regressions-
modell zu verstehen. Sie postuliert einen linearen Zusammenhang zwischen
den Komponenten des Zufallsvektors wobei 8 wieder einen unbekannten
K-dimensionalen Koeffizientenvektor und &; den unbeobachteten Fehler-
term bezeichnet. Die Annahme der ergodischen Stationaritét erfordert, dass
der stochastische Prozess, welcher die Stichprobe erzeugt hat, einem Zu-
fallsvektor entspricht, der gemeinsam stationér und ergodisch ist. Dies zu
tiberpriifen ist oft nicht leicht. Klarerweise lassen sich klassische Tests auf
Stationaritdt der einzelnen Zeitreihen anwenden, allerdings muss ein Zu-
fallsvektor mit ausschliefSlich stationdren Komponenten nicht gemeinsam
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stationar sein@ In manchen Fillen ldsst sich diese Annahme heuristisch
begriinden, wie zum Beispiel bei Mikrodaten von Haushalten, wo oft ange-
nommen wird, dass eine Stichprobe unabhéngig und identisch verteilt - ¢.7.d.
- ist. Im Kontext dieser Analyse wird die Voraussetzung der Stationaritit
durch ADF-Tests und KPSS-Tests iiberpriift. Die dritte Annahme impli-
ziert, dass der Fehlerterm orthogonal zu allen kontemporiren Regressoren
ist@ Falls die Regression eine Konstante enthélt, impliziert dies aulerdem,
dass der Fehlerterm Erwartungswert Null besitzt. Diese Bedingung wird
durch die Residuen der Regression bei OLS-Schétzung durch die Konstruk-
tion des Schétzers eingehalten@ Die angefithrte Rangbedingung impliziert,
dass die Datenmatrix, die Zeitreihen der gegebenen Stichprobe, vollen Spal-
tenrang besitzt@ Die fiinfte Bedingung impliziert, bei der Regression mit
einer Konstante, dass der Fehlerterm selbst eine Folge von Martingaldiffe-
renzen ist und daher keine Autokorrelation vorweist.

Die vorgestellten Bedingungen ermoglichen gewisse Aussagen iiber die Schét-
zung des linearen Zusammenhangs. Der Parametervektor 5 und die Varianz
des Fehlerterms werden unter den ersten vier Annahmen konsistent durch
den OLS-Schétzer geschétzt. Eine Folge von Schéitzern ist konsistent, wenn
sie sich mit wachsender Stichprobengréie mehr und mehr dem wahren Pa-
rameter anndhert. Falls die dritte Annahme durch die fiinfte ersetzt wird,
so lésst sich sogar zeigen, dass der OLS-Schétzer asymptotisch normalver-
teilt ist@ Dies ermdoglicht auch eine Reihe von Resultaten fiir statistische
Tests. Falls zusétzlich die bedingte Homoskedastizitdt des Fehlerterms gege-
ben ist, so ergeben sich sehr praktische Resultate fiir die bekannten ¢- und
F-Statistiken.

LM 6. Bedingte Homoskedastizitit [E(c?|X;) = 0% > 0 (3.6)

Diese Bedingung ist nicht notwendig fiir die Konsistenz des OLS-Schétzers.
Falls bedingte Heteroskedastizitéit des Fehlerterms vorliegt, jedoch keine Au-
tokorrelation, und die funktionale Form des Zusammenhangs korrekt spezi-
fiziert und bekannt ist, so ist der WLS-Schétzer, unter den iibrigen Annah-

21Siehe zum Beispiel Hayashi (2000: Besipiel 2.3)).

22G8eien X und Y zwei Zufallsvariable mit endlichen zweiten Momenten. Sie sind ortho-
gonal wenn E(X Y) = 0 gilt.

ZDer OLS-Schitzer ergibt sich aus der Losung der sogenannten Normalgleichungen.
Falls die Rangbedingung erfiillt ist, ergibt er sich unmittelbar aus einer Matrix-Vektor-
Multiplikation. Die Residuen, welche bei dieser Schitzung entstehen, besitzen keine em-
pirirsche Korrelation zu den Regressoren, aufgrund der Gestalt der Normalgleichungen.
Nachzulesen beispielsweise in Hayashi (2000: Abschnitt 1.2).

21Die Rangbedingung fordert vom zugrunde liegenden stochastischen Prozess die lineare
Unabhéngigkeit seiner Komponenten.

Z5Hier sollte noch einmal explizit erwihnt werden, dass der OLS-Schiitzer eine Funktion
der beobachteten Werte und somit selbst eine Zufallsvariable mit einer gewissen Vertei-
lung ist. Das vorgestellte Resultat ist auch ohne die Normalverteilungsannahme an den
Fehlerterm giiltig.
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men, konsistent, asymptotisch normalverteilt und effizienter als der OLS-
Schitzer. Dies bedeutet, dass seine asymptotische Varianz kleiner als die
des OLS-Schétzers ist, wodurch sich genauere Schétzungen des Parameters
und prézisere Prognosen ergeben konnen. Im Fall, dass der Zusammen-
hang nicht bekannt ist, sondern geschéitzt werden muss, sind zusétzliche
Bedingungen an den Schétzer der Varianz-Kovarianz-Matrix des Fehler-
terms zu stellen, sodass der WLS-Schétzer konsistent und asymptotisch
normalverteilt ist. Zusétzlich ist zu bemerken, dass die Effizienz des WLS-
Schétzers wesentlich von der Spezifizierung der funktionalen Form der Hete-
roskedastizitéit abhédngt. Fiir Genaueres siehe beispielsweise Hayashi (2000).
Fiir wiinschenswerte Eigenschaften des Parameterschéitzers bei einer Prais-
Winsten-Transformation ist klarerweise die korrekte Spezifikation der auto-
regressiven Strukur des Fehlerterms ebenso eine essenzielle Voraussetzung.
Bei Mehr-Schritt-Prognosen sind Fehlerterme typischerweise korreliert.

Da fiir die Messung des Einflusses der verschiedenen Variablen und die Pro-
gnose der Abrufmengen eine Vielzahl an Modellen geschitzt wurde, sollen
einige der vorgestellten Annahmen hier fiir wenige reprisentative Modelle
angefiihrt werden. Namentlich werden die Voraussetzungen im Folgenden fiir
das Modell mit allen Variablen, deren Einfluss auf die Abrufmengen von Re-
gelenergie tiberpriift wurde, sowie sdmtliche Varianten der Prognosemodelle
iiberpriift, ausgenommen den Modellen fiir die unterschiedlichen Tageszei-
ten. Die Schétzung basiert hierbei auf dem gesamten Datensatz und bei der
Prognose werden lediglich Ein-Schritt-Prognose-Modelle betrachtet.

In der Tabelle auf Seite 45| sind die Teststatistiken und Quantile der ADF-
und KPSS-Tests sdmtlicher verwendeter Variablen im linearen Regressi-
onsmodell eingetragen, mit Ausnahme der deterministischen Dummies. Die
Tests wurden fiir Zeitreihen durchgefiihrt, welche den gesamten Datensatz
umfassen, nach demselben Schema, welches in Abschnitt auf die Abruf-
mengen angewendet wurde.

Das Ergebnis der Tests ergibt ein dhnliches Bild wie bei den Regelener-
gieabrufmengen. Die Nullhypothese des ADF-Tests, ohne Konstante und
Trend, kann nur fiir die Lastprognose fiir gewisse angefithrte Signifikanz-
niveaus nicht abgelehnt werden. Sobald eine Konstante - beziehungsweise
ein linearer Trend - in das Testverfahren inkludiert wird, wird die Null-
hypothese selbst zu einem Signifikanzniveau von 1% stets verworfen. Die
Zeitreihe wird also von einem, im Sinne dieses Tests, stationéren Prozess
erzeugt. Die Ergebnisse des KPSS-Tests lassen wiederum keine eindeutigen
Schliisse zu. Lediglich fiir den Windprognosefehler liefert der Test in bei-
den Varianten zu einem Signifikanzniveau von 1% das Ergebnis, dass die
Nullhypothese bei den gegebenen Daten nicht ausgeschlossen werden kann.
Die Handels-Volumina am Intraday-Markt werden durch den Test zu einem
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Test ADF ADF ADF KPSS KPSS
Typ Nichts Konstante| Trend Konstante| Trend
1%-Quantil -2.58 -3.43 -3.96 0.739 0.216
5%-Quantil -1.95 -2.86 -3.41 0.463 0.146
10%-Quantil -1.62 -2.57 -3.12 0.347 0.119
Ungewollter Stromimport -58,42 | -103,70 | -105,26 11,40 4,08
Ungewollter Stromexport -70,60 -72,44 -72,57 1,82 0,42
Windeinspeisung -10,88 -15,95 -16,12 2,12 0,72
Windprognose -4,98 -7,78 -7,87 2,31 1,06
Windprognose-Fehler -33,05 -33,26 -33,32 0,59 0,19
Windprognose MA -32,32 -52,06 -52,63 2,36 1,08
PV-Prognose -42,41 -52,67 -52,67 5,03 5,03
PV-Prognose MA -132,22 | -207,64 | -207,65 5,78 5,79
Last 270 | -13,75 | -13,78 3,32 2,84
Lastprognose -2,45 -14,38 -14,48 6,06 4,58
Lastprognose-Fehler -16,68 -17,08 -17,14 1,00 0,55
Lastprognose MA -13,24 -94.51 -95,49 6,45 4,88
Intraday-Kaufvolumen -41,66 -87,00 -87,74 4,12 0,19
Intraday- Verkaufsvolumen | -41,74 -87,08 -87,80 4,03 0,19
Nicht geplante Nicht-Verf. | -11,82 -12,58 -12,67 1,88 0,53

Tabelle 3.7: ADF- und KPSS-Statistiken der Variablen mit méglichem Ein-
fluss auf Abrufmengen von Regelenergie

Signifikanzniveau von 1% als stationédr um einen linearen Trend befunden.

Aufgrund der Diskrepanzen dieser Einheitswurzel-Tests wurde ein Test auf
Kointegration sdmtlicher angefiihrter Variablen durchgefiihrt. Dabei wur-
de auf einen Johansen-Test zuriickgegriffen, wobei dieser mit Hilfe der R-
Funktion ca.jo des R-Pakets urca realisiert wurde (23]). Sowohl fiir positive,
als auch fiir negative Regelenergie wird durch den Test die Hypothese der
Singularitiit der relevanten Matrix zu einem Signifikanzniveau von 1% abge-
lehnt. Dies deutet darauf hin, dass keine Kointegrations-Beziehung zwischen
den Variablen vorliegt beziechungsweise sédmtliche Variablen station&r sind.
Fiir eine genaue Beschreibung zum Johansen-Test siehe beispielsweise Ha-
milton (1994).

Die Residuen sémtlicher Regressionsmodelle, welche mit OLS geschétzt wur-
den, besitzen einen empirischen Mittelwert von Null und eine vernachléssig-
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bare empirische Korrelationen zu den Regressoren der verschiedenen Model-
le. Dies ergibt sich als direkte Konsequenz der Inklusion einer Konstanten
und des verwendeten Schétzverfahrens. Prognosemodelle, bei welchen WLS
als Schétzverfahren verwendet wurde, weisen empirische Korrelation zwi-
schen den Modellresiduen und verschiedenen Regressoren vor, insbesondere
gelaggten Werten der abhéngigen Variable. Die héchsten derartigen Werte
befinden sich im Bereich von 1072

In den Autokorrelogrammen der Residuen der Modelle, mit Hilfe derer der
Einfluss der exogenen Variablen auf die Abrufmengen {iberpriift wurde, sind
signifikante Abhéngigkeiten von unmittelbar vergangenen Werten erkenn-
bar. Ein Breusch-Godfrey-Test ergibt sowohl fiir positive als auch negative
Regelenergie schon fiir einen Lag ein signifikantes Ergebnis, also eine vor-
handene Autokorrelation in den Residuen, zu einem Signifikanzniveau von
5%. Die empirische Autokorrelationsfunktion der Residuen der Prognose-
Modelle ist insgesamt kleiner, dennoch liefert der Breusch-Godfrey-Test auch
hier bereits bei einem Lag fiir simtliche Modelle dasselbe Ergebnis. Theo-
retisch gesehen sind die Annahmen dieses Tests nicht exakt erfiillt, wobei
der Breusch-Godfrey-Test im Falle, dass die strikte Exogenitéit der Regres-
soren nicht gegeben ist, trotzdem anwendbar ist. Fiir eine genauere Diskus-
sion siche Hayashi (2000: Abschnitt 2.10). Der Test wurde mit Hilfe der
R-Funktionen bgtest aus dem Paket Imtest durchgefiihrt (I8)).

Die Matrizen der unabhingigen Variablen besitzen in sdmtlichen Model-
len vollen Spaltenrang. Ferner wurden Tests auf bedingte Homoskedasti-
zitdt der Residuen durchgefiihrt, namentlich Breusch-Pagan-Tests. Hierbei
wird die Nullhypothese der Homoskedastizitat in jedem Modell zu einem
Signifikanzniveau von 5% abgelehnt, wobei dies mit Hilfe der R-Funktion
bptest aus dem Paket [mtest iiberpriift wurde (I8). Die Modellresiduen
wurden auflerdem auf Normalitdt iiberpriift. Neben der Betrachtung von
Histogrammen und QQ-Plots wurden ein Jarque-Bera-Test und ein Chi-
Quadrat-Anpassungstest nach Pearson durchgefiihrt. Hierfiir wurden die R-
Funktionen jarque.bera. test und pearson.test aus den Paketen tseries und
nortest verwendet (22], [19). Die Tests lehnen die Normalverteilungsannah-
me in sdmtlichen Modellen zu einem Signifikanzniveau von 5% ab. Bedingte
Homoskedastizitdt sowie Normalitéit der Fehlerterme der Regression sind je-
doch keine notwendigen Annahmen fiir die Konsistenz der OLS-Schitzung.

Um einen besseren Einblick in die Schétzung zu gewinnen ist im Folgenden
das lineare Regressionsmodell der Ein-Schritt-Prognose von Abrufmengen
positiver Regelenergie abgebildet, wobei die Schiatzung auf dem gesamten
Datensatz basiert. Fiir jede unabhéngige Variable sind jeweils der entspre-
chende Koeffizientenschétzer, eine Schitzung der Standardabweichung des
Koeffizientenschéitzers und der daraus resultierende t-Wert notiert.
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Koeffizienten  t-Werte

(Intercept) —3,09 (0,45)*** -6,81
Abrufmenge positiver Regelenergie_1 0,75 (0,01)*** 88,53
Abrufmenge positiver Regelenergie_2 —0,18 (0,01)*** -20,34
Abrufmenge positiver Regelenergie_3 0,10 (0,01)*** 12,12
Abrufmenge positiver Regelenergie_4 0,08 (0,01)*** 8,01
Abrufmenge positiver Regelenergie_5 —0,04 (0,01)*** -4,59
Abrufmenge positive Regelenergie_6 0,02 (0,01)** 2,39
Abrufmenge positiver Regelenergie_7 —0,00 (0,01) -0,39
Abrufmenge positiver Regelenergie_8 0,03 (0,01)*** 4,51
Windprognose_0 0,01 (0,00)** 3,10
Windprognose_1 —0,04 (0,01)*** -5,66
Windprognose_2 0,02 (0,00)*** 6,71
Lastprognose_0 —0,01 (0,00)*** -8,13
Lastprognose_1 0,01 (0,00)*** 9,39
Lastprognose_2 0,00 (0,00) 1,47
Lastprognose_3 —0,01 (0,00)*** -8,23
Photovoltaikprognose_0 —0,07 (0,02)** -3,17
Photovoltaikprognose_1 0,17 (0,05)*** 3,26
Photovoltaikprognose_2 —0,11 (0,05)** -2,48
Photovoltaikprognose_3 0,01 (0,02) 0,50
Ungewollter Stromimport_1 0,25 (0,01)*** 24,92
Ungewollter Stromimport_2 —0,04 (0,01)*** -4,22
Ungewollter Stromimport_3 0,03 (0,01)*** 3,50
Windprognosefehler_1 0,04 (0,00)*** 20,92
Windprognosefehler_2 —0,03 (0,00)*** -11,28
Windprognosefehler_3 —0,00 (0,00)** -2,83
Abrufmenge positiver Regelenergie_96 0,07 (0,01)*** 11,02
Abrufmenge positiver Regelenergie_97 —0,05 (0,01)*** -9,23
Abrufmenge positiver Regelenergie_ MA 0,07 (0,01)*** 6,55
Windprognose_MA —0,00 (0, 00) -1,19
Lastprognose_ MA 0,00 (0,00) 1,41
Photovoltaikprognose_MA 0,01 (0,00)*** 5,69
Ungewollter Stromexport_1 0,05 (0,01)*** 6,13
Lastprognosefehler_1 —0,00 (0,00)** -2,80
Kaufvolumen Intraday_1 —0, 00 (0,00) -1,04
Nicht verfiigbare Kapazitéiten_1 0,00 (0,00)** 2,54

R? 0,68

Adj. R? 0,68

Num. obs. 34938

RMSE 6,97

**%5 < 0,001, **p < 0,01, *p < 0,05

Tabelle 3.8: Lineares Regressionsmodell der Ein-Schritt-Prognose: Positive
Regelenergie
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Die angefiihrten Zahlen zu erkldrenden Variablen entsprechen dem Lag der
betroffenen Variablen. Beispielsweise entspricht Windprognose_0 der progno-
stizierten Einspeisung aus Windenergie zu dem Zeitpunkt, welcher progno-
stiziert werden soll. Dahingegen entspricht Windprognose_1 dem Wert der
Vorperiode. Windprognose_MA bezeichnet einen einseitigen Moving Avera-
ge der Ordnung 24 und ist analog fiir die anderen Variablen zu interpretie-
ren. Bei dem Moving Average der Abrufmengen werden klarerweise nur die
letzten bekannten Werte verwendet. Auf die Darstellung der Koeffizienten
sdmtlicher Dummy-Variablen wurde aus Platzgriinden verzichtet. Die Stan-
dardabweichung der Koeflizientenschétzer wurde mit Newey-West geschétzt
um moglichen Verletzungen der Annahmen an den Fehlerterm entgegenzu-
wirken. Hierfiir wurde die Funktion NeweyW est aus dem R-Paket sandwich
verwendet (20)).

Die Sterne bei Koeflizienten deuten an, dass der assoziierte t-Wert un-
ter beziehungsweise {iber dem iiblichen Signifikanzniveau des entsprechen-
den t-Tests liegtﬁ Allerdings ist nicht davon auszugehen, dass die An-
nahmen ebendieses Tests erfiillt sind. Der ¢-Wert entspricht dem Quoti-
ent aus Schitzer und geschétzter Standardabweichung des Schétzers. Trotz
Schétzungen der ensprechenden Standardabweichungen durch Newey-West
sollte hier nicht von deren Exaktheit ausgegangen werden. Ein hoher ¢-Wert
kann jedoch nach wie vor auf einen vorhandenen Einfluss hindeuten.

Die Schétzer der Koeffizienten der gelaggten Werte der abhéngigen Variablen
erzeugen fast gidnzlich hohe t-Werte. Dasselbe gilt fiir die Prognosevariablen
sowie ungewollten Stromimport und den Prognosefehler der Windeinspei-
sung. Die Moving-Average-Werte der Wind- und Lastprognose sowie die an-
deren Variablen deren Einfluss iiberpriift wurde, wirken nebenséchlich fiir
die Prognose, mit Ausnahme des ungewollten Stromexports. Die nicht dar-
gestellten OLS-Schiétzer der Koeffizienten der Dummy-Variablen haben ver-
gleichsweise hohe geschétzte Standardabweichungen und gelegentlich dement-
sprechend niedrige t-Werte.

Die Vorzeichen der Koeffizienten decken sich teilweise nicht mit den heu-
ristischen Uberlegungen in Abschnitt Die Koeffizienten der Progno-
sevariablen und deren gelaggten Werten nehmen abwechselnd positive und
negative Vorzeichen an. Damit ldsst sich nicht eindeutig darauf schlieflen ob
hohe Werte der Variablen zu einem erhohten Bedarf an positiver Regelener-
gie fithren. Der ungewollte Stromimport der Vorperiode besitzt sowohl ein
positives Vorzeichen als auch einen der hochsten ¢-Werte des Modells. Ein
dhnlich hoher t-Wert ist beim Windprognosefehler der Vorperiode zu finden.

26Der entsprechende Koeffizientenschitzer wird bei diesem Test auf Null getestet. Man
spricht in diesem Zusammenhang auch oft von einem Test auf statistische Signifikanz.
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Ein positiver Prognosefehler bedeutet, dass die Prognose die tatséchliche
Einspeisung iibersteigt, also weniger als geplant eingespeist wurde. Ein po-
sitiver Zusammenhang erscheint demnach sinnvoll. Allerdings besitzt der
Windprognosefehler der zweiten Vorperiode ein negatives Vorzeichen, was
wiederum einen komplexeren Zusammenhang als vermutet suggeriert. Der
ungewollte Stromexport der Vorperiode besitzt einen positiven Koeffizien-
ten, der Rest der Variablen deren Einfluss iiberpriift wurde, scheint im Ge-
gensatz zu den bereits erwidhnten einen geringen Erkldrungswert zu liefern.

Das Bestimmtheitsmaf der Regression R? betriigt im obigen Modell 0,68. Es
misst den Anteil der Variabilitit der abhéingigen Variablen, welcher durch
die Regression auf die exogenen Variablen erklart wird. Der Wert liegt beim
geschétzten Modell sehr nahe am adjustierten Bestimmtheitsmafl Rgdj, was
sich durch die hohen Anzahl an Beobachtungen begriinden ldsst. Ein wesent-
licher Anteil des Wertes ergibt sich aus der Inklusion gelaggter Werte der
abhéngigen Variablen. Das Modell der Abrufmengen positiver Regelenergie,
bei dem lediglich exogene Variablen als Regressoren verwendet werden, er-

gibt ein Bestimmtheitsmafl von 0,336.

Bei einer Untersuchung der Residuen des Modells, wirkt die Annahme der
Normalverteilung bei einem Blick auf das Histogramm in Abbildung
nicht vollig unpassend, obwohl ein QQ-Plot und Tests ein anderes Ergebnis
liefern. Des Weiteren sind nach wie vor signifikante Werte in der Autokorre-
lationsstruktur zu erkennen. Es ist ersichtlich, dass die Residuen eine hohe
Schwankungsbreite in Bezug auf die Tageszeit aufweisen, wie schon die Ab-
rufmengen an Regelenergie selbst. Im Appendix sind das lineare Regressi-
onsmodell der Ein-Schritt-Prognose der Abrufmengen negativer Regelener-
gie sowie die entsprechenden Plots der Residuen zu finden.

Zusammenfassend ldsst sich sagen: Nicht alle Annahmen des linearen Regres-
sionsmodells sind erfiillt. Die Frage nach der Stationaritéit der Regressoren
lésst sich, wie schon bei den Abrufmengen von Regelenergie, auf Basis der
durchgefithrten Tests nicht eindeutig beantworten. Ein stochastischer Pro-
zess, welcher nicht stationér ist, muss jedoch nicht integriert sein. Einige der
Argumente, welche gegen einen positiven Integrationsgrad der Regelener-
gieabrufmenge sprechen, lassen sich auch auf Variablen aus diesem Kontext
anwenden. Der Johansen-Test wiirde ebenfalls dagegen sprechen. Jedoch ist
zu erwarten, dass die Zeitreihen der Variablen streng genommen nicht durch
stationire stochastische Prozesse erzeugt wurden. Variablen wie Last und
Einspeisung aus erneuerbaren Energiequellen sind stark abhéngig von Ta-
geszeiten (), wodurch davon auszugehen ist, dass Mittelwert und Varianz
des zugrunde liegenden Prozesses nicht konstant sind. Allerdings scheint die
Annahme eines integrierten Prozesses auch nicht unbedingt passend.
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Residuen des Prognose-Modells Haufigkeitsverteilung der Residuen

Modelresiduen
©

Modelresiduen

Ju3015
Zeit

ACF
Modelresiduen

Abbildung 3.14: Residuen des linearen Regressionsmodells der Ein-Schritt-
Prognose: Abrufmengen positiver Regelenergie

Des Weiteren weisen die Modellresiduen der verschiedenen Prognoseansétze
Eigenschaften auf, die gegen die Annahme eines White-Noise-Prozesses fiir
den Fehlerterm sprechen, wie beispielsweise bei den durchgefiihrten Tests auf
Autokorrelation ersichtlich wird. Dies ist ein Hinweis darauf, dass sie noch
Information enthalten, welche die Giite der Prognose der Zeitreihe verbes-
sern kénnte. Somit sollte im linearen Regressionsmodell nicht von der Konsi-
stenz des OLS- beziehungsweise WLS-Schétzers, und noch weniger von deren
asymptotischer Normalitéit, ausgegangen werden. Natiirlich ist zu erwéihnen,
dass Variable sehr wohl einen Einfluss auf die Abrufmengen von Regelener-
gie haben kénnen, welcher jedoch in diesem Kontext nicht registriert wur-
de, da die Spezifikation des vorgestellten Ansatzes dies nicht zulisst. Ein
grofles Manko des linearen Regressionsmodells im Kontext der Abrufmen-
gen von Regelenergie ist, dass bei der Schétzung die Nichtnegativitdt der
Zeitreihe nicht explizit berticksichtigt wird. Dies wird beispielsweise durch
ein zensiertes lineares Regressionsmodell - ein Tobit Modell - beriicksichtigt.
Modelle der untransformierten Zeitreihe beziehungsweise der Yeo-Johnson-
Transformation, welche keine negativen Werte erzeugt, erzielen die besten
Prognosewerte. Auch wenn Tobit Modelle iiblicherweise fiir Querschnittsda-
ten verwendet werden, bieten sie sich hier als logischer Ankniipfungspunkt.
Das Tobit Modell soll deshalb im nédchsten Abschnitt dieser Arbeit kurz
vorgestellt, auf die Daten angewendet und anschlieend die Ergebnisse zu-
sammengefasst werden.
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3.5 Das Tobit Modell

Das Tobit Modell versucht den Zusammenhang zwischen Variablen zu be-
schreiben, wobei die abhéingige Variable in einem gewissen Sinne einge-
schrénkt ist. Die {iblichen Einschrinkungsmechanismen hierbei sind ,,Stut-
zen“ und ,,Zensieren“. Eine gestutzte Variable ist nur in einem bestimmten
Bereich beobachtbar (zum Beispiel Anteil der Einkommenssteuer am Ein-
kommen in Osterreich), zensierte Variablen nur bis zu einem gewissen Aus-
maf} (beispielsweise Lebenszeit von Maschinenteilen). Im Zusammenhang
mit Tobit Modellen werden oft latente Variable verwendet: y* ist eine la-
tente Variable, wenn ihre Werte nicht direkt beobachtet werden. Allerdings
kann eine Funktion der latenten Variablen, y, beobachtet werden. Ein Bei-
spiel fiir eine derartige Variable ist das Wissen von Studierenden in einer
bestimmten Fachrichtung. Es ldsst sich weder beobachten noch ist es exakt
quantifizierbar, allerdings kénnen Beurteilungen von Priifungen und verfas-
sten Arbeiten als Schiatzungen davon aufgefasst werden.

Sei y* eine latente Zufallsvariable und y beobachtet. y heifit bei L linkszen-
siert, wenn

y* firy* > L

L firy*<L

y:

beziehungsweise bei L linksgestutzt, falls gilt

y=y* firy">1L
Es gibt eine Fiille an Tobit Modellen, welche unterschiedliche Modellie-
rungen der Zusammenhénge beziehungsweise der Daten selbst ermdglichen.
Das erste Tobit Modell wurde fiir die Analyse von Querschnittsdaten von
Haushalten entwickelt, allerdings haben derartige Modelle auch schon An-
wendungen im Kontext der Zeitreihenanalyse gefunden. Im Folgenden wird

das Standard Tobit Modell im Fokus der Betrachtung stehen, wobei die
Ausfithrungen hierzu Amemiya (1985) folgen.

3.5.1 Das Modell

Das Standard Tobit Modell, welches auch als Typ 1 bezeichnet wird, ldsst
sich als lineares Regressionsmodell mit einer eingeschrinkten Variablen be-
schreiben. Im Falle der Abrufmengen von Regelenergie, welche bei Null links-
zensiert sind, ldsst sich dies folgendermafien zusammenfassen.
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y; = Xi B+ ey

y; firyf >0
Yt =

0 firy; <0
Die einzelnen Komponenten des Modells sind analog zum linearen Regres-
sionsmodell interpretierbar, wobei die latente Variable klarerweise nicht be-
obachtet wird. Dieser Ansatz birgt Vorteile gegeniiber dem vorhergehen-
den Verfahren: die OLS-Schéitzung des linearen Regressionsmodells aus Ab-
schnitt erzeugt verzerrte Schétzer des Parametervektors 5, da die Nullen
das Ergebnis verfilschen”’| Die durch das Tobit Modell postulierte Bezie-
hung muss wiederum durch eine Stichprobe geschétzt werden, wobei hierfiir
unterschiedliche Verfahren existieren. In dieser Arbeit wird die iibliche Maxi-
mum-Likelihood-Methode betrachtet.

3.5.2 Einfluss der Variablen im Modell

Wie im Abschnitt erlautert, wurde der Einfluss verschiedener Varia-
blen auf die Abrufmengen von Regelenergie iiberpriift. Die Abbildungen [3.15]
und stellen die Ergebnisse fiir positive und negative Regelenergie dar.
Die durchschnittlichen Werte der Evaluationskriterien, gemittelt iiber Mo-
nate, sind in einer Tabelle im Appendix zu finden. Als Maximalanzahl der
verwendeten Lags wurde wieder acht festgelegt, wobei diese Grenze bei der
Schitzung stets eingehalten wurde.

Die einflussreichsten Variablen im Tobit Modell, relativ gesehen unter den
betrachteten, sind dieselben wie im linearen Regressionsmodell. Ungewoll-
ter Stromimport, der Windprognosefehler und dahinter die Windeinspeisung
iitben im Kontext des Modells und des verwendeten Verfahrens den grofiten
Einfluss auf Abrufmengen positiver Regelenergie aus. Dasselbe trifft bei ne-
gativer Regelenergie zu, wobei ungewollter Stromexport anstatt -import aus-
schlaggebend ist. Als geschatzter Wert fiir die Abrufmengen wurde der ent-
sprechende Erwartungswert verwendet, welcher im néchsten Abschnitt niher
erliutert wird. Die Schiitzung der Modelle fiir die Uberpriifung des Einflusses
und die Erstellung der Intraday-Prognose wurde mit der R-Funktion tobit
des Pakets AER durchgefiihrt (I4]). Diese greift wiederum auf die survreg-
Funktion des Pakets survival zu (21).

2"Fiir Genaueres siche beispielsweise Amemiya (1985: Abschnitt 10.4.2).
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Abbildung 3.15: RMSE/MAE-Vergleich gemittelt: Einfluss der Variablen:
Tobit Modell - abgerufene positive Regelenergie
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Abbildung 3.16: RMSE/MAE-Vergleich gemittelt: Einfluss der Variablen:
Tobit Modell - abgerufene negative Regelenergie
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3.5.3 Prognose

Die Prognose im Tobit Modell verlduft analog zum linearen Regressionsmo-
dell, wie in Abschnitt beschrieben. Allerdings wurden weniger Varian-
ten als zuvor implementiert. Die Ergebnisse des linearen Regressionsmodells
deuten darauf hin, dass die Prognose der untransformierten Zeitreihe be-
ziehungsweise der Werte nach einer Yeo-Johnson-Transformation die besten
Ergebnisse liefert. Das Tobit Modell bietet sich daher als néchster, logischer
Schritt fiir die Modellierung der Daten an. Eine wesentliche Eigenschaft der
Abrufmengen ist, dass sie keine negativen Werte umfassen. Dieses Merkmal
wird durch das Tobit Modell beriicksichtigt, wodurch intuitiv der Zusam-
menhang der Daten besser beschrieben wird und eine prézisere Prognose
moglich ist.

Im linearen Regressionsmodell wird der bedingte Erwartungswert der abhén-
gigen Variablen, bedingt auf die Realisationen der Regressoren, als Linear-
kombination der unabhéngigen Variablen modelliert. Der bedingte Erwar-
tungswert einer Zufallsvariablen Z bedingt auf X ist der Minimierer der
erwarteten quadratischen Fehlerabweichung unter allen messbaren Funktio-
nen von X. (Scherrer: 2015)
E(Z|X) = argmin E((Z - g(X))?)
g messbar

Der bedingte Erwartungswert im Tobit Modell besitzt eine andere Gestalt.
Sei y; durch das vorgestellte Tobit Modell erzeugt, wobei der Fehlerterm,
bedingt auf die Regressoren, einer Normalverteilung folgt. Dann gilt fiir den
Erwartungswert von y; bedingt auf die Realisation der Regressoren X; das
auf Seite [55] Gezeigte.

In den dargestellten Zwischenschritten wird angenommen, dass der Feh-
lerterm des Modells, bedingt auf die Realisationen der Regressoren, nor-
malverteilt mit Erwartungswert Null ist. Aulerdem werden Formeln fiir die
Normalverteilung und die zensierte Normalverteilung verwendet, wie sie bei-
spielsweise in Greene (2008) zu finden sind. ¢, f, ® und F stehen in die-
sem Zusammenhang fiir die Dichte und Verteilungsfunktion der Standard-
normalverteilung respektive einer Zufallsvariablen. Wiirden Abrufmengen
von Regelenergie durch ein Tobit Modell erzeugt werden, so wére der obige
Ausdruck der Minimierer der erwarteten quadratischen Fehlerabweichung.
Deswegen wird der dargestellte bedingte Erwartungswert als Prognosewert
verwendet. Des Weiteren eignet sich die Linearkombination der exogenen
Variablen X;f, zensiert bei Null, als weiterer simpler Prognosewert, welcher
im Folgenden als lineare Priddiktoren bezeichnet wird. Ergénzend werden
diese Arten der Prognose auch fiir die Zeitreihe nach einer Yeo-Johnson-
Transformation evaluiert.
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E(yi Xe) = By Xe, yf > 0)P(y; > 01X3) + E(ye| X, 47 < 0)P(yp < 01Xy) =
= (XiB + E(et| Xe, yf > 0))P(y; > 0[Xy) =
= (XyB8 + E(e| Xy, e0 > —Xi8))P(er > — X8| Xy) =
= (XyB8+ E(e| Xy, e0 > —Xi8))(1 — Pley < = X481 X)) =

= (Xtﬂ + /_O; ﬁxfmxt (z|lz > —XiB) dw) (1= F.x,(=X:8)) =

— Xtﬁ+/_jtﬁx1_q)zw) feux, () dz (1_¢<—§t6>)
= Xtﬂ—i_q)(%ﬁ)/—o;ﬁxaxjﬂeﬁdx <I><X;B):

1 0 1 —22 X
= Xtﬁ+/ zo e 2 odz <I><t6>:
(D(Xit> X8 oV 2w o

o

= Xtﬁ‘i‘Uq)(}(tB)/o);ng(z)dz <I><X0tﬁ>:

Die Ergebnisse der Prognose sind in der Tabelle auf Seite [56] zusammenge-
fasst, wobei abermals lediglich die Durchschnittswerte der Fehlermafle iiber
die Monate angefiihrt sind. Die Regressoren beziehungsweise die Anzahl der
Lags der verwendeten Variablen wurde von der Prognose anhand dem li-
nearen Regressionsmodell iibernommen. Der Grund hierfiir ist, dass das
Schétzen sdamtlicher Modellvarianten fiir jeden Prognosehorizont schon beim
linearen Regressionsmodell einen erheblichen Zeitaufwand darstellt, beim
Tobit Modell jedoch noch um ein Vielfaches rechenintensiver ist?¥] Aus den
Fehlermaflen der Prognose ist ersichtlich, dass die Linearkombination der
exogenen Variablen als Prognosewert fast génzlich niedrigere Fehlermafle
erzeugt als der angefiihrte Erwartungswert. Hierzu ist zu bemerken, dass
der wahre datengenerierende Prozess keinem Tobit Modell entspricht und in
der Herleitung des bedingten Erwartungswertes einige Annahmen getroffen
wurden, welche voraussichtlich nicht erfiillt sind.

ZFiir jeden Prognosehorizont miissen 4608 Modelle geschiitzt und evaluiert werden.
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RMSE Positive Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
EW 6,81 8,98 [9,80 |10,26|10,64|10,89| 11,05 11,15) 11,25/ 11,32 11,38 11,45 11,47 11,51/ 11,54 11,57
Lineare

6,71 | 8,89 | 9,74 | 10,22 10,62 10,87 11,05 11,17 11,27 11,35/ 11,41 11,46{ 11,51| 11,55 11,59| 11,62
Pradiktoren
YJ - EW 11,59| 12,03 11,92 11,95/ 12,17] 12,34] 12,43| 12,45| 12,51 12,55| 12,60| 12,65| 12,67] 12,70| 12,73 12,75
YJ - Lineare

11,60] 12,06 11,97 12,01} 12,25| 12,44] 12,53| 12,56/ 12,62 12,67 12,72 12,77| 12,80| 12,83| 12,85[ 12,88
Pradiktoren
MAE Positive Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
EwW 4,65 (6,35 |7,02 |7,39 |7,73 |7,96 | 8,11 |8,21 [8,30 8,38 |8,44 |8,48 8,53 |8,57 |8,61 |8,63
Lineare

3,95 | 5,39 | 5,88 | 6,16 | 6,44 |6,63 | 6,76 | 6,85 |6,94 | 7,00 | 7,05 |7,10 |7,15 | 7,19 |7,22 | 7,25
Pradiktoren

YJ - EW 5,29 |6,01 |6,12 |6,22 |6,39 |6,50 | 6,57 | 6,62 |6,66 |6,70 |6,73 |6,75 |6,78 | 6,80 | 6,82 | 6,83
YJ - Lineare

5,27 |5,98 (6,09 6,19 | 6,36 | 6,47 | 6,54 | 6,58 | 6,63 | 6,67 |6,69|6,72 |6,75 | 6,77 | 6,79 | 6,80

Préadiktoren
RMSE Negative Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
EW 7,17 19,36 |10,55/11,34]12,07| 12,54] 12,85/ 13,06| 13,23 13,37 13,48)13,57| 13,64] 13,69 13,74/ 13,78
Lineare

7,10 19,30 | 10,50 11,30 12,02 12,50, 12,81 13,03 13,21 13,35 13,47 13,56 13,63 13,69 13,73 13,78
Préadiktoren
YJ - EW 12,00|13,14| 13,31| 13,65| 14,24] 14,60/ 14,67| 14,81| 14,88 14,98| 15,04 15,07| 15,11| 15,14] 15,18/ 15,25
YJ - Lineare

12,00] 13,17/ 13,36| 13,70| 14,31| 14,68 14,77/ 14,91| 14,98 15,09| 15,16| 15,19| 15,23| 15,26/ 15,31| 15,37
Priadiktoren
MAE Negative Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
EW 5,01 [6,74 7,66 | 8,28 |8,86 |9,22 |9,47 |9,65 |9,81 |9,94 |10,03/10,10/10,17/10,22/10,26| 10,31
Lineare

4,36 | 5,83 | 6,55 | 7,03 | 7,52 |7,82 (8,02 |8,18 [8,32 |8,43 |8,51 |8,57 |8,64 |8,69 |8,72 |8,76
Priadiktoren

YJ - EW 5,87 |6,89 |7,14 |7,40 |7,74 |7,94 | 8,02 | 8,10 8,17 |8,23 |8,27 |8,29 |8,31 |8,33 |8,36 |8,39
YJ - Lineare
Préadiktoren

5,85 6,86 | 7,11 7,38 | 7,71 [7,92 | 8,00 |8,09 | 8,15 | 8,21 | 8,25 | 8,28 | 8,30 | 8,32 | 8,35 | 8,38

Tabelle 3.9: Evaluationskriterien der Prognose mit einem Tobit Model fiir
positive und negative Regelenergie

Allerdings sind die Fehlermafle der Prognose des Tobit Modells fiir ,,kurze“
Prognosehorizonte niedriger als die des linearen Regressionsmodells. Bei-
spielsweise ergeben sich fiir einen Prognosehorizont von einem oder zwei
Zeitschritten niedrigere RMSE-Werte fiir Abrufmengen positiver und nega-
tiver Regelenergie. Die Prognose mit Hilfe des Tobit Modells erzeugt fiir
positive Regelenergie sogar durchgehend niedrigere MAE-Werte fiir die be-
trachteten Horizonte. Bei negativer Regelenergie ergeben sich bis zu einer
Schrittweite von sechs niedrigere MAE-Werte. Die Modellierung der Nicht-
negativitit der Abrufmengen durch ein Tobit Modell scheint daher, zumin-
dest fiir die beschriebenen Prognosehorizonte und im Sinne der erwéhnten
Fehlermafle, Verbesserungen zu liefern. In der folgenden Tabelle sind die
Anteile der korrekt prognostizierten Null-Aufrufe zusammengefasst.
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Nullen —

Anteil in Positive Regelenergie

Prozent

Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Lineare

78,12 70,34| 64,35 60,55 56,02 52,100 49,73 48,24 46,61] 45,64] 44,19 44,00 43,39 42,18 41,47 41,51
Pradiktoren
YJ -

Lineare 64,40| 49,56 41,98| 38,41| 33,02| 28,87 26,20| 25,33 24,13| 22,55| 21,45 21,42| 20,82 20,13[ 19,35 19,42
Pradiktoren

Nullen —
Anteil in Negative Regelenergie
Prozent
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Lineare

75,78 68,100 61,17 54,97 50,61| 46,97 44,58 41,29 39,49 38,22 36,76 35,71| 35,16| 34,60 33,69 32,87
Préadiktoren
YJ -
Lineare 54,62| 33,67 25,04 20,89(17,33| 15,05 12,97/ 11,52/ 10,03/ 9,17 | 8,66 |7,86 | 7,31 | 7,24 |6,84 | 6,67
Priadiktoren

Tabelle 3.10: Anteil der korrekt prognostizierten Null-Aufrufe fiir aus-
gewahlte Spezifikationen des Tobit Modells - positive und negative Rege-
lenergie

Null-Aufrufe werden in diesem Kontext korrekt prognostiziert, falls die ent-
sprechende Linearkombination der erklirenden Variablen X;8 kleiner oder
gleich Null ist. Da durch das Tobit Modell unter anderem die Linkszensie-
rung der Daten beriicksichtigt wird, werden Null-Aufrufe signifikant bes-
ser prognostiziert als im linearen Regressionsmodell. Fiir die Ein-Schritt-
Vorhersage ergeben sich sowohl fiir positive als auch negative Regelenergie
Werte iiber 75%. Selbst groflere Schrittweiten erzeugen wesentlich héhere
Anteile als beim linearen Regressionsmodell. Die Yeo-Johnson-Transforma-
tion fiihrt in diesem Zusammenhang wiederum zu einem niedrigeren Anteil
an korrekt prognostizierten Nullen. In der Tabelle sind keine Werte fiir die
Prognose mit Hilfe des bedingten Erwartungswertes angefiihrt, da hierbei
nur strikt positive Werte erzeugt werden.

3.5.4 Evaluation der Modellannahmen

Tobit Modelle haben Anwendungen in der Zeitreihenanalyse gefunden, ur-
spriinglicherweise wurden sie jedoch fiir die Analyse von Querschnittsdaten
verwendet. Es existiert daher auch mehr Literatur im Kontext von Quer-
schnittsdaten, wobei hier oftmals andere Merkmale im Vordergrund stehen.
Ubliche Annahmen, wie sie zum Beispiel in Amemiya (1985) zu finden sind,
wirken nicht passend im Kontext der vorgestellten Anwendung. Wie im li-
nearen Regressionsmodell sind die Regressoren streng genommen als Trajek-
torien von stochastischen Prozessen aufzufassen. Dadurch sind zusétzliche
Annahmen, wie die Stationaritit der Prozesse, fiir die Konsistenz verschie-
dener Schitzverfahren nétig. De Jong und Herrera (2011) leiten hinreichen-
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KAPITEL 3. ANALYSE DER ABRUFMENGEN VON REGELENERGIE

de Annahmen fiir die Konsistenz und asymptotische Normalitit von zwei
Schétzern her, darunter ist auch der iibliche Maximum-Likelihood-Schétzer.
Hierbei wird explizit beriicksichtigt, dass sich gelaggte Werte der abhéngigen
Variablen unter den Regressoren befinden. Darin folgt y; dem folgenden Mo-
dell, welches dquivalent zu dem anfangs erwéihnten ist.

P
ye=max | 0,) pjye—j + 7 Xi + &
j=1
Fasst man die Parameter des Modells in einem Vektor zusammen, nédmlich
8 = (p/,’y/,a)/ so liasst sich als geschiitztes Pendant hierzu b = (r/,c/,s)/
definieren. Hiermit ergibt sich als Likelihood-Funktion des Modells, bezie-
hungsweise Log-Likelihood-Funktion, folgender Ausdruck.

_ p . L
0(b) = 1(y > 0) log <3—1 b (yt Z]:l TiYt—j — C Xt>>

S

3P riy - X
+1(y = 0) log <<I>< 2= 3 t))
S

Dabei bezeichnen ¢ und ¢ die Dichte- respektive Verteilungsfunktion der
Standardnormalverteilung. Der Parametervektor, welcher diese Funktion fiir
eine gegebene Stichprobe maximiert wird Maximum-Likelihood-Schétzer ge-
nannt. Die folgenden Annahmen werden an die verschiedenen Komponenten
des Modells gerichtet.

T 1. (Xt/, 5t)/ist eine Folge von strikt stationéren ,strong mixing* (3.7)

Zufallsvariablen mit ,,mixing number“ (M) und E|X;|* < oo
T 2. ¢ ist bedingt auf (X, ..., X7) unabhéingig und identisch (3.8)

normalverteilt mit Erwartungswert 0 und Varianz o2.

T 3. Der Parametervektor des Modells 8 = (p ,~ , o) ist in einer (3.9)

Menge B enthalten, welche ein kompakter Unterraum von RPT7tist.

P
T 4. Eww,1 er Yi—j + ¢ X; > 6 | ist positiv definit fiir ein  (3.10)
j=1

positives 0. wy = (Y1, .- -, yt,p,Xt,, 1)
T 5. Der Parametervektor des Modells 8 = (p,~,0) liegt im  (3.11)

Inneren von B.

vo 1on (D) (5) - 5(2) (2)un e

ist invertierbar.
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Die Annahme impliziert, dass die einzelnen Komponenten des Zufalls-
vektors X; sowie der Fehlerterm schwach stationér sind. besagt, dass die
Residuen des Modells normalverteilt sowie unkorreliert zu vergangen Wer-
ten sind. Allerdings sind Fehler bei der Schiatzung von Tobit Modellen nicht
so einfach greifbar wie bei linearen Regressionsmodellen. Da angenommen
wird, dass der Prozess y; nicht zu jeder Zeit beobachtet wird, geht somit
auch Information iiber den Fehlerterm verloren, welcher durch die Residuen
geschétzt wird. Eine Moglichkeit Residuen fiir jeden Zeitpunkt zu erhalten,
ist die Differenz der gefitteten Werte und den Beobachtungen zu verwenden,
auch wenn die Beobachtungen zensiert sind. Eine andere Variante wére, nur
bei Beobachtungen gréfler Null Residuen zu berechnen. Die vierte Annahme
erfordert, dass eine Matrix der unabhéngigen Variablen der Regressionsglei-
chung vollen Spaltenrang besitzt. Die letzte Annahme impliziert, dass die
Hesse-Matrix der Log-Likelihood-Funktion invertierbar ist. Die dritte und
die fiinfte Annahme stellen Forderungen an das Optimierungsproblem, wel-
ches zur Auffindung des Maximum-Likelihood-Schétzers gelost wird - auf
welches in dieser Arbeit nicht eingegangen wird.

In De Jong und Herrera (2011) wurde gezeigt, dass der Maximum-Likelihood-
Schitzer B Az unter den ersten vier Annahmen konsistent ist. Sind auch die
zwei darauffolgenden Voraussetzungen erfiillt, so ist er sogar asymptotisch
normalverteilt.

Die Stationaritdt der abh#ingigen Variablen und der Regressoren wurde be-
reits in vorhergehenden Abschnitten untersucht, némlich [3.1] und [3:4.4] Da-
bei wurde jedoch kein eindeutiges Ergebnis erzielt, weswegen die Stationa-
ritét der einzelnen Prozesse nicht vorausgesetzt werden kann. Bereits die
erste Annahme fordert jedoch eine wesentlich stérkere Eigenschaft des da-
tengenerierenden Prozesses. Des Weiteren erscheinen die Annahmen an den
Fehlerterm, insbesondere die der Unabhéngigkeit, in diesem Kontext nicht
passend. Da diese Folgerungen bereits einigen der angefiihrten Vorausset-
zungen widersprechen lisst dies die Uberpriifung sémtlicher Annahmen red-
undant erscheinen. Aus diesem Grund wird an dieser Stelle auf das Anfiithren
statistischer Tests verzichtet.

Zusammenfassend lédsst sich sagen, dass das Tobit Modell zumindest fiir
,kurze“ Prognosehorizonte eine Verbesserung gegeniiber dem linearen Re-
gressionsmodell im Sinne des RMSE liefert. MAE-Werte sind fiir positive Re-
gelenergie sogar durchwegs niedriger. Aulerdem werden Null-Aufrufe durch
das Tobit Modell wesentlich besser modelliert. Allerdings unterscheiden sich
die Evaluationskriterien teilweise nur marginal und das lineare Regressions-
modell erzielt fiir groBere Schrittweiten zum gréfiten Teil bessere Ergebnisse.
Die Resultate des Tobit Modells kénnen als Benchmark fiir das lineare Re-
gressionsmodell und weitere Analysen verwendet werden.
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Eine haufig verwendete Klasse von Modellen fiir Zeitreihen sind ARIMA Mo-
delle. Auch wenn statistische Zusammenhéinge in der Realitéit oft komplexer
sind, liefern sie teilweise gute Vorhersagen, insbesondere fiir kurze Horizon-
te. Die Prognose von negativen Werten wird zwar durch ARIMA Modelle
nicht verhindert, allerdings hat die Beriicksichtigung der Nichtnegativitét
der Abrufmengen durch das Tobit Modell nur bedingt Verbesserungen der
Prognose ermoglicht. Des Weiteren scheint das Inkorporieren von Struktur
im Fehlerterm in ein Modell zu einer préziseren Schitzung zu fithren, wie
beispielsweise bei der WLS-Schétzung des linearen Regressionsmodells er-
sichtlich wird.
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3.6 SARIMA

Neben der Analyse der Abrufmengen durch Regressionsmodelle wird die
Zeitreihe durch einen eindimensionalen SARIMA-Prozess modelliert. Hier-
bei handelt es sich um ein Modell fiir stochastische Prozesse, welches seine
Entwicklung lediglich durch seine eigene Vergangenheit und die des asso-
ziierten Fehlerterms zu erkldren versucht. In diesem Zusammenhang lasst
sich der Einfluss anderer Variablen auf die Abrufmengen an Regelenergie
nicht iiberpriifen, allerdings eignen sich derartige Modelle fiir Prognosen
von Zeitreihendaten.

3.6.1 Das Modell

SARIMA - oder Seasonal ARIMA - ist ein Modell, welches sich aus verschie-
denen Bausteinen zusammensetzt, die im Folgenden kurz vorgestellt werden
sollen. Die Ausfiihrungen folgen hier Hamilton (1994). Das Fundament die-
ser Modellklasse bildet der sogenannte White Noise Prozess. Hierbei handelt
es sich um eine Folge von Zufallsvariablen in diskreter Zeit &; - also um einen
stochastischen Prozess. Fiir diesen gilt

E(e) =0, B =0 VteZ
Cov(et,en) = E(ereran) =0 VE,h#£0

Es handelt sich somit um einen Prozess mit konstantem Erwartungswert
gleich Null und konstanter Varianz, welcher unkorreliert zu seiner Vergan-
genheit ist - und somit um einen schwach stationédren Prozess. Im linearen
Regressionsmodell und im Tobit Modell wird iiblicherweise vorausgesetzt,
dass der Fehlerterm einem White Noise Prozess entspricht. Ein Prozess der
Gestalt

Y=p+e+0e1

wird Moving Average Prozess der Ordnung Eins, oder MA(1)-Prozess ge-
nannt, wobei ¢ und 6 Konstanten entsprechen. Der Wert des Prozesses zum
Zeitpunkt t ergibt sich also aus einer Konstanten - seinem Mittelwert u
- und einer gewichteten Summe der zwei letzten Werte eines White Noise
Prozesses. Daher stammt auch der Name Moving Average.

Yy =p+ep 0161+ b o+ ...+ 0,5

Der obige Prozess bezieht noch mehr vergangene Werte eines White Noise
Prozesses in die gewichtete Summe mit ein und wird als MA(q)-Prozess be-
zeichnet. Ein derartiger Prozess ist fiir alle reellen Werte von (61,02, ...,0,)
schwach stationér. Ein weitere wichtige Prozessklasse sind autoregressive
Prozesse.

Yt =c+Pryi—1 +et
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Die obige Gleichung beschreibt ein autoregressives System. Ein stationérer
Prozess, welcher diese Gleichung fiir alle betrachteten Zeitpunkte t € Z
erfiillt, wird als AR(1)-Prozess bezeichnet. Der Wert der Variablen zum
Zeitpunkt t setzt sich aus seiner eigenen Vergangenheit, einer Konstanten
und einem Fehlerterm zusammen, welcher wie gehabt einen White Noise
Prozess darstellt. Ein AR(p)-Prozess ist eine stationére Losung des folgenden
Systems

Yt=cH+o1yi1+d2ys2+ -+ Spyip + et

Bei autoregressiven Systemen ist die Frage nach der Existenz einer stati-
ondren Losung nicht so leicht zu beantworten wie bei Moving Average Pro-
zessen und héngt eng mit dem Koeffizienten-Vektor (¢1, ¢2, ..., ¢p) zusam-
men. Diese Eigenschaft iibertrigt sich auf Autoregressive Moving Average
Prozesse [ARMA], welche folgendermaflen charakterisiert sind

Yy=c+o1yr1+dayr2+ -+ OpYipt
g+ 01611 +00ei o+ ...+ Hq €t—q

ARMA (p, q)-Prozesse stellen eine Kombination der beiden vorhergehenden
Ideen dar. Der Prozess lésst sich jedoch auch alternativ darstellen, mit Hilfe
des Backshift-Operators fiir stochastische Prozesse. Hierbei handelt es sich
um einen Filter. Filter sind Funktionen, welche, vereinfacht gesagt, Prozesse
auf Prozesse abbilden. Der Backshift-Operator ist ein besonders einfacher
Filter und folgendermaflen deﬁniertm

Byi=vi1, Byi=y s
Der Operator kann im Folgenden mit den iiblichen algebraischen Rechen-

regeln behandelt werden. Mit diesem Konzept ldsst sich ein ARMA(p, q)-
Prozess dquivalent durch die folgende Gleichung charakterisieren.

(1—¢1B—oB* — ... — By =c+ (1 + 0B+ 6.B* + ...+ 0,B)e

Der Backshift-Operator kann auch verwendet werden um Differenzen eines
Prozesses zu notieren.

Q=B =w—ye—1, (1-B)’y=w—2y-1+y2,
In Abschnitt wurden Integrierte Prozesse vorgestellt. Die d-ten Diffe-
renzen eines integrierten Prozesses der Ordnung d sind stationér, wodurch

ebensolche Prozesse existieren, welche sich durch ein ARMA(p, ¢)-Modell
beschreiben lassen.

(1-—¢B—...—¢,B)1-B)yy =c+ (1+0B+...+6,B%e

Ein stationérer Prozess, welcher die obigen Gleichung erfiillt, wird somit als
ARIMA(p, d, q)-Prozess bezeichnet, wobei das I fiir Integrated steht. Bei d
handelt es sich um den Integrationsgrad des zugrunde liegenden Prozesses.
In der Praxis wird dieser iiblicherweise durch sukzessive Einheitswurzeltests

2Die Notation in diesem Zusammenhang ist etwas schlampig.
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bestimmt. ARIMA-Modelle sind in der Lage eine Vielzahl an Prozessen zu
beschreiben. Jedoch existieren Anwendungen, welche das Modellieren einer
saisonalen Komponente erfordern, was zu Seasonal-ARIMA, also SARIMA-
Modellen fiihrt.

(1—¢B—...—¢,B?)(1 —®B° —... — ,B)(1 - B)¥(1 - By, =
c+(1+6B+...4+60,B)(1+60B°+...+6,B%)

Die zusétzlichen saisonalen Terme werden lediglich mit den vorhandenen
multipliziert. Das Modell ldsst sich als ARIMA(p,d, q)(P, D, Q)s notieren.
Der saisonale Teil ldsst sich analog zum Vorhergehenden interpretieren, wo-
bei der Backshift-Operator lediglich zu Vielfachheiten der saisonalen Periode
auftritt, welche hier als s bezeichnet wird.

SARIMA-Modelle sind eine weitreichende Modellklasse mit einer Fiille an
moglichen Anwendungen. Auch wenn Zeitreihen der Realitét iiblicherweise
nicht durch einen derartigen Prozess erzeugt werden, liefern sie oft gute Ap-
proximationen an den datengenerierenden Prozess und erméglichen dadurch

unter anderem Prognosen beziehungsweise Benchmarks fiir Prognosen an-
derer Modelle.

3.6.2 Prognose

Zur Modellierung der Abrufmengen von Regelenergie wird ein SARIMA-
Modell verwendet. Dafiir wurden die R-Funktionen Arima und auto.arima
des Pakets forecast verwendet (16). Hiermit wurden alle moglichen Model-
le bis zu einer gewissen Ordnung iiber dem gesamten Datensatz geschétzt
und anhand von AIC gegeniibergestellt. Die Ordnung setzt sich in diesem
Kontext aus der Summe der Ordnungen sdmtlicher Teile des Prozesses zu-
sammen - in der obigen Notation entspricht dies der Summe aus p, q, P
und @. Als maximale Ordnung fiir jedes Modell wurde Zehn festgelegt. Die
Lange der saisonalen Periode wurde auf 96 fixiert. Aufgrund der Ergebnisse
der Einheitswurzel-Tests in vorhergehenden Abschnitten, wurde jeweils fiir
die Zeitreihe und die ersten Differenzen der Zeitreihe ein Modell geschiéitzt.
Tests auf saisonale Einheitswurzeln im Prozess, welche durch auto.arima
aufgerufen werden, ergeben stets ein negatives Ergebnis, weshalb keine sai-
sonalen Differenzen in der Modellierung berticksichtigt wurden.

Nach der Bestimmung der Ordnungen fiir jedes Modell wurde das bereits
vorgestellte Kreuzvalidierungsverfahren angewendet. Die Modelle - genauer
gesagt die Koeffizienten der Modelle - wurden jeweils auf 11 Monaten des
Datensatzes geschitzt. Anschlielend wurden auf dem verbliebenen Monat
Prognosen fiir verschiedene Schrittweiten berechnet und evaluiert. Die Er-
gebnisse sind der folgenden Tabelle zu entnehmen.
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RMSE Positive Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
SARMA 7,56 | 9,76 10,28 10,52{10,92/ 11,17/ 11,26/ 11,31| 11,43 11,52 11,56| 11,60| 11,65 11,69| 11,73| 11,76

SARIMA 7,48 19,70 |10,26]10,53(10,88| 11,10 11,21/ 11,27 11,38 11,46| 11,51/ 11,55/ 11,60 11,64] 11,68| 11,72

MAE Positive Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
SARMA 4,85 6,55 6,98 | 7,17 | 7,56 | 7,80 | 7,90 | 7,96 |8,09 |8,20 |8,25 | 8,29 |8,35 |8,40 |8,43 |8,46

SARIMA 4,81 |6,43 |6,83 | 7,01 | 7,31 |7,50 | 7,60 | 7,66 |7,76 | 7,84 |7,90 |7,94 |7,99 | 8,03 | 8,06 |8,09

RMSE Negative Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
SARMA 8,23 | 10,68 11,55 12,04] 12,83[ 13,25| 13,44 13,56] 13,78| 13,94| 14,02| 14,09| 14,18 14,25 14,30| 14,34|

SARIMA 8,98 |11,89]12,69] 12,87 13,59| 14,26| 14,57| 14,64| 14,72| 14,93| 15,17]15,32| 15,31 15,32 15,45| 15,63

MAE Negative Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
SARMA 5,42 17,28 |7,92 | 8,30 |9,01 [9,40 9,59 |9,71 9,92 |10,08|10,15|10,22|10,30/ 10,37 10,41| 10,45

SARIMA 6,07 | 8,27 |8,81 8,89 |9,46 |9,97 |10,21] 10,26| 10,32| 10,48| 10,67/ 10,8 | 10,78/ 10,78/ 10,89| 11,05

Tabelle 3.11: Evaluationskriterien der Prognose mit einem SARIMA-Modell
fiir positive und negative Regelenergie

Die Ergebnisse sind ausschliellich schlechter als beim linearen Regressions-
modell und beim Tobit Modell. Mit steigendem Prognosehorizont néihern
sich die Evaluationskriterien den Werten der erwidhnten Alternativen. Al-
lerdings deutet dies wohl auf die mangelnde Prognosefahigkeit der verschie-
denen Modellansitze hin. Uberraschenderweise schneidet bei positiver Re-
gelenergie die Vorhersage der Zeitreihe in Differenzen besser ab als die der
Untransformierten, jedoch nur marginal. Es ist zu erwihnen, dass es sich
beim Parameterschétzer des SARIMA-Modells bei Abrufmengen negativer
Regelenergie nicht um den iiblichen ML-Schétzer handelt. Aufgrund von
Problemen mit Optimierungsalgorithmen in R konnten die Parameter dieser
Modellspezifikation fiir einige Monate bei der Kreuzvalidierung nur mit Hilfe
von Conditional Sum of Squares geschétzt werden.

Der Anteil der korrekt prognostizierten Null-Aufrufe ist der Tabelle auf Seite
zu entnehmen. Hierbei kann sich die Prognose der Zeitreihe in Differen-
zen ein weiteres Mal und deutlicher abheben. Insbesondere bei Abrufmengen
negativer Regelenergie wird hierdurch eine deutliche Verbesserung erzielt.
Dies kann unter anderem durch die erwdhnte alternative Schiatzmethode be-
griindet sein. Es ist zu erwarten, dass die Modellierung durch ein SARIMA-
Modell aufgrund der Vernachlidssigung exogener Einflussfaktoren gewisse
Nachteile birgt. Um dies zu beriicksichtigen wiirde sich ein SARIMAX-
Modell anbieten. Hierbei wiirden sowohl exogene Faktoren als auch Struktur
im Fehlerterm beriicksichtigt werden.
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Nullen —

Anteil in Positive Regelenergie

Prozent

Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
SARMA 9,55 2,77 |0,99 | 0,55 | 0,30 |0,14 [0,09 [0,04 |0,01 | O 0 0 0 0 0 0
SARIMA 24,44/ 15,73/ 9,61 | 4,88 |4,36 | 3,82 |2,76 |1,43 | 0,83 |0,64 |0,40 |0,19 0,10 |0,04 |0,01 | O

Nullen —

Anteil in Negative Regelenergie

Prozent

Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
SARMA 13,27/6,06 |2,04 | 0,87 |0,28 | 0,06 | 0 0 0 0 0 0 0 0 0 0

SARIMA 28,43/ 22,83 19 16 14,74{14,19)13,34{ 12,45/ 12,06/ 11,89/ 11,86/ 11,45/ 11,34/ 11,04/ 10,79 10,69

Tabelle 3.12: Anteil der korrekt prognostizierten Null-Aufrufe fiir das
SARIMA-Modell - positive und negative Regelenergie

Zuziiglich ist zu erwédhnen, dass systematische Probleme in die Prognose
der Abrufmengen von Regelenergie durch einen SARIMA-Prozess mitein-
flieBen. Die gewihlte Obergrenze fiir die Summe der Ordnungen ist mit
Zehn womdglich zu niedrig gesetzt um das Benehmen der Zeitreihe addquat
vorherzusagen. Auflerdem ensteht ein Problem durch das verwendete Kreuz-
validierungsverfahren. Wird ein Monat bei der Schiatzung des Modells aus-
geschlossen und anschlieffend zur Evaluation verwendet, so wird das Modell
in manchen Féllen auf einer diskontinuierlichen Zeitreihe geschéitzt. Diese
Spriinge kénnen zu einer schlechteren Schéitzung der Parameter und somit
zu einer Benachteiligung fiir die Prognose mit Hilfe eines SARIM A-Prozesses
fithren.

3.6.3 Evaluation der Modellannahmen

In diesem Abschnitt soll {iberpriift werden, ob die geschitzten Modelle die
iiblichen Annahmen eines SARMIA-Prozesses erfiillen. Die Losungen der
Gleichungen in Abschnitt sind stochastische Prozesse und besitzen
gewisse Eigenschaften. Diese Gleichungen lassen sich auch mit Hilfe von
Backshift-Operatoren, also Filtern darstellen. Beispielsweise lédsst sich der
autoregressive Teil eines ARMA-Prozesses folgendermafien als Filter notie-
ren.

¢(B) =1 —-¢B—...—¢B")
Dies entspricht einem endlichen Filter, also einem Filter mit endlich vielen

Koeffizienten (¢1,...,¢p). Mit dieser Schreibweise lésst sich die charakteri-
sierende Gleichung eines SARIMA-Modells folgendermaflen abkiirzen.

¢(B)®(B”)(1 - B)?(1 — B*)"y, = 6(B)O(B*)e,
Die entsprechenden Differenzen x; = (1 — B)?(1 — B¥)Py; eines SARIMA-
Prozesses bilden einen ARMA-Prozess der Ordnung (p+sP, ¢+ s@), bei wel-
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chem einige Koeffizienten Null entsprechen. Deswegen kann zur Evaluation
der Modellannahmen eines SARIMA-Prozesses der theoretische Kontext fiir
ARMA-Prozesse herangezogen werden. Die entsprechenden Resultate erge-
ben sich dann aus dem beschriebenen Zusammenhang, die Ausfithrungen
hierzu folgen Brockwell und Davis (2013).

Die z-Transformation eines Filters entspricht seiner Darstellung als Potenz-
reihe einer komplexen Zahl z € C anstatt des Backshift-Operators. Dies ent-
spricht einem komplexwertigen Polynom. Die z-Transformationen der Filter
eines ARMA-Systems besitzen die folgenden Gestalt.

$(z) =1 =1z —... = ¢p2")
0(z)=(1+601z+...4+0pz")

Die Nullstellen dieser Polynome sind komplexe Zahlen und maf3geblich fiir
die Eigenschaften von ARMA-Prozessen. Ein ARMA-System besitzt eine
eindeutige stationdre Losung, falls ¢(z) # 0 V|z| = 1 gilt, also falls das AR~
Polynom keine Nullstelle am komplexen Einheitskreis besitzt. Falls sogar
#(z) # 0 V|z| < 1 gilt, also keine Nullstelle innerhalb des Einheitskreises
liegt, so besitzt die Losung des ARMA-Systems eine Darstellung als kausa-
ler MA (00)-Prozess. Falls zusétzlich 6(z) # 0 V|z| < 1 gilt, dann besitzt die
Losung eine AR(oo)-Darstellung.

Eine iibliche Schiatzmethode fiir ARMA-Systeme ist die Maximum-Likeli-
hood-Schétzung [ML]. Diese Methode wurde auch fiir die erstellten Prognose-
Modelle verwendet. Dabei muss eine Verteilung fiir den White Noise Term
des ARMA-Systems angenommen werden, was in den meisten F#llen der
Normalverteilung entspricht. Mit dieser Annahme ist die Likelihood-Funk-
tion eines ARMA-Systems, beziehungsweise die Log-Likelihood, folgender-

maflen charakterisiert.
2 T 2 . £
£(0,0.0%) =~ 1ou(2m) +log(o) = 3 72

Der Parametervektor (¢, 6, %) welcher die Funktion fiir die gegebenen Daten
maximiert, wird ML-Schétzer genannt. Wie der OLS-Schétzer hat auch die-
ser gewisse Eigenschaften. Sei ein ARMA-System gegeben, welches zusétzlich
zu den bereits angefithrten Annahmen erfiillt, dass die Polynome ¢(z) und
0(z) keine gemeinsamen Nullstellen haben, sowie der Fehlerterm unabhéngig
und identisch normalverteilt mit Varianz o? ist. Dann ist der ML-Schétzer
konsistent und asymptotisch normalverteilt. Dieses Resultat bleibt im Ubrigen
auch fiir andere Verteilungen der Fehler giiltig, solange sie i.i.d. sind. Das
Modell fiir die Prognose von Abrufmengen positiver Regelenergie ist auf Sei-
te[67]dargestellt. Die Schiitzung basiert hierbei auf dem gesamten Datensatz.
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Die linken Werte beziehen sich auf die Schétzer der Koeffizienten, die Zahlen
in Klammern auf die geschiitzte Standardabweichung der entsprechenden
Koeffizientenschétzer. Die AR-Koeffizienten weisen deutliche Unterschiede
zu den Koeffizienten der gelaggten Werte beim linearen Regressionsmodell
auf, welches in Abschnitt [3.4.4] zu finden ist. Der erste Koeffizient ist kleiner
als zuvor und die ersten drei weisen héhere Schétzer fiir die assoziierte Stan-
dardabweichung vor. Die R-Funktion Arima betrachtet bei der Schéitzung
lediglich Parameter, welche den oben gestellten Bedingungen an die entspre-
chenden Polynome geniigen. Dadurch sind lediglich die Annahmen an den
Fehlerterm zu iiberpriifen.

Koeffizienten

AR

arl 0,37 (0,07)

ar2 0,11 (0,06)

ar3 0,04 (0,04)

ard 0,22 (0,01)

arb —0,06 (0,02)

ar6 —0,02 (0,01)

ar? 0,00 (0,01)

ar8 0,08 (0,01)
MA

mal 0,42 (0,11)
SAR

sarl 0,03 (0,12)
Mittelwert

(Intercept) 7,33 (0,24)
AlIC 243102,03
AICc 243102,04
BIC 243203,60
Log Likelihood -121539,01

***p < 0,001, **p < 0,01, *p < 0,05

Tabelle 3.13: SARMA(8,0,1)(1,0,0)96: Positive Regelenergie

Abbildung beinhaltet einen Plot, ein Histogramm, die ACF und Box-
plots der Tageszeiten der Residuen des angefiihrten Modells. Das Histo-
gramm beinhaltet eine grofie Menge an Ausreiflern, ein Jarque-Bera- und
ein Pearson-Test verwerfen die Nullhypothese der Normalverteilung zu dem
iiblichen Signifikanzniveau von 5% (22, 19). Aus der ACF wird ersichtlich,
dass die i.i.d.-Annahme nicht erfiillt ist. In den Boxplots ist erkennbar, dass
die Streuung der Residuen wieder mit der Tageszeit schwankt, allerdings er-
scheint sie auch insgesamt breiter als beim linearen Regressionsmodell. Auf-
grund dieser Tatsachen sollte nicht von der Konsistenz des ML-Schétzers
ausgegangen werden.
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Residuen des Prognose-Modells Haufigkeitsverteilung der Residuen

Modelresiduen
%
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Zeit Modellresiduen

ACF
Modelresiduen

Abbildung 3.17: Residuen des SARMA(8,0,1)(1,0,0)9s Modells: Abrufmen-
gen positiver Regelenergie

Abrufmengen von Regelenergie werden klarerweise nicht durch ein ARMA
System generiert. Allerdings liefern Prognosen durch ein derartiges Modell
vergleichbare Ergebnisse zu den vorgestellten Resultaten eines linearen Re-
gressionsmodells. Jedoch benétigt man fiir die Modellierung des Prozesses
keinerlei exogene Variable, wodurch sich eine einfachere Modellstruktur er-
gibt und somit weniger Annahmen gestellt werden miissen. Das SARMA
Modell fiir Abrufmengen negativer Regelenergie ist im Appendix zu finden.
Abbildung [A.9]ist eine Darstellung der entsprechenden Modellresiduen. Aus
dem Plot ist ersichtlich, dass bei dem genannten Modell ebenfalls Annahmen
verletzt sind, wodurch gleichermafien nicht von der Konsistenz der Parame-
terschétzer ausgegangen werden kann.

Alle bisher vorgestellten Modelle postulieren einen linearen Zusammenhang
zwischen Abrufmengen und erkldrenden Variablen. Des Weiteren werden
stets Paramter geschitzt um die genannten Abhéngigkeiten zu beschreiben.
Um weitere Relationen aufzudecken, beziehungsweise zu modellieren, soll im
Folgenden eine Variante des Nearest Neighbour Verfahrens auf die Daten
angewendet werden.
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3.7 Nearest Neighbour Regression

Nearest Neighbour Regression ist ein nicht-parametrisches Verfahren zur
Prognose von metrischen Daten, welches zu Machine Learning gezahlt wird.
Es leitet sich von Nearest Neighbour Algorithmen ab. Dabei werden Beob-
achtungen einer Variablen in Abh#ngigkeit von anderen Variablen gesetzt,
was sich analog zu einem Regressionsmodell darstellen ldsst - eine Beob-
achtung der abhéngigen Variable wird jeweils einem Datenvektor an Kova-
riaten zugeordnet. Dies geschieht auf einem Trainings- oder Lerndatensatz.
Werden nun neue Beobachtungen der unabhiingigen Variablen verfiigbar
so werden die ,néchsten Nachbarn® dieser Eintrdge gesucht. Diese Nach-
barn sind Datenvektoren unabhéngiger Variablen aus dem Trainingsdaten-
satz, welche eine hohe Ahnlichkeit zu den neuen Beobachtungen aufweisen.
Diese Ahnlichkeit wird durch eine Abstandsfunktion oder Metrik ermittelt.
Dadurch lassen sich die ,nédchsten Nachbarn“ und die zugehorigen Werte
der abhéngigen Variablen aus dem Lerndatensatz berechnen. Eine Funktion
dieser Beobachtungen bildet die Schéitzung fiir den unbekannten Wert der
abhingigen Variablen der neuen Beobachtungen.

Im Prinzip versucht das Verfahren Prognosen zu erstellen indem neue er-
kldrende Variablen mit alten verglichen werden. Dabei wird davon ausge-
gangen, dass Ahnlichkeiten der unabhingigen Variablen mit Ahnlichkeiten
der abhéngigen Variablen koinzidieren. Es handelt sich, wie erwéhnt, um ein
parameterfreies Verfahren, allerdings sind gewisse Rahmenbedingungen fest-
zulegen, welche im néchsten Abschnitt nidher erlautert werden. Das Nearest
Neighbour Verfahren eignet sich besonders zur Prognose von unabhingig
identisch verteilten Daten wie Mikrodaten von Haushalten. Hierbei wird
davon ausgegangen, dass dhnliche Situationen in verschiedenen Umgebun-
gen zu dhnlichen Ergebnissen fithren. Das Verfahren wiirde sich hier bei der
Prognose an den Haushalten mit den dhnlichsten Voraussetzungen orientie-
ren, was intuitiv sinnvoll scheint. Im Kontext von Zeitreihenanalysen wird
oft eine Autokorrelationsstruktur der Prozesse modelliert, welche bei der
Prognose wie bisher durch gelaggte Werte der abhéngigen Variable in dem
Vektor der erkldrenden Variablen erfasst werden soll. Das Verfahren wur-
de zur Modellierung von Abrufmengen von Regelenergie ausgewihlt, da die
bisherigen Methoden ausschliefflich eine lineare Abhingigkeitsstrukur der
Variablen beziehungsweise ihrer Transformationen abbilden.

Ein RESET-Test nach Ramsey priift ob nichtlineare Kombinationen von
erkldrenden Variablen Einfluss auf die abhéngige Variable haben. Die An-
wendung der Funktion resettest des R-Pakets Imtest auf die linearen Re-
gressionsmodelle der Ein-Schritt-Prognose liefert ein signifikantes Ergebnis
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(18). Die Modellierung der Daten durch ein Verfahren, welches keine lineare
Abhéangigkeitsstruktur postuliert erscheint somit sinnvoll.

3.7.1 Das Modell

Die Ausfithrungen zum Nearest Neighbour Verfahren folgen hier Hechenbich-
ler und Schliep (2004). Dabei wird eine abhiingige Variable mit einer Menge
an unabhingigen Variablen oder Regressoren assoziiert und als Paar (y;, X)
betrachtet. X; entspricht hier formal einem Zeilenvektor. Die Zuordnungen
von ¥ zu X; sind auf einem Testdatensatz bekannt. Anschlieffend sollen
durch neue Werte von X; die zugehorigen Werte der abhéngigen Variablen
prognostiziert werden. Formal lésst sich dies folgendermaflen notieren: Sei
L die Menge an bekannten Paaren (y;, X;) des Lerndatensatzes. Also

L={(y, Xy), t=1,...,T1}

Fiir ein neues X, aus dem zu prognostizierendem Datensatz wird nun
der néchste Nachbar des Lerndatensatzes gesucht. Dieser wird durch eine
Abstandsfunktion d(.,.) ermittelt.
d(Xneua XNN) = . min d(Xneua Xt)
=1,...,17

Handelt es sich bei den Daten um reelle Zahlen, so konnen bekannte Ab-
standsmafle wie die durch die euklidische Norm induzierte Metrik verwendet
werden. Allgemeiner eignen sich beispielsweise Minkowski-Distanzen. Fiir
p = 2 entspricht dies der euklidischen Metrik.

N
d(Xi, X;) = <Z | Xin — Xj7n|P>
n=1

Sind die Daten nominal- oder ordinalskaliert, konnen Dummies verwendet
werden. Ferner muss festgelegt werden, wie viele Nachbarn ermittelt werden
sollen. Wird nur einer verwendet, so ist die damit assoziierte abhéngige Va-
riable gleichzeitig die Prognose fiir den neuen Datenvektor. Eine Erweiterung
hiervon ist die sogenannte k-Nearest Neighbour Methode. Hierbei werden
die k£ néchsten Nachbarn im Sinne der verwendeten Metrik ermittelt. Eine
Funktion der entsprechenden Werte der abhéngigen Variablen wird anschlie-
Bend als Prognose verwendet. Ist die abhéingige Variable nominal, so kann
die haufigste Klasse der abhéingigen Variablen der k néchsten Nachbarn als
Prognose verwendet werden. Hierbei handelt es sich um ein Klassifizierungs-
problem. Ist die abhéngige Variable metrischer Natur, so spricht man von
Nearest Neighbour Regression. Hierbei kann beispielsweise ein Durchschnitt
der entsprechenden Werte der abhéngigen Variablen des Lerndatensatzes als
Prognose verwendet werden.

P

Das beschriebene Verfahren lisst sich durch eine Gewichtung erweitern, so-
dass bei der Prognose besonders dhnliche Nachbarn stéirker beriicksichtigt
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werden. Zu diesem Zweck kann es sinnvoll sein, jedem Eintrag des Daten-
vektors X; durch geeignetes Standardisieren dasselbe Gewicht zu verleihen.
Fiir nominal- und ordinalskalierte Variablen eignen sich Dummies, welche
anschlieBend durch geeignete Schitzer der entsprechenden Standardabwei-
chung dividiert werden. Dadurch wird unter anderem verhindert, dass er-
klarende kategorische Variable, welche mehr Klassen umfassen, stiarker ins
Gewicht fallen. Metrische Variable kénnen zur Standardisierung durch eine
Schéitzung ihrer Standardabweichung dividiert werden. Das Standardisieren
von erkldrenden Variablen ist immer sinnvoll und wird im Kontext von ge-
wichteter k-Nearest Neighbour Regression oft explizit empfohlen. Fiir eine
ausfiihrlichere Beschreibung siehe Hechenbichler und Schliep (2004).

Um Absténde zwischen standardisierten erkldrenden Variablen des Lernda-
tensatzes und neuen Beobachtungen zu Gewichten zu transformieren, wird
eine Kern-Funktion K(.) verwendet. Die wesentlichen Eigenschaften einer
derartigen Funktion umfassen die folgenden Punkte.
K(d) >0, argmaxK(d) =0,
d>0
K (d) fallt monoton in d und lim K(d) =0
d—o00

Beispiele fiir solche Funktionen sind ein Rechteckskern 3 1(|d| < 1), welcher
alle Nachbarn gleich gewichtet, oder die Dichte einer Standardnormalvertei-
lung. Da Distanzen lediglich nichtnegative Werte annehmen ist der positive
Definitionsbereich der Kern-Funktionen ausreichend. Fiir eine gegebene Be-
obachtung X, sei X(k+1) der erste Nachbar, welcher nicht mehr in die
Schitzung miteinfliet. Die Distanzen der k néchsten Nachbarn werden fol-
gendermaflen transformiert.
d(XneuaX(z)) i=1

d(Xnezu X(k+1)) T

Diese standardisierten Distanzen nehmen Werte auf [0,1] an. Eine Kern-
Funktion der Werte liefert schlieflich Gewichte fiir die Schétzung.
. Y1 K (D(Xnews X)) 903
o Z§:1 K (D(Xneua X(z)))

Dieser Schéatzer wird als Nadaray-Watson-Schétzer bezeichnet und bildet
den Schnittpunkt dieses Verfahrens zu LOESS Regression. Das Ziel dieser
gewichteten k-Nearest Neighbour Regression ist unter anderem, dass eine
suboptimale Wahl von k nicht zu einer wesentlichen Verschlechterung der
Ergebnisse fiihrt. Durch die verwendete Gewichtung wird ein iiberschétztes
k implizit auf einen niedrigeren Wert reduziert, indem &hnlichere Werte
stiarker in die Schitzung einflieflen.

D(Xneuy X(z)) =

K

Die gefitteten Werte bei der Modellierung der vorgestellten k-Nearest Neigh-
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bour Regression, ergeben sich aus einer Linearkombination der Abrufmen-
gen, jedoch werden diese Werte durch ein nicht lineares Vergleichsverfahren
ausgewihlt. Hierdurch konnen eventuell Zusammenhénge aufgedeckt wer-
den, welche durch die bisher vorgestellten Modelle und deren Spezifikationen
nicht registriert wurden. Die ,Parameter“ des Verfahrens sind die Anzahl
der betrachteten Nachbarn k, die Distanzfunktion beziehungsweise p und
die Kern-Funktion K (.). Fiir p wird im Folgenden stets 2 verwendet.

3.7.2 Einfluss der Variablen im Modell

Der Einfluss verschiedener Variablen im Kontext von gewichteter k-Nearest
Neighbour Regression wird analog zum Bisherigen untersucht. Das Verfah-
ren wird fiir jede Variable und fiir jeden Monat im Rahmen eines Kreuzvali-
dierungsverfahrens durchgefiihrt. Die unabhéingigen Variablen in der Regres-
sionsgleichung beziehungsweise Schiitzgleichung des gewichteten k-Nearest
Neighbour Verfahrens entsprechen den Variablen bei der Messung des Ein-
flusses im linearen Regressionsmodell. Da in diesem Kontext kein Pendant
zu AIC existiert, wurde die Anzahl der Lags durch ein Leave-One-Out-
Kreuzvalidierungsverfahren des gesamten Datensatzes bestimmt, wobei RM-
SE als Evaluationskriterium verwendet wurde. Dabei wurde ebenfalls die
optimale Anzahl an Nachbarn festgelegt, die Obergrenze hierfiir ist mit 15
gesetzt. Als Optimum ergeben sich ein gelaggter Wert jeder Variablen und 15
Nachbarn. Des Weiteren wurde auch {iber die verwendeten Kernfunktionen
variiert, wobei ,,optimal “ ausgewéhlt Wurde@ Bei der Messung des Einflus-
ses verschiedener Variablen ergeben sich wiederum RMSE- beziehungsweise
MAE-Werte, welche in den Abbildungen auf der Seite dargestellt sind.
Tabellen mit exakten Werten finden sich im Appendix.

Die resultierenden Werte sind hier im Schnitt hoher als bei anderen Mo-
dellen. Allerdings lassen sich wieder dieselben Variablen als einflussreich
identifizieren, némlich: Ungewollter Stromaustausch, -import bei positiver
Regelenergie, -export bei negativer sowie der Windprognosefehler und da-
hinter die Einspeisung durch Windenergie. Allerdings erscheint in diesem
Kontext der Effekt von ungewolltem Stromimport auf negative Regelenergie
sowie der Effekt von ungewolltem Stromexport auf positive vergleichsweise
grofer. Die Schétzung erfolgt hier und bei der Prognose mit Hilfe der R-
Funktion kknn des Pakets kknn (L7)).

30Dje Kern-Funktion ,optimal“ der R-Funktion kknn wird beispielsweise in Samworth
(2012) exakter beschrieben.
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Abbildung 3.18: RMSE/MAE-Vergleich gemittelt: Einfluss der Variablen:
Gewichtete k-Nearest Neighbour Regression - abgerufene positive Regelener-

gie

18- "
[ ] . P

15- o ® L] Modell/Evaluationskriterium
L
<€ Modell mit einzelner Variable MAE
= (]
i Volles Modell ohne Variable MAE
n
= 12- ® s ® Modell mit einzelner Variable RMSE
4 L ® C e e o o i

® Volles Modell ohne Variable RMSE
g -
3 X A
O O PO P & &
R R\ ’DO Q ‘Q, ,b(; ) \{b Q’b
P 7 ‘>°’ &\0 7 6‘5’/ \\Q Y
2 P O & 27 O s S Q7
FE T F Y G
6@ W\
Variable

Abbildung 3.19: RMSE/MAE-Vergleich gemittelt: Einfluss der Variablen:
Gewichtete k-Nearest Neighbour Regression - abgerufene negative Regel-
energie
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3.7.3 Prognose

Auch die Prognose verlauft analog zu den anderen Modellen. Bei der Aus-
wahl der Variablen fiir die h-Schritt Prognose wurden die vom linearen Re-
gressionsmodell durch AIC ausgewéhlten Variablen verwendet. Um die op-
timale Anzahl an Nachbarn bezichungsweise die optimale Kern-Funktion zu
bestimmen, wurde wiederum ein Leave-One-Out-Kreuzvalidierungsverfahren
iiber den gesamten Datensatz durchgefiihrt. Als Evaluationskriterium wur-
den RMSE-Werte verglichen. Daraus ergeben sich fiir jeden Prognosehori-
zont eine in diesem Sinne optimale Anzahl an Nachbarn sowie die passende
Kern-Funktion. Meist handelt es sich hierbei um 15 verwendete Nachbarn
und stets um den ,optimal “-Kern der R-Funktion kknn. Diese wurden an-
schlieBend fiir das bekannte Kreuzvalidierungsverfahren der Prognose ver-
wendet.

Ein bekanntes Problem bei k-Nearest Neighbour Regression ist die Dimen-
sion der unabhiéingigen Variablen X; wie beispielsweise in Beyer et al. (1999)
beschrieben wird. Unter sehr allgemeinen Voraussetzungen konvergiert bei
einer hohen Anzahl an verwendeten Merkmalen die euklidische Distanz zum
néichsten Nachbarn gegen die Distanz zum fernsten Datenpunkt. Der Ver-
gleich der Abstdnde zu verschiedenen Nachbarn ist hierdurch nur mehr
bedingt sinnvoll beziehungsweise aussagekriftig. Werden also zu viele er-
kldrende Variablen verwendet, so kann dies das Ergebnis des Verfahrens
erheblich verschlechtern. Man spricht in diesem Zusammenhang auch von
dem ,,Fluch der Dimensionalitdt“. Aus diesem Grund wurden bei der Pro-
gnose einige Alternativen zu dem bereits vorgestellten Ansatz implementiert.

FEinmal wird auf die im Rahmen des linearen Regressionsmodells verwende-
ten Variablen eine Hauptkomponentenanalyse angewendet. Hier wird bei der
Kreuzvalidierung jeweils auf elf Monaten des Datensatzes eine Hauptkom-
ponentenanalyse der unabhingigen Variablen durchgefiihrt. Anschliefflend
werden die Komponenten fiir das zwolfte, zu evaluierende Monat nach dem-
selben Schema berechnet. Die zehn aussagekriiftigsten Linearkombinationen
werden anschliefend als erklarende Variable fiir die Nearest Neighbour Re-
gression verwendet. Hierfiir wurde die R-Funktion prcomp des stats-Pakets
verwendet (13).

Weiters werden bei einer alternativen Variante lediglich vergangene Wer-
te der Zeitreihe selbst als erkldrende Variable verwendet. Diese belaufen
sich auf die letzten acht bekannten Werte sowie Werte mit einem zeitlichen
Abstand von 96 und 97 Perioden. Schliefllich wurde noch eine dritte Modi-
fikation implementiert, bei welcher Regressionsmodelle mit den gewohnten
Variablen geschitzt wurden. Anschliefend werden im Rahmen der Kreuz-
validierung bei jedem linearen Regressionsmodell die zehn Variablen mit
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den hochsten t-Werten ausgewihlt und als erkldrende Variable fiir das k-
Nearest Neighbour Verfahren verwendet. Hierbei werden saisonale Dummies
ausgeschlossen. Auflerdem werden bei einer vierten Moglichkeit anstatt der
iiblichen Variablen die gefitteten Werte der entsprechenden linearen Regres-
sionsmodelle als einziges Merkmal fiir das weitere Vorgehen verwendet. Die
Ergebnisse sédmtlicher Verfahren sind nun in der folgenden Tabelle zusam-
mengefasst.

RMSE Positive Regelenergie
Horizont 1 2 3 4 5 [§ 7 8 9 10 11 12 13 14 15 16
Normal 8,98 |10,21/10,70/11,00(11,26/11,39/11,50[11,61| 11,70{ 11,77/ 11,85/ 11,89 11,94/ 11,97/ 12,00 12,03|
Hauptk.-
) 9,18 [10,52/10,87/ 11,27 11,54 11,74{ 11,82/ 11,96| 12,04] 12,18/ 12,23] 12,33| 12,36 12,44| 12,41| 12,45
analyse
Vergangene
W 7,98 |10,18 10,73/ 11,01 11,45/ 11,71/ 11,79/11,87| 12,02/ 12,12/ 12,17 12,22 12,25/ 12,31| 12,34] 12,37
erte
t-Werte 7,85 |10,04{10,73[ 11,22/ 11,60 11,88/ 11,90/ 12,10] 12,20] 12,25/ 12,34| 12,44]{ 12,48 12,54{ 12,57 12,63
Gefittete
7,08 19,30 | 10,11 10,52 10,93 11,18 11,34 11,48 11,54 11,68 11,75 11,75 11,82 11,83 11,90 11,88
‘Werte
MAE Positive Regelenergie
Horizon 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Normal 5,46 | 6,36 (6,76 |7,00 | 7,24 | 7,39 | 7,49 | 7,58 | 7,66 | 7,73 | 7,80 | 7,85 | 7,90 | 7,93 | 7,97 | 8,02
Hauptk.-
5,83 6,88 (7,09 (7,44 (7,63 | 7,86 | 7,93 |8,06 | 8,07 |8,24 8,26 8,35 |8,34 |8,46 |8,45 | 8,50
analyse
Vergangene
4,92 6,55 (6,96 7,19 7,60 | 7,85 | 7,91 |8,01 [8,15 8,25 8,29 8,34 |8,39 |8,43 |8,47 |8,51
‘Werte
t-Werte 4,85 6,49 6,96 |7,36 |7,66 |7,94 |7,97 |8,16 | 8,33 | 8,30 | 8,38 |8,44 |8,48 |8,55 |8,59 | 8,63
Gefittete
4,33 15,96 | 6,56 | 6,89 (7,25 | 7,47 | 7,61 |7,74 |7,84 |7,93 [7,99 [8,04 |8,08 |8,12 |8,18 | 8,18
‘Werte
RMSE Negative Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Normal 9,75 |11,15/11,9212,53(13,00 13,36 13,55 13,70| 13,85/ 13,92| 14,00| 14,10/ 14,18 14,24| 14,32 14,38|
Hauptk.-
) 10,35/ 11,57 12,31| 12,86| 13,40/ 13,81| 14,00 14,13 14,25| 14,51| 14,48| 14,60| 14,72| 14,89| 14,88 14,89
analyse
Vergangene
Wert 8,67 |11,1012,04] 12,60| 13,42 13,94] 14,12| 14,27| 14,46| 14,63| 14,71| 14,76| 14,85| 14,92( 14,94] 15,01
erte
t-Werte 8,91 11,17/ 11,96|12,49|13,38| 13,96| 14,35| 14,39| 14,62 14,81| 14,94| 15,02| 15,08| 15,23| 15,27| 15,15
Gefittete
Wert 7,40 19,62 | 10,83 11,66| 12,38 12,89 13,22 13,42 13,56/ 13,71 13,86 13,97 14,02 14,08 14,12 14,18
erte
MAE Negative Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Normal 6,14 | 7,12 | 7,65 |8,07 8,41 | 8,66 | 8,82 (8,95 |9,09 | 9,19 | 9,26 | 9,34 | 9,43 | 9,48 | 9,54 | 9,60
Hauptk.-
6,76 | 7,65 8,12 8,55 8,91 |9,21 |9,38 |9,46 [9,56 [9,79 (9,78 [9,87 |9,95 |10,11|10,10| 10,10
analyse
Vergangene
Wert 5,50 | 7,34 8,00 8,41 (9,06 |9,49 |9,66 |9,79 [9,96 |10,10{10,17 10,22 10,30/ 10,38|10,40| 10,47|
erte
t-Werte 5,71 |7,41 | 7,93 [8,28 |8,97 | 9,42 |9,72 | 9,74 |9,93 | 10,11]10,16|10,22 10,27| 10,40| 10,41| 10,34
Gefittete
Wert 4,69 16,32 | 7,19 | 7,76 | 8,30 | 8,66 | 8,93 |9,08 [9,20 (9,34 [9,46 [9,55 |9,59 |9,65 |9,68 |9,75
erte
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Die angefiihrten Fehlermafle sind ausschliefSlich hoher als die niedrigsten
des Tobit Modells und des linearen Regressionsmodells, wodurch keine Ver-
besserung der Prognose durch die angefithrte Methode mdoglich ist. Unter
den vorgestellten Varianten sticht die Verwendung der gefitteten Werte ei-
nes linearen Regressionsmodells als erklidrende Variable hervor. Lediglich ab
einem Prognosehorizont von sechs erzeugt das Grundverfahren niedrigere
MAE-Werte.

Der Anteil der korrekt prognostizierten Nullen ist bei der gewichteten k-
Nearest Neighbour Regression durchgéngig sehr niedrig und wird deswegen
an dieser Stelle nicht angefithrt. Der Grund hierfiir ist, dass Prognosewerte
aus einem gewichteten Mittel der abhéngigen Variablen gebildet werden.
Enthélt die Linearkombination zumindest einen Wert grofler Null, so erfiillt
auch der prognostizierte Wert diese Eigenschaft.

3.7.4 Evaluation der Modellannahmen

Der theoretische Hintergrund von k-Nearest Neighbour Verfahren wurde
bereits umfangreich im Kontext von Klassifizierungsproblemen untersucht.
Beispielsweise beschiftigt sich Samworth (2008) mit der optimalen Wahl
der Gewichte bei einem Klassifizierungsproblem dieser Verfahrensklasse. Ei-
ne hiufige Annahme im Kontext von Nearest Neighbour Verfahren ist die
identische und unabhéngige Verteilung der gegebenen Daten, was in einem
Zeitreihenkontext unpassend scheint. Es gibt Arbeiten, welche sich mit ge-
wichteter k-Nearest Neighbour Regression im Zusammenhang mit Zeitrei-
hen beschiiftigen, wie beispielsweise Guégan und Rakotomarolahy (2009).
Hierbei wird allerdings beispielsweise die strikte Stationaritéit der involvier-
ten Daten vorausgesetzt. Uberlegungen hierzu finden sich in vorhergehen-
den Abschnitten dieser Arbeit, wobei diese Eigenschaft bei den gegebenen
Zeitreihen nicht vorausgesetzt werden sollte, was das Verifizieren weiterer
Annahmen redundant erscheinen lédsst. In der Folge wird an dieser Stelle auf
die Uberpriifung weiterer Annahmen des Verfahrens verzichtet.
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3.8 Zusammenfassung und Vergleich der Intraday-
Prognosen

Im Rahmen dieser Arbeit werden vier Modellklassen auf Abrufmengen von
Regelenergie angewendet. Fiir die entsprechenden Intraday-Prognosen wur-
den aulerdem verschiedene Spezifikationen der jeweiligen Modelle geschétzt.
Diese wurden im Rahmen eines Kreuzvalidierungsverfahrens anhand von
RMSE- und MAE-Werten evaluiert. Eine Zusammenfassung jener Evaluati-
onskriterien ist in Abbildung fiir positive sowie in Abbildung fiir
negative Regelenergie zu finden. Hierbei wird auch die naive Prognose abge-
bildet, welche der Verwendung des letzten bekannten Wertes als Vorhersage
entspricht.

Die besten Resultate im Sinne des RMSE werden sowohl fiir positive als auch
fiir negative Regelenergie durch das Tobit Modell und das lineare Regressi-
onsmodell erzielt. Bis zu einer Schrittweite von drei liefert das Tobit Modell,
bei der Verwendung der Linearkombination aus den erkldrenden Variablen
als Vorhersagewert, das niedrigste Fehlermafl. Fiir einen gréfleren Prognose-
horizont folgt zundchst das gewohnliche lineare Regressionsmodell, mit der
Zensierung bei Null, und schliellich das lineare Regressionsmodell, welches
mit Hilfe von WLS geschéitzt wird. Hierbei hebt sich die Spezifikation II ab.

Die niedrigsten MAE-Werte ergeben sich bei der Prognose ebenfalls fiir das
lineare Regressionsmodell und fiir das Tobit Modell. Wiederum ist das To-
bit Modell, mit der Spezifikation der linearen Pradiktoren, fiir Schrittwei-
ten bis zu vier das Verfahren, welches am besten abschneidet. Fiir groflere
Prognosehorizonte liefert die Yeo-Johnson-Transformation im linearen Re-
gressionsmodell und im Tobit Modell die niedrigsten Fehlermafle. Diese he-
ben sich mit steigender Schrittweite deutlich von anderen Spezifikationen
ab. Hier ist allerdings nochmals anzumerken, dass bei der entsprechenden
Riicktransformation das globale Maximum der Zeitreihe als Obergrenze fest-
gelegt wurde, was einer Zensierung der Ergebnisse entspricht.

Unter der Annahme, dass sich die Abrufmengen von Regelenergie in Osterreich
im Jahr 2016 &hnlich zum vorhergehenden Jahr verhalten, ermoglichen die
Ergebnisse folgende Schliisse: Versucht man die Abrufmengen an Regelener-
gie fiir die néchste Stunde vorherzusagen und ist die in dieser Arbeit be-
schriebene Datengrundlage gegeben, so wire durch das Tobit Modell bei-
spielsweise ein mittlerer absoluter Fehler von etwa 6,159 fiir positive sowie
7,025 fiir negative Regelenergie zu erwarten. Fiir andere Prognosehorizonte
gilt Analoges.
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Modell
Lineares Regressionsmodell zensiert
Lineares Regressionsmodell WLS Il
Lineares Regressionsmodell YJ
Tobit Modell Erwartungswert
Tobit Modell Lineare Pradiktoren
=== Tobit Modell YJ Lineare Pradiktoren

RMSE/MAE

=== SARMA

=== \WKNNR Normal

== \WKNNR Gefittete Werte

== Naiv

1 2 3 4 5 6 7 8 9 1 1 12 13 14 15 16
Prognosehorizont

Abbildung 3.20: 24 RMSE- und MAE-Werte fiir Intraday-Prognosen ver-
schiedener Modellspezifikationen: Abrufmengen positiver Regelenergie

Modell
Lineares Regressionsmodell zensiert
Lineares Regressionsmodell WLS I
Lineares Regressionsmodell YJ

Tobit Modell Erwartungswert

N

Tobit Modell Lineare Pradiktoren
=== Tobit Modell YJ Lineare Pradiktoren

RMSE/MAE

= SARMA
=== \WKNNR Normal
== \WKNNR Gefittete Werte

= Naiv

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Prognosehorizont

Abbildung 3.21: RMSE- und MAE-Werte fiir Intraday-Prognosen verschie-
dener Modellspezifikationen: Abrufmengen negativer Regelenergie
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Null-Aufrufe werden ebenfalls durch das Tobit Modell am prézisesten be-
schrieben. Vorhersagen hiervon liefern bei einem Horizont von einer Stunde
in etwa 61% der Félle bei positiver beziehungsweise 55% bei negativer Rege-
lenergie das richtige Ergebnis. Ferner ist es moglich diese Thematik separat
mit Hilfe eines Binary Response Modells zu behandeln.

Die RMSE-Werte der vielversprechendsten Modellspezifikationen liegen stets
unter der empirischen Standardabweichung der Zeitreihen. Selbst fiir einen
Prognosehorizont von vier Stunden sind durch die vorgestellten Modelle bes-
sere Ergebnisse zu erzielenﬂ Es ist jedoch zu erwihnen, dass die naive Pro-
gnose vergleichsweise gut abschneidet. Fiir kurze Prognosehorizonte liefert
sie Fehlermafle, welche durchaus vergleichbar mit den geschétzten Modellen
sind. Hierbei ergeben sich teilweise sogar niedrigere Werte. Mit steigender
Schrittweite hebt sie sich dennoch negativ ab und erzeugt deutlich hohere
RMSE- und MAE-Werte. Die exakten Evaluationskriterien der naiven Pro-
gnose sind im Appendix zu finden.

Ein wesentlicher Nachteil der in dieser Arbeit verwendeten Evaluationskri-
terien ist ihre Skalenabhéngigkeit. Vorhersagen von Zeitreihen mit grofien
Eintrégen erzeugen dementsprechend hohe RMSE- und MAE-Werte, auch
bei prizisen Prognosen. Es existiert eine Fiille an Fehlermaflen, welche eine
dimensionslose Beschreibung der Giite einer Vorhersage erméglichen. Auch
hierbei sollte man sich den Daten anpassen. Beispielsweise sollte ein Mean
Absolute Percentage Error [MAPE] nicht bei Daten mit Nulleintréigen ver-
wendet werden. Um den erstellten Prognosen der viel versprechendsten Mo-
dellspezifikationen ein derartiges Kriterium zuzuordnen, wird im Folgenden
kurz der Index of Agreement [IOA] vorgestellt, wie er zum Beispiel in Will-
mott et al. (2012) zu finden ist. Die Grundidee hinter vielen derartigen di-
mensionslosen Fehlermaflen, einschliellich dem IOA, ist folgende. Sei d das
entsprechende Evaluationskriterium mit der Form

a=1-°
n
0 bezeichnet in diesem Zusammenhang ein Maf§ der durchschnittlichen Fehler-
grofle und 7 eine Vergleichsbasis@ Die urspriingliche Form des IOA von
Willmott verwendet fiir § die Summe der quadrierten Prognosefehler und 7
entspricht der Summe aus den quadrierten absoluten Differenzen zwischen
den Prognosen respektive beobachteten Werten und dem entsprechenden
Mittelwert. Der Index wird im Folgenden als 1O Az notiert.

nooge N2
IOAQ -1 - Zf:l(%t yt) —
Zt:1(‘?/t =yl + 1y —9l)

31Die empirische Standardabweichung einer Zeitreihe lisst sich als RMSE der einfachen
Prognose interpretieren, wo stets der Mittelwert verwendet wird.
32Das BestimmtheitsmaB einer linearen Regression folgt ebenfalls diesem Schema.
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Yyt bezeichnet in diesem Zusammenhang den wahren Wert, ¢; den Vorher-
sagewert und ¢y den geschitzten Mittelwert der zu prognostizierenden Wer-
te. IO Ag evaluiert die Fahigkeit eines Modells Variationen um den Mittel-
wert vorherzusagen. Um dies zu verdeutlichen eignet sich die Dreiecksunglei-
chung. Fiir eine eindimensionale Zeitreihe und entsprechende Prognosewerte
gilt
Ge—ye) = G =9 +7—v)* < (G — 9 + (7 —w)°
9 =yl =10t — 9+ 7 —ye| < |9 — Yl + 9 — vl
Der Unterschied zwischen den prognostizierten und den tatsédchlichen Wer-
ten ist stets kleiner gleich den summierten Absténden der einzelnen Werte
zum Mittelwert. Handelt es sich bei sdmtlichen Prognosen um den Mittel-
wert beziehungsweise liegen Prognosen und beobachtete Werte stets auf ge-
geniiberliegenden Seiten des geschiitzten Mittelwerts, so ergibt sich IO As =
0. Situationen in welchen Prognosen iiber dem Mittelwert, die wahren Abruf-
mengen jedoch darunter liegen, oder umgekehrt, bedeuten, dass das Ausmaf}
des Bedarfs an Regelenergie grob falsch kategorisiert wurde und wird durch
das Kriterium dementsprechend bestraft. Willmott hat auflerdem eine al-
ternative Version des Index of Agreement dargelegt, welche hier als TOA;
bezeichnet wird.
J0A; =1 — — ZA?:1 ‘f_gt — Yl _
>t (9 — gl + lye — 9)
Beide vorgestellten Indizes nehmen Werte zwischen Null und Eins an, wobei
ein hoherer Wert einer besseren Prognose im Sinne dieser Kriterien ent-
spricht. Der Vorteil von IO A, gegeniiber IO A, ist, dass er mit zunehmend
priziseren Prognosen langsamer gegen KEins strebt, wodurch Unterschiede
zwischen préizisen Prognosemodellen deutlicher werden. Auflerdem reagiert
er weniger sensitiv auf Ausreifier unter den Fehlern. 7O A;-Werte der in die-
sem Abschnitt behandelten Modellspezifikationen finden sich in der Tabelle
auf Seite entsprechende 10 As-Werte sind im Appendix zu finden.

Bei der Betrachtung der Indizes ist erkennbar, dass 10O As-Werte im Schnitt
hoher sind als TOA;-Werte. Fiir die Prognose von Abrufmengen positiver
Regelenergie ergeben sich bei einer Schrittweite von Eins 10 As-Werte iiber
0,8, fiir negative Regelenergie sogar bis zu einem Prognosehorizont von drei
Perioden, was auf eine einigermafien prizise Vorhersage hindeutet. Aller-
dings fallen beide Indizes schnell ab und pendeln sich in den besten Fallen
bei Werten um 0,5 ein, was auf ein schlechtes bis mittelmé&fBiges Ergebnis
hindeutet.

Neuerlich ist anzumerken, dass die naive Prognose vergleichsweise sehr gut
abschneidet. In einigen Féllen sind die IOA-Werte hierfiir hoher als bei an-
deren Modellen der Vorhersage. Insgesamt erzeugt das Tobit Modell die
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besten Evaluationskriterien. Bei 70O As-Werten ergeben sich bei der Verwen-
dung der Linearkombination als Prognosevariable in diesem Modell sowohl
fiir positive als auch fiir negative Regelenergie die héchsten Werte. IO A7 ist
fiir das Tobit Modell der Zeitreihe nach einer Yeo-Johnson-Transformation
zum grofiten Teil am niedrigsten.

T10A, Positive Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
LM:

0,71 0,57 (0,52 (0,49 (0,46 | 0,43 | 0,42 | 0,40 | 0,39 |0,38 [0,38 [0,37 |0,36 |0,36 |0,36 | 0,35
Zensiert
LM:

0,69 0,55 0,50 (0,48 (0,44 | 0,41 | 0,40 |0,39 |0,38 0,37 |0,36 [0,36 |0,35 |0,35 |0,34 | 0,34
WLS II
LM:
vJ 0,69 0,61 (0,58 0,56 0,55 |0,54 |0,53 |0,53 |0,53 |0,52 0,52 0,52 |0,52 |0,52 |0,51 | 0,51
Tobit:
EW 0,68 0,53 0,47 (0,43 (0,39 | 0,36 | 0,34 |0,33 |0,32 0,31 [0,31 {0,30 |0,29 |0,29 |0,29 | 0,28
Tobit:
Lp 0,75 10,64 (0,60 |0,57 |0,55 |0,52 |0,51 0,50 |0,49 | 0,48 | 0,48 |0,47 0,47 (0,46 (0,46 | 0,45
Tobit:
vILP 0,69 0,63 | 0,60 | 0,58 | 0,57 | 0,56 | 0,55 |0,55 |0,54 |0,54 |0,54 |0,54 0,580,538 |0,53|0,53
SARMA 0,68 |0,51 0,46 (0,43 |0,37 |0,33 |0,32 |0,31 |0,29 |0,26 | 0,25 |0,25 |0,23 |0,23 |0,22 | 0,21
WEKNNR:

0,61 0,54 0,50 (0,48 (0,46 | 0,45 | 0,44 | 0,43 | 0,42 | 0,42 | 0,41 [0,41 |0,40 |0,40 |0,40 | 0,39
Normal
WEKNNR:

0,72 0,60 0,54 (0,51 (0,47 |0,45 |0,44 | 0,42 | 0,41 |0,40 |0,40 0,39 |0,38 |0,38 |0,37 | 0,37
Gefittet
Naiv 0,72 10,59 |0,58 |0,58 |0,54 |0,50 |0,50 |0,51 |0,49 |0,47 | 0,47 |0,47 |0,47 |0,46 |0,45 | 0,45
T1OA,; Negative Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
LM:

X 0,75 0,65 (0,60 (0,56 (0,52 |0,49 | 0,47 |0,45 | 0,44 0,43 |0,42 [0,41 |0,40 |0,40 |0,39 | 0,39

Zensiert
LM:

0,74 10,63 0,58 (0,55 (0,50 | 0,47 |0,45 | 0,44 | 0,43 | 0,41 0,41 0,40 |0,39 |0,38 |0,38 | 0,38
WLS II
LM:

0,73 0,66 (0,63 (0,60 (0,58 |0,56 | 0,55 |0,54 |0,54 0,54 0,53 [0,53 |0,53 |0,53 |0,52 | 0,52
YJ
Tobit:
— 0,72 |0,61 0,54 (0,49 0,44 |0,41 |0,39 |0,37 | 0,36 | 0,35 [0,34 0,33 |0,32 |0,32 |0,32 | 0,31
Tobit:
Lp 0,78 | 0,70 | 0,65 | 0,62 0,59 |0,56 |0,55 |0,53 |0,52 |0,51 |0,50 |0,50 0,49 [0,49 0,48 | 0,48
Tobit:
VI LP 0,73 10,67 (0,64 (0,61 (0,59 | 0,58 | 0,57 | 0,56 | 0,55 | 0,55 | 0,55 | 0,54 | 0,54 | 0,54 | 0,54 | 0,54
SARMA 0,71 0,58 (0,53 (0,49 (0,42 | 0,37 | 0,34 |0,33 | 0,30 | 0,28 | 0,27 [0,26 |0,25 |0,24 |0,23 | 0,23
WKNNR:

0,66 0,59 0,56 (0,53 (0,50 |0,49 | 0,47 |0,46 | 0,45 [ 0,45 | 0,44 [0,43 |0,43 |0,42 |0,42 | 0,42
Normal
WEKNNR:

0,76 0,66 (0,60 (0,56 0,52 |0,50 |0,48 |0,46 | 0,45 0,44 [0,43 [0,42 |0,42 |0,41 |0,41 | 0,40
Gefittet
Naiv 0,74 10,63 |0,61 |0,61 |0,56 |0,52 |0,52 |0,53 | 0,50 | 0,48 | 0,48 | 0,48 | 0,47 |0,46 |0,46 | 0,45

Tabelle 3.14: IO Ay ausgewihlter Modellspezifikationen fiir die Prognose von
Regelenergieabrufmengen

81



KAPITEL 3. ANALYSE DER ABRUFMENGEN VON REGELENERGIE

Die préziseste Modellspezifikation dieser Arbeit zur Prognose von Abruf-
mengen an Regelenergie hingt vom Evaluationskriterium ab. Allerdings
kann sich das Tobit Modell mehrmals positiv abheben, im Speziellen in Ver-
bindung mit einer Yeo-Johnson-Transformation der gegebenen Zeitreihen.
Auflerdem ergeben sich durch das lineare Regressionsmodell optimale Wer-
te fiir bestimmte Kriterien. Die Prognose mit Hilfe eines SARIMA-Modells
beziehungsweise gewichteter k-Nearest Neighbour Regression liefert leider
keine prézisere Vorhersage.
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Conclusio

Ziel dieser Arbeit war es, den Einfluss verschiedener Variablen auf Ab-
rufmengen von Regelenergie zu untersuchen. Auflerdem sollten Intraday-
Prognosen erstellt und evaluiert werden. Fiir diese Aufgabenstellung wurde
zuerst ein lineares Regressionsmodell gewéahlt, mit welchem ein Verfahren
zur Erfassung des Einflusses verschiedener Variablen erarbeitet wurde. Au-
Berdem wurde hiermit versucht relevante Variablen und funktionale Zusam-
menhénge fiir die Prognose zu erarbeiten, welche in der Folge auch in an-
deren Modellklassen verwendet wurden. Das Tobit Modell beriicksichtig die
Zensierung der Daten und liefert somit teilweise prézisere Prognosen. Ein
SARIMA-Modell wurde als zusétzlicher Benchmark implementiert. Schlief3-
lich wurde durch gewichtete k-Nearest Neighbour Regression versucht, auch
mogliche in den vorhergehenden Ansétzen vernachldssigte Abhéangigkeiten
aufzudecken. Allerdings konnten hiermit keine Prognosen erarbeitet werden,
welche die Ergebnisse des linearen Regressionsmodells respektive des Tobit
Modells iiberbieten konnten. Eine genaue Aufschliisselung hierzu findet sich

in Abschnitt 3.8

In séimtlichen vorgestellten Modellansidtzen und im Sinne des vorgestellten
Verfahrens lassen sich dieselben untersuchten Variablen als einflussreich auf
die Abrufmengen von Regelenergie klassifizieren. Hierbei handelt es sich um
den ungewollten Stromaustausch mit Nachbarnetzwerken, den Prognosefeh-
ler der Windeinspeisung und die Windeinspeisung an sich. Erginzend ist
zu erwahnen, dass ungewollter Import in diesem Kontext Erklarungsgiite
fiir positive Abrufmengen liefert und ungewollter Export dies fiir negative
Abrufmengen bietet. Die erwidhnten Zusammenhéinge gehen mit einer po-
sitiven Korrelation einher, die Koeffizienten der Variablen in verschiedenen
Modellen besitzen dementsprechend mehrfach positive Vorzeichen. Dies wi-
derspricht der urspriinglichen Interpretation des Zusammenhangs.

Eine alternative Erkldrung konnte die folgende sein: Zumal zu ungewolltem
Stromaustausch auch Primérregelenergie gezihlt wird (2), kann eine hohe
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Menge an ungewolltem Import auf einen Bedarf an positiver Primérregel-
leistung hinweisen. In der Folge kann dies die Aktivierung weiterer Regel-
energiereserven nach sich ziehen, da sich eventuell zu wenig Strom im Netz
befindet und nach und nach durch Regelenergie substituiert wird. Der Ein-
fluss des Prognosefehlers der Windeinspeisung weist auf einen bereits vermu-
teten Zusammenhang hin. Volatilitdt in der Stromeinspeisung kann zu der
Aktivierung von Regelenergiereserven fithren. Hingegen hat sich der Last-
prognosefehler, welcher das Pendant der Nachfrageseite darstellt und sogar
umfassender ist, da er sich nicht auf erneuerbare Energien beschrinkt, als
weniger einflussreich im Sinne des vorgestellten Verfahrens herausgestellt.
Auch bei Intraday-Prognosen liefert er keinen wesentlichen Beitrag. Das Ni-
veau der Einspeisung aus Windenergie hat sich im vorgestellten Verfahren
ebenfalls als aussagekriiftig erweisen: Hétte man lediglich eine exogene Va-
riable zur Erklarung des Regelenergiebedarfs zur Verfiigung, so wiirde die
Windeinspeisung vergleichsweise gut abschneiden. Im Kontext mit weiteren
Variablen scheint sie jedoch ebenso kein treibender Faktor zu sein.

Bedauerlicherweise wurde bei der durchgefithrten Analyse, aufgrund feh-
lender Datengrundlage, eine Fiille an Variablen vernachléssigt, welche ei-
ne hohe Erklarungsgiite beisteuern kénnten. Insbesondere fillt die Absenz
von wetter- und klimabezogenen Groéflen auf. Temperatur, Windgeschwin-
digkeit sowie solare Einstrahlung koénnten zusétzliche Erklarungsgiite lie-
fern, somit aber auch den Einfluss anderer Variablen im Kontext des vor-
gestellten Verfahrens mindern. Die Daten sollten hierfiir geeignet gewichtet
werden. Beispielsweise ist die Temperatur einer ldndlichen Region nur be-
dingt représentativ fiir den Stromverbrauch eines Grof3teils der Bevilkerung.
Ferner wird ein hoher Anteil der Elektrizitit in Osterreich durch Was-
serkraftwerke erzeugt. Daten zu Speicherpegelstéinden respektive Flusspe-
gelstdnden konnten einen merkbaren Einfluss auf Abrufmengen von Rege-
lenergie ausiiben beziehungsweise das Ergebnis von Vorhersagen entspre-
chend verbessern.

Die Intraday-Prognosen von Abrufmengen liefern wie erwartet suboptimale
Ergebnisse. Die Vorhersagen der jeweils folgenden Periode fithren zu einiger-
maflen niedrigen Fehlermafien. Hervorstechende Prognosen werden hierbei,
wie bereits erwdhnt, durch das lineare Regressionsmodell und das Tobit
Modell erzielt. Allerdings steigt mit dem Prognosehorizont auch das assozi-
ierte Fehlermafl rapide an. Anschliefend pendeln sich die Werte auf einem
Niveau ein, welches bedingt zufriedenstellend fiir Punktprognosen der ge-
gebenen Zeitreihe ist. Es ist anzumerken, dass Regelenergie als letzte In-
stanz zum sicheren Betrieb eines Stromnetzes fungiert. Wire der Bedarf
hiernach vorhersagbar, wiirde dies dem Zweck des Apparats widersprechen.
Unter anderem finden sich deswegen haufiger Arbeiten zu Schitzungen von
Sicherheitsniveaus anstatt Punktprognosen im Kontext von Regelenergiea-
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brufmengen, wie beispielsweise Jost et al. (2015) und Ohsenbriigge (2015).
Auch fiir Ubertragungsnetzbetreiber ist diese Art der Prognose gehaltvol-
ler, da die geschétzten Sicherheitsniveaus, vorerst zumindest in der Theorie,
tatséchlich zur Vorhaltung von Regelenergie verwendet werden kénnen.

Ziel dieser Arbeit war es unter anderem die Schwierigkeiten der Progno-
se von Abrufmengen von Regelenergie besser quantifizierbar zu machen,
was durch die erstellten Ergebnisse moglich ist. Es ist jedoch anzumer-
ken, dass die entsprechenden Annahmen der Prognosemodelle streng ge-
nommen nicht erfiillt sind, weswegen auch nicht von der Optimalitéit der
Prognosen ausgegangen werden kann. Weitere Modellansétze, wie ein dy-
namisches Mehrgleichungsmodell oder ein SARIMAX-Modell konnten die
Vorhersagegenauigkeit eventuell noch verfeinern. Ferner existieren eine Rei-
he an vernachldssigten Faktoren: Auch wenn es bei Regelenergie um den
sicheren Betrieb eines Stromnetzes geht, existieren wirtschaftliche Anreize,
welche den Abruf hiervon beeinflussen kénnen, jedoch in dieser Arbeit nicht
beriicksichtigt wurden. Beispielsweise kann eine Situation herrschen, in der
Intraday-Preise von Elektrizitdt iiber den prognostizierten Ausgleichsener-
giepreisen liegen. Bilanzkreisverantwortliche hitten somit einen Anreiz un-
ausgeglichene Fahrpléine zu gestalten, um Strom kostengiinstiger beschaffen.
Anderungen im regulatorischen Umfeld des Marktes fiir Regelenergie sind
Usus in den letzten Jahren und kénnen ebenso nachhaltige Effekte haben.
Ferner konnten Intraday-Prognosen von exogenen Faktoren wie der Last,
der Einspeisung aus Windenergie sowie Photovoltaik die Prognosegiite der
bereits vorgestellten Ansétze verbessern.
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ANHANG A

Abbildungen

Aktivierte negative Regelenergie im Laufe des Jahres 2015
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Abbildung A.1: Abgerufene Menge an negativer Regelenergie fiir jede Vier-
telstunde des Jahres 2015
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ANHANG A. ABBILDUNGEN

Haeufigkeitsverteilung der aktivierten Menge an negativer Regelenergie des Jahres 2015
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Abbildung A.2: H&ufigkeitsverteilung der aktivierten Menge an negativer
Regelenergie des Jahres 2015
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Abbildung A.3: ACF und PACF der Abrufmengen negativer Regelenergie
2015
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Abbildung A.4: Boxplots der Abrufmenge negativer Regelenergie fiir Monate
in 2012-2015
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Abbildung A.6: Boxplots der Abrufmenge negativer Regelenergie fiir Tages-
zeiten in 2015
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Abbildung A.7: Mittelwert und Standardabweichung der Abrufmenge nega-
tiver Regelenergie zu verschiedenen Tageszeiten im Jahr 2015
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Abbildung A.8: Residuen des linearen Regressionsmodells der Ein-Schritt-
Prognose: Abrufmengen negativer Regelenergie
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Abbildung A.9: Residuen des SARMA (4,0,4)(0,0,2)9s Modells: Abrufmen-
gen negativer Regelenergie
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ANHANG B

Tabellen und Modelle

RMSE Positive Regelenergie
. Ungew.| Ungew. Wind- ‘Wind- PV- Last- Intrad.{ Ungepl
Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.
Modell mit einzelner
Variabl 11,12 11,81 11,34 10,75 11,84 11,78 11,80 11,83 11,81
ariable
Volles Modell ohne
Variabl 10,68 10,36 10,25 10,73 10,25 10,27 10,24 10,24 10,25
ariable
MAE Positive Regelenergie
. Ungew.| Ungew.| Wind- Wind- PV- Last- Intrad.{ Ungepl
Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.
Modell mit einzelner
Variabl 7,95 8,34 8,03 7,76 8,36 8,30 8,32 8,36 8,34
ariable
Volles Modell ohne
Variabl 7,73 7,60 7,52 7,76 7,49 7,51 7,48 7,50 7,50
ariable
RMSE Negative Regelenergie
. Ungew.| Ungew. Wind- ‘Wind- PV- . Last- Intrad.{ Ungepl
Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.

Modell mit einzelner
14,16 12,92 12,28 11,64 14,48 14,39 14,38 14,41 14,46

Variable
Volles Modell ohne

10,67 11,25 10,88 11,29 10,71 10,68 10,64 10,69 10,65
Variable
MAE Negative Regelenergie

. Ungew.| Ungew.| Wind- ‘Wind- PV- Last- Intrad.{ Ungepl

Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.
Modell mit einzelner

10,27 9,23 8,63 8,46 10,38 10,34 10,28 10,34 10,40
Variable
Volles Modell ohne

7,55 8,06 7,80 7,96 7,59 7,57 7,54 7,57 7,55
Variable

Tabelle B.1: Einfluss der Variablen im linearen Regressionsmodell
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Koeffizienten  t-Werte

(Intercept) 8,59 (0,63)*** 13,61
Abrufmenge negativer Regelenergie_1 0,71 (0,01)*** 83,91
Abrufmenge negativer Regelenergie_2 —0,11 (0,01)*** -13,35
Abrufmenge negativer Regelenergie_3 0,09 (0,01)*** 11,37
Abrufmenge negativer Regelenergie 4 0,10 (0,01)*** 11,46
Abrufmenge negativer Regelenergie_5 —0,08 (0,01)*** -9,49
Abrufmenge negativer Regelenergie_6 0,02 (0,01)*** 3,33
Abrufmenge negativer Regelenergie_7 —0,01 (0,01) -1,11
Abrufmenge negativer Regelenergie 8 0,03 (0,01)*** 5,09
Windprognose_0 —0,02 (0,00)*** -5,58
Windprognose_-1 0,08 (0,01)*** 12,39
Windprognose_2 —0,06 (0,00)*** -15,56
Lastprognose_0 0,01 (0,00)*** 6,36
Lastprognose_1 —0,01 (0,00)*** -7,00
Lastprognose_2 —0,00 (0,00) -2,03
Lastprognose_3 0,01 (0,00)*** 7,91
Photovoltaikprognose_0 0,07 (0,02)** 2,98
Photovoltaikprognose_1 —0,16 (0,05)*** -3,05
Photovoltaikprognose_2 0,12 (0,05)* 2,47
Photovoltaikprognose_3 —0,03 (0,02) -1,38
Ungewollter Stromexport_1 0,14 (0,02)*** 5,73
Ungewollter Stromexport_2 —0,02 (0,01) -1,22
Ungewollter Stromexport_3 0,07 (0,01)*** 4,67
Windprognosefehler_1 —0,06 (0,00)*** -31,20
Windprognosefehler_2 0,06 (0,00)*** 29,56
Abrufmenge negativer Regelenergie 96 0,05 (0,01)*** 8,06
Abrufmenge negativer Regelenergie 97 —0,04 (0,01)*** -5,99
Abrufmenge negativer Regelenergie MA 0,05 (0,01)*** 6,37
Windprognose_-MA 0,00 (0,00)* 2,09
Lastprognose_MA —0,00 (0,00)* -2,39
Photovoltaikprognose_MA —0,01 (0,00)*** -3,37
Ungewollter Stromimport_1 —0,09 (0,01)*** -8,84
Lastprognosefehler_1 0,00 (0,00)*** 3,16
Verkaufsvolumen Intraday_1 0,00 (0,00)** 2,75
Nicht verfiigbare Kapazititen_1 —0,00 (0, 00) -0,24

R2 0,77

Adj. R? 0,77

Num. obs. 34938

RMSE 7,28

***p < 0,001, **p < 0,01, *p < 0,05

Tabelle B.2: Lineares Regressionsmodell der Ein-Schritt-Prognose: Negative
Regelenergie
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ANHANG B. TABELLEN UND MODELLE

RMSE Positive Regelenergie
. Ungew.| Ungew.| Wind- Wind- PV- Last- Intrad.{ Ungepl
Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.

Modell mit einzelner
11,15 11,88 11,27 10,37 11,94 11,87 11,89 11,94 11,92

Variable
Volles Modell ohne
Variabl 10,35 9,89 9,89 10,62 9,91 9,94 9,89 9,90 9,90
ariable
MAE Positive Regelenergie
. Ungew.| Ungew.| Wind- ‘Wind- PV- ) Last- Intrad.{ Ungepl
Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.
Modell mit einzelner
Variabl 8,40 8,89 8,30 7,50 9,01 8,94 8,96 9,01 9,00
ariable
Volles Modell ohne
Variabl 7,48 7,17 7,17 7,82 7,19 7,21 7,16 7,17 7,17
ariable
RMSE Negative Regelenergie
. Ungew.| Ungew. Wind- ‘Wind- PV- . Last- Intrad.{ Ungepl
Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.

Modell mit einzelner
14,18 13,23 12,26 11,25 14,63 14,54 14,53 14,57 14,62

Variable
Volles Modell ohne

10,56 10,86 10,63 11,28 10,56 10,52 10,47 10,53 10,49
Variable
MAE Negative Regelenergie

. Ungew.| Ungew.| Wind- Wind- PV- Last- Intrad.{ Ungepl

Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.
Modell mit einzelner

10,86 9,95 9,10 8,25 11,15 11,10 11,05 11,13 11,18
Variable
Volles Modell ohne

7,61 7,87 7,69 8,28 7,65 7,60 7,57 7,60 7,57
Variable

Tabelle B.3: Einfluss der Variablen im Tobit Modell
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Koeffizienten

AR

arl 0,27 (0,03)

ar2 —0,03 (0,03)

ar3 —0,04 (0,02)

ard 0,52 (0,01)
MA

mal ~0,23 (0,05)

ma2 0,25 (0, 05)

ma3 0,19 (0,04)

mad ~0,23 (0,02)
SMA

smal 0,78 (0,03)

sma2 0,26 (0,02)
mean

intercept 9,36 (0,32)
AIC 248604,21
AlICc 248604,22
BIC 248705,78

Log Likelihood -124290,11

Tabelle B.4: SARMA(4,0,4)(0,0,2)96: Negative Regelenergie
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RMSE Positive Regelenergie
. Ungew.| Ungew.| Wind- Wind- PV- Last- Intrad.{ Ungepl
Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.

Modell mit einzelner
11,70 12,58 12,21 10,98 12,55 12,46 12,46 12,50 12,62

Variable
Volles Modell ohne
Variabl 11,13 10,67 10,68 11,45 10,69 10,68 10,68 10,66 10,64
ariable
MAE Positive Regelenergie
. Ungew.| Ungew.| Wind- ‘Wind- PV- ) Last- Intrad.{ Ungepl
Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.
Modell mit einzelner
Variabl 7,92 8,37 8,23 7,12 8,95 8,57 8,54 8,64 8,30
ariable
Volles Modell ohne
Variabl 7,25 6,89 6,92 7,66 6,92 6,87 6,91 6,89 6,87
ariable
RMSE Negative Regelenergie
. Ungew.| Ungew. Wind- ‘Wind- PV- . Last- Intrad.{ Ungepl
Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.

Modell mit einzelner
14,37 14,55 13,56 11,92 15,55 15,13 14,96 15,27 18,10

Variable
Volles Modell ohne

11,32 11,69 11,33 12,15 11,24 11,16 11,20 11,22 11,23
Variable
MAE Negative Regelenergie

. Ungew.| Ungew.| Wind- Wind- PV- Last- Intrad.{ Ungepl

Variable Imp. Exp. Einsp. fehler Progn. Last fehler KV Ausf.
Modell mit einzelner

9,95 11,32 9,12 7,79 11,32 10,48 10,40 10,68 14,97
Variable
Volles Modell ohne

7,46 7,67 7,41 8,16 7,40 7,34 7,36 7,40 7,37
Variable

Tabelle B.5: Einfluss der Variablen bei gewichteter k-Nearest Neighbour
Regression

RMSE Positive Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Naive

8,65 | 11,87|12,49| 12,54| 13,61| 14,38| 14,47| 14,34| 14,73| 15,08/ 15,16| 15,15| 15,26( 15,37 15,51/ 15,64
Prognose
MAE Positive Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Naive

4,86 | 7,03 |7,36 | 7,26 | 8,05 |8,66 |8,69 (8,53 |8,86 (9,17 [9,22 19,19 (9,30 (9,41 [9,54 [9,63
Prognose
RMSE Negative Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Naive

9,30 | 12,57/ 13,37 13,60| 15,26| 16,30| 16,51| 16,46/ 17,11 17,62( 17,75 17,83| 18,10[ 18,36( 18,51( 18,69
Prognose
MAE Negative Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Naive

5,43 |7,66 (8,10 | 8,16 |9,35 | 10,09 10,19|10,06| 10,55/ 10,94]11,00/11,03|11,22/ 11,42/ 11,53| 11,66
Prognose

Tabelle B.6: Evaluationskriterien der naiven Prognose
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TOA, Positive Regelenergie
Horizont 1 2 3 4 5 [§ 7 8 9 10 11 12 13 14 15 16
LM:
X 0,89 |0,76 (0,69 (0,65 (0,60 |0,56 |0,54 |0,52 |0,51 [0,49 0,48 [0,47 |0,46 |0,46 |0,45 | 0,45

Zensiert
LM:

0,88 (0,72 (0,66 (0,63 0,57 |0,54 |0,52 |0,51 [0,49 |0,48 [ 0,47 [0,46 |0,45 |0,44 |0,44 | 0,43
WLS II
LM:
v 0,79 0,66 0,58 (0,53 (0,48 | 0,45 | 0,43 | 0,42 | 0,40 |0,40 0,39 0,39 |0,39 |0,38 |0,38 | 0,38
Tobit:
EW 0,89 (0,76 (0,69 (0,64 (0,59 |0,55 |0,52 |0,51 [0,49 |0,47 [0,46 [0,46 |0,45 |0,44 |0,43 | 0,43
Tobit:
Lp 0,90 | 0,79 | 0,72 | 0,68 | 0,63 | 0,59 | 0,57 | 0,55 | 0,54 | 0,52 | 0,52 | 0,51 | 0,50 0,49 0,49 | 0,48
Tobit:

0,79 0,69 (0,63 (0,58 (0,53 |0,49 | 0,46 | 0,45 | 0,43 | 0,42 [0,41 [0,41 |0,40 |0,40 |0,40 | 0,39
YJ LP
SARMA 0,86 (0,69 (0,62 (0,59 (0,51 |0,46 | 0,44 | 0,43 | 0,40 |0,37 |0,35 |0,34 |0,32 |0,31 |0,30 | 0,29
WEKNNR:

0,75 0,65 0,60 (0,57 0,55 |0,53 |0,52 |0,50 | 0,49 |0,48 [0,47 [0,47 |0,46 |0,46 |0,45 | 0,45
Normal
WKNNR:

0,89 0,76 0,69 0,65 0,60 |0,57 |0,55 |0,53 | 0,51 [0,50 [0,49 [0,48 |0,47 |0,47 |0,46 | 0,46
Gefittet
Naiv 0,85 0,71 (0,67 [0,67 [0,60 |0,55 |0,54 |0,55 | 0,52 | 0,50 [0,49 [0,49 |0,48 |0,48 |0,47 | 0,46
TIOA, Negative Regelenergie
Horizont 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
LM:

0,92 0,85 (0,79 (0,75 (0,70 | 0,65 | 0,62 | 0,60 | 0,58 [0,56 [0,55 [0,53 |0,52 |0,52 |0,51 | 0,50
Zensiert
LM:

0,91 |0,83 (0,77 (0,73 0,67 |0,63 |0,60 |0,58 | 0,56 0,54 0,53 [0,52 |0,51 |0,50 |0,49 | 0,48
WLS II
LM:
v 0,86 0,78 (0,72 (0,66 (0,61 |0,55 |0,52 |0,49 | 0,48 0,47 [ 0,46 [0,45 |0,45 |0,44 |0,44 | 0,43
Tobit:
EW 0,92 0,84 (0,79 0,74 (0,68 | 0,63 | 0,60 |0,58 [ 0,56 0,54 [0,52 [0,51 |0,50 0,49 |0,49 | 0,48
Tobit:
LP 0,93 0,86 | 0,81 | 0,77 | 0,72 | 0,68 | 0,65 | 0,63 | 0,61 | 0,59 | 0,58 | 0,57 | 0,56 | 0,55 | 0,54 | 0,54
Tobit:
vJLP 0,85 (0,78 (0,73 (0,68 (0,63 |0,58 |0,55 |0,52 | 0,51 [0,49 0,48 [0,48 |0,47 |0,46 |0,46 | 0,45
SARMA 0,89 0,77 |0,72 |0,68 |0,58 |0,52 |0,48 | 0,46 | 0,42 | 0,38 | 0,37 |0,35 |0,33 |0,32 |0,31 | 0,30
WKNNR:

0,82 0,75 (0,70 0,66 (0,62 |0,59 |0,57 |0,56 0,55 0,54 [0,53 [0,52 |0,51 |0,50 |0,49 | 0,49
Normal
WEKNNR:

0,92 0,84 (0,79 |0,74 |0,69 | 0,65 |0,62 |0,60 |0,58 |0,56 0,55 [0,53 |0,53 |0,52 |0,51 |0,51
Gefittet
Naiv 0,88 /0,77 |0,75 |0,74 |0,66 | 0,61 |0,60 |0,61 |0,57 | 0,54 |0,53 |0,53 |0,51 |0,49 |0,49 | 0,47

Tabelle B.7: 10 Ay ausgew#hlter Modellspezifikationen fiir die Prognose von
Regelenergieabrufmengen
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